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Resumen

El aprendizaje de modelos de clasificacién Ba-
yesianos es, generalmente, un proceso gene-
rativo. Es decir, en el aprendizaje de dichos
modelos se busca maximizar la verosimilitud
del conjunto de datos dado el modelo aprendi-
do. Sin embargo, existe otra aproximacion, el
aprendizaje discriminativo, en la que se bus-
ca maximizar la verosimilitud condicional. Es-
ta parece, en principio, una aproximacién mas
natural para propésitos de clasificacion. No
obstante, no siempre los modelos aprendidos
mediante un método discriminativo son mejo-
res que los aprendidos con métodos generati-
vos. Recientemente han aparecido en la biblio-
grafia varios métodos para el aprendizaje dis-
criminativo de clasificadores Bayesianos. En el
presente articulo, se presenta un nuevo méto-
do para el aprendizaje discriminativo, tanto
de la estructura como de los parametros, de
clasificares Bayesianos. Esta aproximacion se
basada en la adaptacion del algoritmo TM a
modelos de clasificacién Bayesianos. Por otra
parte, en el presente articulo, también se pre-
senta una evaluacion experimental del método
propuesto aplicado a diferentes bases de datos
estandares para clasificacién supervisada.

1. Introduccién

La clasificacion supervisada es una parte del
aprendizaje automaético con gran ndimero de
aplicaciones en distintos campos como son el
reconocimiento de patrones o el diagnéstico
médico. Generalmente, en la clasificacion su-

pervisada se asume la existencia de dos tipos
de variables: las variables predictoras, X =
(X1,...,Xn), y la variable clase, C. Median-
te los clasificadores supervisados se trata de
aprender las relaciones entre las variables pre-
dictoras y la clase, de forma que se pueda
asignar un valor de C a un nuevo caso, * =
(z1,...,2Zn), en el que el valor de la clase es
desconocido.

Uno de los paradigmas ampliamente usados
para clasificacion supervisada son las redes Ba-
yesianas [7]. Estas son modelos graficos pro-
babilisticos [13] que permiten modelar de una
forma simple y precisa la distribucién de pro-
babilidad subyacente a un conjunto de datos.
Ademas, la representacion grafica de las rela-
ciones de dependencia entre las variables pre-
sentes en el conjunto de datos se realiza me-
diante un grafo aciclico dirigido lo cual facilita
la comprensién e interpretabilidad del modelo
de clasificacién. Generalmente, las redes Baye-
sianas, son consideradas clasificadores genera-
tivos, ya que en el aprendizaje de dichos clasi-
ficadores se busca maximizar la verosimilitud
conjunta, es decir, se busca el modelo que me-
jor representa al conjunto de datos. Por el con-
trario, existe otra tendencia que es el aprendi-
zaje discriminativo, en el cual se busca maxi-
mizar la verosimilitud condicional.

El aprendizaje discriminativo parece una
aproximacién méas natural al aprendizaje de
modelos de clasificacion, ya que en el aprendi-
zaje estd guiado precisamente por la probabi-
lidad condicional, p(C|X1,...,Xn), y es este
valor de probabilidad el que, una vez aprendi-
do el modelo, se utiliza para clasificar nuevas
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instancias en las que el valor de la variable cla-
se es desconocido. Desafortunadamente, mien-
tras que el calculo de la verosimilitud conjunta
puede ser obtenido mediante una férmula ce-
rrada, lo cual permite un computo eficiente,
en el calculo de la verosimilitud condicional
ésto no es posible. Por tanto el aprendizaje
discriminativo de modelos de clasificacién Ba-
yesianos es més costoso que la correspondiente
aproximacién generativa.

Recientemente se han propuesto diversas
técnicas para afrontar el problema del apren-
dizaje discriminativo de clasificadores Bayesia-
nos una vez la estructura del modelo ha sido
fijada. Por una parte en [8, 14] se proponen
métodos genéricos de optimizacién numérica
para la obtencién de los parametros del mode-
lo que maximizan la verosimilitud condicional.
Por otra, en [17] el método de optimizacién
para el aprendizaje discriminativo de los para-
metros del modelo se propone desde un punto
de vista estadistico, basado en estadisticos su-
ficientes del conjunto de datos.

Como se apuntaba anteriormente, el apren-
dizaje discriminativo de los parametros en mo-
delos de clasificacion Bayesianos es un tema
recientemente tratado en la literatura. Por
el contrario, el aprendizaje discriminativo del
conjunto de estructura y parametros del cla-
sificador apenas se ha abordado. Hasta donde
nosotros conocemos, sélo [9] propone un méto-
do en el que se combina un aprendizaje gene-
rativo de los parametros del modelo con una
seleccién de la estructura en base a la vero-
similitud condicional. Por otra parte, también
propone utilizar el método de [8] para el apren-
dizaje discriminativo de los parametros y asi
conseguir un aprendizaje discriminativo tanto
de la estructura como de los pardmetros. Sin
embargo, esta solucién resulta muy costosa e
incluso computacionalmente inviable para ba-
ses de datos relativamente grandes.

En el presente articulo se propone una ex-
tensién del aprendizaje discriminativo de cla-
sificadores Bayesianos propuesto en [17] para
abordar el aprendizaje estructural de dichos
clasificadores desde un punto de vista discri-
minativo. De esta forma, se permite una opti-
mizacién completa, tanto de estructura como
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de parametros, desde una aproximacion discri-
minativa.

El resto del articulo esta organizado de la si-
guiente forma: la Seccién 2 hace una pequeiia
introduccion a los modelos de clasificacion Ba-
yesianos cléasicos, generalmente considerados
modelos generativos. En la Secciéon 3 se pre-
senta la idea del algoritmo TM como método
discriminativo de aprendizaje de los parame-
tros para clasificadores Bayesianos y también
el uso de este algoritmo para el aprendizaje
discriminativo de la estructura del clasificador.
Método, éste tltimo, que hemos bautizado con
el nombre de TM estructural. A continuacion,
en la Seccién 4 se presenta una evaluacién ex-
perimental del algoritmo TM estructural utili-
zando diferentes bases de datos estandar. Por
dltimo, en la Seccion 5, exponemos las conclu-
siones obtenidas del presente articulo asi como
las lineas futuras de investigacion.

2. Clasificadores Bayesianos gene-
rativos

Los modelos de clasificacion Bayesianos surgen
del uso de las redes Bayesianas para propositos
clasificatorios. Dependiendo de las restriccio-
nes que se le ponga a la red Bayesiana se han
propuesto diferentes clasificadores en la biblio-
grafia. Por ejemplo, el modelo naive Bayes [12]
es el clasificador Bayesiano mas sencillo. Este
se construye bajo la suposicién de que todas
las variables predictoras son condicionalmen-
te independientes dado el valor de la variable
clase. El modelo naive Bayes tiene una estruc-
tura fija que no depende de los datos, por tanto
no podemos decir que el aprendizaje estructu-
ral de este modelo siga un criterio generativo
o discriminativo. Sin embargo, el aprendizaje
habitualmente utilizado para obtener los para-
metros del modelo naive Bayes, asi como el de
la mayoria de clasificadores Bayesianos en ge-
neral, estd basado en las estimaciones mdzimo
verostmil (ML) o mdzimo a posteriori (MAP)
[2, 10] del conjunto de parametros. Estas si
son aproximaciones generativas al aprendizaje
de los parametros del clasificador ya que con
ellas, directa o indirectamente, se maximiza la
verosimilitud de los datos dado el modelo.
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Otros clasificadores Bayesianos relajan la
restriccion de independencia condicional im-
puesta en el naive Bayes para asi modelar re-
laciones mas complejas entre variables. Por
ejemplo, en el naive Bayes aumentado a é&r-
bol (TAN) [7] se permite que las variables pre-
dictoras formen entre ellas una estructura de
arbol. El modelo de clasificador Bayesiano k-
dependiente [15] permite modelar un conjun-
to de dependencias entre variables predicto-
ras més amplio. En éste modelo se amplia la
estructura del clasificador naive Bayes permi-
tiendo que cada variable predictora tenga has-
ta un méaximo de k variables predictoras como
padres. Otro ejemplo de clasificador Bayesia-
no mas complejo son los clasificadores basados
en redes Bayesianas miltiplemente conectadas
[13, 19]. En estos dltimos modelos la clasifica-
cion se efectia por medio de modelos graficos
probabilisticos en los que no se restringen las
dependencias entre variables. Todos estos cla-
sificadores Bayesianos son considerados, gene-
ralmente, modelos generativos.

3. Aprendizaje discriminativo de

clasificadores Bayesianos

En esta seccién nos centraremos en el apren-
dizaje discriminativo de clasificadores Bayesia-
nos. Para ello, primero debemos introducir el
aprendizaje discriminativo de los parametros.
En nuestro caso, éste se basa en el algoritmo
TM [5] adaptado para el aprendizaje discrimi-
nativo de clasificadores Bayesianos por Santafé
y col. [17]. En el presente articulo inicamente
se pretende dar una idea intuitiva del funcio-
namiento del algoritmo TM, por lo que ini-
camente se plantea la estructura general del
algoritmo. Para més detalle consultar [16, 17].
Posteriormente nos centraremos més en el uso
del algoritmo TM para el aprendizaje de la es-
tructura del clasificador.

3.1. El algoritmo TM de Edwards y Lau-
ritzen

El algoritmo TM, es un algoritmo general que
permite maximizar la verosimilitud condicio-
nal para aquellos modelos, como es el caso de

las redes Bayesianas, en los que es maés sencillo
maximizar la verosimilitud conjunta. Se basa
en una aproximacion a la funcién de verosi-
militud condicional a través de la funcién de
verosimilitud conjunta. Para introducir el de-
sarrollo del algoritmo TM, denotemos como:

(6) = logf(x,c|O)
lx(0) = logf(x|0)
@) = logf(c|zx,8)

las funciones de verosimilitud conjunta, mar-
ginal y condicional respectivamente, donde 6
es el conjunto de parametros para la funcion
de distribucién conjunta. Si tenemos en cuen-
ta que la verosimilitud condicional puede ser
expresada en funcién de la marginal y la con-
junta:

1%(0) = 1(6) — 1z(6) 1

podemos aproximar la funcion de verosimili-
tud condicional desarrollando la Ecuacién 1
en serie de Taylor de primer orden en el pun-
to 6,. De esta forma, omitiendo los términos
constantes respecto a 6, obtenemos:

1%(0) ~ q(016,) = 1(6) — 67 z(6;) )

donde iz (8. es la derivada de Iz (0) en el pun-
to 0,.. Por otra parte tenemos que, bajo condi-
ciones regulares de la funcién de verosimilitud,
podemos afirmar que [z (0) = Eg{i(0)|x} (ver
[5, 17]). De esta forma la aproximacion a la
verosimilitud condicional mediante la funcion
q(016,) se puede expresar en términos que s6lo
dependen de la verosimilitud conjunta:

q(616.) = 1(6) — 67 Eg{i(6)|z} (3)

Como las derivadas de la verosimilitud con-
dicional y de la funcion ¢(0|60,) con respecto
a 0 tienen el mismo valor en el punto 6., po-
demos maximizar I (8) maximizando ¢(818..).
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Por consiguiente, la obtencién de los parame-
tros que maximicen la verosimilitud condicio-
nal se convierte en un proceso iterativo que
consta de dos pasos:

= Paso T: dado el actual valor de 6, cons-
truir la funcién ¢(016,)

= Paso M: obtener el siguiente conjunto de
parametros que maximicen la verosimili-
tud condicional

0,11 = argmixgy ¢q(0]6,)

Particularizando el algoritmo TM para las
distribuciones de probabilidad pertenecientes
a la familia exponencial (familia a la que per-
tenecen las redes Bayesianas), deberiamos ex-
presar las funciones de verosimilitud conjunta
y condicional de la siguiente forma:

10) = a"u(c,z) + B v(z) — Y(a, B)(4)

1°(8) = a’u(e,x) — " () (5)
siendo:
(o, B) = log/emp{aTu(c,w) +
B v(x) }u(de|a) p(da)
P (@) = log/emp{aTu(c,w)},u(dc\w)

y donde @ denotan los pardmetros del modelo
condicional que junto a 3 forman los parame-
tros del modelo conjunto — 6 = («, 3) — Por
otra parte U = Eg{u(c,x)} son los estadis-
ticos suficientes del modelo condicional, que
junto con V = Eg{v(x)} forman los estadisti-
cos suficientes del modelo conjunto.

Por tanto, si desarrollamos las expresiones
Eor{i(arm} y () de forma adecuada, obte-
nemos que el paso M de la r+ 1-ésima iteracion
del algoritmo requiere la actualizacién de los
estadisticos suficientes del modelo condiciona-
do y los parametros del modelo conjunto de la
siguiente forma:

Urp1 = U +uo — Eg {U|x}

Ori1 = 6(uri1,v) (6)
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donde los estadisticos suficientes iniciales, uo
y v, vienen dados por los estadisticos maximo
verosimiles obtenidos directamente del conjun-
to de datos. Ademas, 0(u,1,v) denota la es-
timacién méaximo verosimil de € obtenida de
los estadisticos suficientes u,4+1 y v.

Puede darse el caso en el que la actualiza-
cion de los pardmetros 0 en una de las itera-
ciones del algoritmo de como resultado un con-
junto de parametros ilegal, o que el valor de la
verosimilitud condicional decrezca en dos ite-
raciones consecutivas. Estas situaciones deben
ser corregidas mediante una bisqueda local en
la cual la actualizacién de u,+1 descrita en la
Ecuacién 6 se sustituye por:

wpsr = ur + Auo — Eg_{Ule}) (1)

siendo A € (0, 1) el valor que maximice la ve-
rosimilitud condicional.

3.2. El algoritmo TM estructural

En esta seccién presentamos el aprendizaje es-
tructural de redes Bayesianas usando el algo-
ritmo TM. Este es un algoritmo voraz de bis-
queda en el cual se parte de una red Bayesia-
na vacia. En cada paso del algoritmo hay un
conjunto de arcos candidatos que pueden ser
afiadidos a la red y que esta formado por to-
dos aquellos arcos cuya inclusién en la red no
crea un ciclo en la estructura grafica. Asi pues,
en cada iteracion, todos los modelos obteni-
dos mediante la inclusién de cada uno de los
arcos candidatos en el clasificador son evalua-
dos en base a una medida de calidad o score.
Aquel modelo con mayor score es seleccionado,
se vuelve obtener los arcos candidatos para el
nuevo modelo y se repite el proceso hasta que
el valor del score no mejore. En concreto, el
score utilizado en el algoritmo TM estructu-
ral es una adaptacion de la métrica BIC [18].
La métrica BIC original utiliza el logaritmo
de la verosimilitud conjunta penalizada con la
complejidad del modelo. Sin embargo, y dado
que nuestra intencién es hacer un aprendizaje
discriminativo, nuestra métrica BIC discrimi-
nativa (BICd) utilizar4 el logaritmo de la vero-
similitud condicional en lugar de la conjunta:
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log N
2

N
BICA(DIM) =Y " logp(c'lz’, M) —

i=1

donde D es el conjunto de datos, D =
{(z',ch), ..., (&",c)}, N es el nimero de ca-
sos en el conjunto de datos, M es el modelo de
clasificacién Bayesiano que estamos evaluando
y d es el nimero de parametros de dicho mode-
lo. Téngase en cuenta que, en nuestro caso, el
modelo M es un modelo condicional (discrimi-
nativo) y por tanto el nimero de parametros,
d, también es el nimero de pardmetros del mo-
delo condicionado. Es decir, teniendo en cuen-
ta la descripcion del aprendizaje de parame-
tros mediante el algoritmo TM para modelos
de la familia exponencial, el nimero de para-
metros, d, se corresponderia con la cardinali-
dad de a en la Ecuacién 5.

En el proceso de bisqueda estructural, ca-
da vez que evaluamos un nuevo modelo candi-
dato, los parametros del modelo se aprenden
mediante el algoritmo TM. De esta forma, el
conjunto de parametros del modelo maximi-
zan la verosimilitud condicional. Sin embargo,
dentro del proceso de aprendizaje estructural
el modelo en si es evaluado en base a la métrica
BICd descrita anteriormente.

Para la aplicacién de la bisqueda estructu-
ral basada en el algoritmo TM se requiere que
todas las variables sean discretas y que no ha-
ya datos perdidos. Por tanto, puede que se re-
quiera un pre-procesado de los datos antes de
aprender el clasificador Bayesiano. No obstan-
te, al estar el algoritmo TM basado en estadis-
ticos suficientes obtenidos a partir del conjun-
to de datos, la restricciéon de datos completos
puede relajarse en un futuro mediante el uso
del algoritmo EM [3].

4. Experimentos

En esta seccién presentamos una primera eva-
luacion experimental que pretende ilustrar el
comportamiento del aprendizaje discriminati-
vo de clasificadores Bayesianos mediante el al-
goritmo TM estructural. Debido a la comple-
jidad del proceso de la bisqueda estructural,

d (8)

y debido a que s6lo contamos con una imple-
mentacion del algoritmo TM capaz de apren-
der modelos hasta una complejidad de TAN, la
bisqueda estructural también se limita a mo-
delos TAN. Es decir, cada una de las variables
predicitoras podra tener como maximo dos pa-
dres: la variable clase y otra variable predicto-
ra. La evaluacién experimental se realiza sobre
algunas de las bases de datos utilizadas en [7],
las cuales se han convertido en un estandar
para la evaluacion de clasificadores Bayesia-
nos. Las bases de datos utilizadas son Breast,
Cleve, Crx, German, Heart, Hepatitis, Iris,
Lymphography y Vote procedentes del reposi-
torio de UCI [1], y la base de datos Corral
disefiada, entre otras, por Kohavi y John [11]
explicitamente para evaluar métodos de selec-
cién de variables.

Tal y como se apuntaba anteriormente, el al-
goritmo TM, por el momento, no es capaz de
manejar variables continuas ni casos perdidos.
Dado que en las bases de datos utilizadas nos
encontramos con ambas situaciones, ha sido
necesario un pre-procesado de los datos. Por
una parte todas las variables con valores con-
tinuos han sido discretizadas utilizando el mé-
todo descrito en [4], el cual es una variante de
la discretizacién de Fayyad e Irani [6]. Por otra
parte, todos los casos de las bases de datos en
los que aparezca algin caso perdido han sido
eliminados y no han sido tenidos en cuenta pa-
ra el aprendizaje y evaluacién de los modelos.

En la bisqueda estructural, los parametros
de cada uno de los modelos candidatos son
aprendidos mediante el algoritmo TM. El al-
goritmo TM es un proceso iterativo que re-
quiere fijar una serie de parametros. Para los
experimentos realizados, el algoritmo TM tie-
ne fijado como criterio de parada que el va-
lor obtenido para la verosimilitud condicional
en dos iteraciones consecutivas sea menor que
0,001. Por otra parte, a veces el conjunto de
parametros obtenido en una de las iteraciones
del algoritmo TM no es valido y es necesa-
rio aplicar una bisqueda local para corregirlo
(ver Ecuacién 7). En nuestro caso, la btsque-
da local se realiza buscando el mejor A en el
intervalo (0, 1) con un incremento de 0,01.

Los modelos obtenidos mediante el algorit-
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™
Estructural NB-TM TAN-TM
Breast 95,02 =+ 8,55 98,98 + 0,74 95,46 =+ 1,41
Cleve 82,42 £ 4,89 87,563 £ 4,72 87,85 =+ 3,24
Iris 95,33 & 3,40 95,33 +£ 3,40 96,00 =+ 2,49
German 73,30 £ 3,75 78,90 £ 4,00 84,00 = 0,89
Corral 98,46 + 3,08 90,61 + 6,27 99,20 =+ 1,60
Crx 86,06 =+ 3,32 88,52 £ 1,59 89,59 =+ 1,56
Lymphography 71,61 10,92 91,22 + 3,49 98,98 =+ 1,65
Hepatitis 87,50 &£ 7,90 93,75 + 5,56 100,00 =+ 0,00
Vote 95,63 =+ 2,45 98,39 + 1,17 99,08 =+ 0,86
Heart 85,56 * 2,46 86,67 + 4,44 81,75 &+ 3,87

Cuadro 1: Precisién estimada obtenida en los experimentos para cada uno de los modelos y bases

de datos

mo TM estructural son evaluados en base al
porcentaje de bien clasificados y al logarit-
mo de su verosimilitud condicional. Este por-
centaje de bien clasificados es obtenido me-
diante una validacién cruzada en cinco hojas.
El mismo procedimiento de validaciéon ha si-
do utilizado anteriormente en la bibliografia
para la evaluacién tanto de clasificadores Ba-
yesianos generativos [7] como discriminativos
[8, 14, 17]. Ademas, los resultados obtenidos,
tanto en el logaritmo de la verosimilitud condi-
cional como en el porcentaje de bien clasifica-
dos, son comparados con otros modelos como
son el naive Bayes y el TAN, en los que sus pa-
rametros han sido aprendidos desde un punto
de vista discriminativo mediante el algoritmo
TM. La estructura del clasificador naive Ba-
yes es fija, todas las variables predictoras son
condicionalmente independientes dada la cla-
se. Sin embargo, la estructura del modelo TAN
depende de los datos y puede ser aprendida de
diversas formas. En nuestro caso, la estructura
del modelo TAN se aprende mediante el algo-
ritmo de Friedman [7]. Es decir, aunque la es-
tructura del modelo TAN es aprendida desde
un punto de vista generativo, sus paradmetros
son aprendidos mediante un método discrimi-
nativo, el algoritmo TM.

En el Cuadro 1 se muestra el valor estimado
del porcentaje de bien clasificados para los cla-
sificadores considerados en los experimentos.
El porcentaje estimado de bien clasificados pa-
ra los modelos aprendidos con el algoritmo TM

estructural es, por lo general, ligeramente in-
ferior que el del mejor modelo aprendido (ya
sea éste NB-TM o TAN-TM). Esto no quiere
decir que definitivamente el modelo aprendi-
do mediante el algoritmo estructural TM sea
peor que el resto, ya que debemos tener en
cuenta que en el modelo TM estructural no
aparecen todas las variables predictoras y por
tanto la complejidad del modelo puede verse
reducida considerablemente, con las ventajas
que ésto acarrea. Por consiguiente, en conjun-
tos de datos con gran nimero de variables y
para los cuales el aprendizaje de un modelo
con todas ellas puede ser realmente costoso,
el algoritmo TM estructural puede contribuir
a una simplificacién del modelo sin tener por-
que sacrificar excesivamente la precision en la
clasificacion. Ademaés, esta simplificacion del
modelo también contribuye a una mayor faci-
lidad para su interpretacién. En la Figura 1
aparecen las estructuras de los clasificadores
que han sido aprendidos mediante el algorit-
mo TM estructural utilizando las distintas ba-
ses de datos que se han tenido en cuenta para
los experimentos. Nétese que, la reduccion del
nimero de variables con respecto los modelos
naive Bayes y TAN aprendidos de las bases de
datos con todas las variables, en la mayoria de
los casos, es mas que considerable (ver Cuadro
2).

El Cuadro 3 presenta los valores del loga-
ritmo de la verosimilitud condicional para los
modelos aprendidos de cada una de las bases
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de datos. En estos resultados, se vuelve a cons-
tatar que los valores obtenidos para los mode-
los aprendidos con el algoritmo TM estructu-
ral son, por lo general, ligeramente inferiores
que los obtenidos por el resto de modelos. Esto
es un hecho razonable ya que para la bisque-
da estructural no se utiliza directamente como
score la verosimilitud condicional sino una ver-
sion penalizada de ésta (ver ecuacién 8). Por
tanto en la bisqueda estructural no se busca la
estructura que maximice la verosimilitud con-
dicional sino un equilibrio entre maxima vero-
similitud condicional y complejidad de la es-
tructura.

Variables

Variables Modelo
Base Datos Discriminativo
Breast 9 + Clase 2 + Clase
Cleve 13 + Clase 5 + Clase
Iris 4 + Clase 1 + Clase
German 20 + Clase 4 + Clase
Corral 6 + Clase 5 + Clase
Crx 15 + Clase 5 + Clase
Lymphography 18 + Clase 4 + Clase
Hepatitis 19 + Clase 2 + Clase
Vote 16 + Clase 3 + Clase
Heart 13 + Clase 4 + Clase

Cuadro 2: Namero de Variables en cada una
de las bases de datos utilizadas y ndimero de
variables seleccionadas por el algoritmo TM
estructural.

5. Conclusiones y trabajo futuro

En el presente trabajo hemos presentado el al-
goritmo TM estructural, un nuevo método dis-
criminativo para el aprendizaje de la estruc-
tura y los parametros de clasificadores Baye-
sianos. Este nuevo algoritmo estid basado en
el algoritmo TM [5] que ha sido recientemen-
te adaptado para el aprendizaje discriminati-
vo de pardmetros en clasificadores Bayesianos
por Santafé y col. [17]. Mediante experimen-
tos con bases de datos estandares se ha visto
que, a pesar de que el rendimiento de los clasi-
ficadores obtenidos mediante el algoritmo TM
estructural no es mejor que el de otros clasi-

T™

Estructural NB-TM TAN-TM
Breast —68,94 —22,71 —10,41
Cleve —100,45 —93,24 —82,27
Iris —23,13 —13,85 —16,57
German —445,71 —456,81 —378,12
Corral —3,60 —25,17 —3,28
Crx —196,85 —177,90 —173,71
Lymphography —58,85 —28,06 —13,17
Hepatitis —16,80 —9,27 —2,61
Vote —41,08 —13,66 —13,88
Heart —98,57 —86,11 —173,66

Cuadro 3: Valor del logaritmo de la verosimili-
tud condicional obtenido en los experimentos
para cada uno de los modelos y bases de datos.

ficadores con los que se los ha comparado, la
reduccién de la complejidad del modelo hace
que éstos sean computacionalmentes mas ase-
quibles de manejar. Por otra parte, la reduc-
cion en la complejidad también puede facilitar
interpretabilidad de los modelos.

Como trabajo futuro se puede destacar una
evaluacién mas exhaustiva del algoritmo TM
estructural sobre un mayor nimero de bases
de datos. Ademas, los autores ven factible la
implementacién de una versién paralela del al-
goritmo que permita hacer la bisqueda estruc-
tural de forma mas rapida, asi como la exten-
si6én de la busqueda estructural a estructuras
més complejas que TAN. Por otra parte, uno
de los inconvenientes del algoritmo es que no
puede tratar con datos perdidos. Este proble-
ma puede resolverse utilizando un método que
combine los algoritmos EM y TM.
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Figura 1: Estructuras de los clasificadores obtenidos mediante el algoritmo TM estructural en cada una de
las bases de datos utilizadas.
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