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Resumen

El diagnóstico mediante la clasi�cación de fa-
llos en plantas industriales es un cuerpo de
investigación que recibe continuamente aten-
ción. En algunos dominios estos fallos vienen
descritos por series temporales. En este artí-
culo vamos a introducir algunas técnicas para
la clasi�cación de distintos modelos de fallo
obtenidos por medio de una planta de labo-
ratorio. Presentamos un marco computacional
para resolver problemas de clasi�cación de fa-
llos usando Razonamiento Basado en Casos.
Este artículo ilustra diferentes técnicas para
la reutilización y recuperación de casos (como
por ejemplo Alineamiento Dinámico Temporal
o distancia Euclídea), evaluando y comparan-
do los resultados.

1. Introducción

El Razonamiento Basado en Casos (CBR) es
una metodología de Inteligencia Arti�cial para
realizar aprendizaje que ha logrado buenos re-
sultados en muchos campos de aplicación. Se
han desarrollado varios trabajos en los que se
ha aplicado CBR para determinar el estado
de operación de una planta industrial [4, 6],
y para llevar a cabo plani�cación, diagnósti-
co, mantenimiento y gestión de calidad en la
industria [5]. En algunos de estos trabajos los

autores han manejado series temporales, y han
diseñado representaciones de casos para ges-
tionarlas y lograr una mejor recuperación del
caso.

En este artículo, aplicamos una metodología
CBR a un problema de clasi�cación de fallos
en una planta industrial. El sistema CBR tra-
baja en paralelo con un sistema de diagnóstico
basado en modelos que efectúa detección y lo-
calización de fallos [12]. Una vez que un fallo es
detectado, el sistema CBR proporcionará una
pista sobre el fallo candidato más probable.

Nuestro conjunto de datos está compuesto
por series temporales. Comparamos la preci-
sión obtenida usando datos sin preprocesado
como representación del caso con la obtenida
usando una selección de características. Esta
última representación fue diseñada por algu-
nos autores de este artículo en otros traba-
jos [14] y la hemos aplicado ahora a CBR.

El artículo está organizado de la siguiente
manera: la Sección 2 describe la metodología
CBR, el algoritmo de recuperación y las medi-
das de similitud que hemos usado; la Sección 3
introduce brevemente la planta industrial con
sus clases de fallos. En la Sección 4 presenta-
mos el estudio experimental: la descripción del
conjunto de datos y el método de evaluación.
La sección 5 muestra los resultados y la discu-
sión, y �nalmente, la sección 6 se dedica a las
conclusiones y trabajo futuro.
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Figura 1: El ciclo CBR.

2. Clasi�cación de fallos usando ra-
zonamiento basado en casos

2.1. Introducción. El ciclo CBR.

El Razonamiento Basado en Casos (CBR) es
un método para resolver problemas recordan-
do situaciones previas similares y reutilizan-
do la información y el conocimiento sobre esa
situación [10, 11]. La idea original básica de
Riesbeck y Schank [13] es la siguiente:
CBR resuelve problemas nuevos adaptando

las soluciones dadas a otros resueltos con an-
terioridad.

Aamod y Plaza [1] describen CBR como un
proceso que consta de cuatro pasos:

• RECUPERAR el caso o casos más simi-
lares.

• REUTILIZAR la información y el cono-
cimiento de ese caso para resolver el pro-
blema.

• REVISAR la solución propuesta.

• GUARDAR las partes de esta experien-
cia que se consideren útiles para resolver
futuros problemas.

Estos cuatros pasos se muestran en la Figu-
ra 1.

2.2. Recuperación de casos.

La primera tarea en el ciclo de CBR es la re-
cuperación de uno o más casos similares de la
base de casos donde está almacenada la expe-
riencia pasada en forma de casos [2]. Un caso
está formado por varios atributos que dan una
descripción del problema y una solución para
el caso. Para poder llevar a cabo la tarea de re-
cuperación es necesario tener un algoritmo de
recuperación y una medida de similitud que se-
rán usados para obtener un conjunto de casos
similares. En nuestro trabajo hemos elegido el
algoritmo de los K-vecinos como algoritmo de
recuperación y tres medidas de similitud: dis-
tancia Euclídea, distancia de Manhattan y Ali-
neamiento Dinámico Temporal(DTW).

2.2.1. Algoritmo de los K-vecinos.

Sea X = {xi = (xi
1, . . . , x

i
p), i = 1, . . . , N} una

colección de ejemplos de entrenamiento de di-
mensión p y sea C = {C1, . . . , CM} un conjun-
to de M clases. Supongamos que cada ejemplo
xi tiene una etiqueta de clase Li ∈ {1, . . . , M}
que indica con certeza su pertenencia a una
clase en C. Supongamos también que xS es
un nuevo ejemplo para clasi�car. Clasi�car xS

corresponde a asignarle una de las clases en
C, esto es, decidir entre un conjunto de M
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hipótesis: xS ∈ Cq, q = 1, . . . , M . Sea ΦS el
conjunto de los K-vecinos más próximos de
xS en X. Para cualquier xi ∈ ΦS , el cono-
cimiento de Li = q puede considerarse como
una evidencia que aumenta nuestra con�anza
de que xS también pertenece a Cq. No obstan-
te, esta evidencia no proporciona por sí mis-
ma 100% de certeza. El clasi�cador de los K-
vecinos más próximos (KNN), como sugurie-
ron Duda y Hart [7], almacena los datos de
entrenamiento, el par (X, L). Los ejemplos son
clasi�cados eligiendo la clase mayoritaria entre
los K ejemplos más cercanos del conjunto de
entrenamiento, de acuerdo a una medida de
distancia [3]. En nuestros experimentos fueron
probados varios valores de K (número de ve-
cinos) K = 1, 3, 5, y se ha encontrado empí-
ricamente que K = 1 ha proporcionado los
mejores resultados para nuestro conjunto de
datos.

2.2.2. Medidas de similitud

Distancia Euclídea. Es la distancia más
común y la más usada en la mayoría de
los sistemas CBR. De�nimos la distancia
Euclídea entre dos puntos x e y como:qPn

i=1 (xi − yi)
2, donde xi es la coordenada

de x en la dimensión i y yi es la coordenada
de y en la dimensión i.

Distancia de Manhattan. La distancia de
Manhattan entre dos puntos es la suma de los
valores absolutos de las diferencias de sus com-
ponentes. De�nimos la distancia de Manhat-
tan entre un punto x y otro punto y como:Pn

i=1 |xi − yi|, donde xi es la coordenada de
x en la dimensión i e yi es la coordenada de y
en la dimensión i.

Alineamiento dinámico temporal. El
Alineamiento Dinámico Temporal [8, 6], abre-
viado DTW (dynamic time warping), es una
técnica que permite obtener una medida de
la semejanza entre dos secuencias que no es-
tán exáctamente alineadas en el eje temporal,
y que pueden tener longitudes diferentes. Pa-
ra este tipo de datos esta medida es bastan-

te más robusta que las medidas anteriores. A
continuación, se introduce brevemente DTW:

Sean dos series temporales, Q y C, de lon-
gitudes n y m:

Q = q1, q2, ..., qi, ..., qn; (1)
C = c1, c2, ..., cj , ..., cm. (2)

Para alinear las dos secuencias usando
DTW, se construye una matriz n × m. Cada
elemento (i, j) se corresponde con el alinea-
miento entre los puntos qi y cj . Un camino de
alineamiento W es un conjunto de elementos
de la matriz contiguos que de�ne una corres-
pondencia entre Q y C. El elemento k-ésimo
de W se de�ne como wk = (i, j)k. Por tanto:

W = w1, w2, . . . , wk, . . . , wK (3)
máx(m, n) = K 6 m + n− 1. (4)

La distancia Euclidea puede considerarse co-
mo un caso especial de DTW en el que el
elemento k-ésimo de W se restringe a wk =
(i, j)k, i = j = k.

En la aplicación considerada, las series son
multivariable. Es decir, las series son multidi-
mensionales. Para utilizar DTW con este tipo
de datos consideramos las siguientes aproxi-
maciones:

• Aplicar DTW para cada variable. La se-
mejanza entre 2 series multivariable será
la media de las semejanzas para cada va-
riable.

Para calcular la distancia d(qi, cj) entre
los puntos qi y cj usamos tres métricas:

• Lineal: |qi − cj |
• Cuadrática: (qi − cj)

2

• Valle: 10× (1− exp(
−(qi−cj)2

6
))

• Aplicar DTW sólo una vez, considerando
que los puntos de las series son multidi-
mensionales, con tantas dimensiones co-
mo variables. La única distancia d(qi, cj)
considerada es la Euclidea.

III Taller Nacional de Minería de Datos y Aprendizaje, TAMIDA2005                                               205



2.3. Reutilización de casos.

El segundo paso en el ciclo de CBR es la ta-
rea de reutilización. Aamodt y Plaza [1] des-
criben esta tarea centrada en dos aspectos: (a)
las diferencias entre el caso pasado y el actual,
y (b) qué parte o partes del caso recuperado
pueden ser transferidas al nuevo caso. En al-
gunos casos la tarea de reutilización se reduce
a copiar la solución pasada al nuevo caso, pe-
ro en otros casos esta solución no puede ser
aplicada directamente y tiene que ser adapta-
da. En CBR podemos distinguir dos tipos de
adaptación [16]:

• Adaptación Estructural : aplicar reglas de
adaptación a la solución recuperada.

• Adaptación Derivacional : reutilizar las
fórmulas que generaron la solución pasada
para conseguir una nueva solución para el
problema actual.

El método de reutilización usado en este tra-
bajo está basado en el algoritmo de los K-
vecinos más próximos. En nuestro trabajo po-
demos elegir el número de vecinos a usar y
adaptar la solución del nuevo caso mediante
votación de la solución de todos los casos re-
cuperados.

2.4. Revisión de casos.

Una vez �nalizada la tarea de reutilización, la
solución del nuevo problema tiene que ser pro-
bada; este proceso de prueba se hace durante
la tarea de revisión. En este paso, la solución
generada en la tarea de reutilización se evalúa,
y si el resultado es satisfactorio, el nuevo caso
y la nueva solución para el caso se almacenan.

2.5. Almacenamiento de casos.

El almacenamiento es la última tarea del ciclo
CBR. En este paso el nuevo caso y la solución
para este caso (obtenida en la fase de reutiliza-
ción) son almacenados con vistas a un posible
uso futuro. Durante este proceso de aprendi-
zaje, el sistema tiene que seleccionar qué in-
formación del caso almacenar, la forma en la

que almacenar esta información y cómo inde-
xar el caso en la estructura de memoria para
una posterior recuperación.

3. Descripción de la planta de labo-
ratorio

La planta de laboratorio se diseñó intentan-
do re�ejar características comunes a la mayo-
ría de procesos industriales continuos. La Fi-
gura 2 nos muestra un esquema de la misma.
Está formada por cuatro depósitos {T1 . . . T4},
cinco bombas {P1 . . . P5}, y dos controladores
PI que actúan sobre las bombas {P1, P5} para
mantener el nivel de los depósitos próximos a
su valor de consigna. Para controlar la tempe-
ratura de los depósitos {T2, T3} se han usado
dos resistencias, respectivamente.

En la planta tenemos el siguiente conjunto
de sensores (variables medidas): los niveles de
los depósitos T1 y T4, el valor de la acción de
control de los PI sobre las bombas, el �ujo de
entrada a T1, �ujos de salida de los depósitos
{T2, T3, T4}, y las temperaturas en los depósi-
tos {T2, T3, T4}.

En esta planta se han considerado las si-
guientes familias de fallos para el protocolo
descrito: 5 relacionados con fugas en los de-
pósitos, 5 atasques en tuberías, 3 fallos en las
bombas, y 1 fallo en la resistencia.

4. Estudio experimental

El estudio experimental ha sido realizado con
un conjunto de datos procedentes de la simula-
ción de una planta de laboratorio. Este conjun-
to de datos está formado por varios ejemplos
obtenidos de simulaciones de diferentes tipos
de fallos que pueden aparecer en la planta in-
dustrial previamente descrita. En este aparta-
do vamos a describir estos conjuntos de datos,
las tareas de preprocesado aplicadas y los mé-
todos de evaluación empleados.

4.1. Descripción del conjunto de datos.

4.1.1. Datos sin preprocesado.
Durante la primera fase de desarrollo del pro-
yecto se han usado datos sin preprocesado. Es-
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Figura 2: Esquema de la planta.

te conjunto de datos está formado por series
temporales de datos que describen un fallo de
la planta industrial. Hay catorce tipos de fallo
diferentes y cada uno de ellos viene descrito
por once series de trescientos elementos numé-
ricos asociados a las once medidas de sensores
disponibles. Nosotros hemos utilizado veinte
ejemplos de cada modelo de fallo.

En nuestro sistema CBR, un caso va a estar
compuesto por once series (las cuales van a
describir un fallo) y el tipo de fallo, que será la
solución que nuestro sistema trata de adaptar.

Puesto que la longitud de cada serie es 300,
la descripción de cada caso consiste en 11×300
valores reales. La Figura 3 muestra un caso de
cada modo de fallo.

Con la intención de hacer una mejor clasi�-
cación de fallos, vamos a aplicar algoritmos de
�ltrado y normalización sobre los datos origi-
nales.

Filtrado. Algunos valores de las series nu-
méricas pueden exceder los límites permitidos
de control, volumen, nivel o temperatura (bien
por exceso o por defecto), ésta es la razón por
la que aplicamos un proceso de �ltrado antes
de introducir los datos en la base de casos. Los
valores máximos y mínimos permitidos son los
siguientes:

• control: desde 0 a 1. 0 signi�ca 0% de la
acción de control, 1 signi�ca 100%.

• �ujo: desde 0 l/min hasta 5 l/min.

• nivel: desde 0% hasta 100% del nivel de
cada tanque.

• temperatura: desde 0oC hasta 40oC

Normalización. Con el �n de decrementar
los efectos producidos por la diferencia entre
escalas realizamos un proceso de normaliza-
ción previo a introducir los datos en la base de
casos. Este proceso consiste en aplicar el mé-
todo estadístico para conseguir llevar todos los
datos a una media de 0 y una varianza de 1.

4.1.2. Selección de características.
Además de utilizar los datos en crudo, se consi-
deró como alternativa el aplicar un preproceso
de selección de características. En este traba-
jo las características seleccionadas son de los
siguientes tipos:

• media( Ejemplo, Variable, Inicio, Fin ).

• desviación( Ejemplo, Variable, Inicio, Fin ).

Estas características evalúan una función
(esto es, media o desviación), para una Varia-
ble del Ejemplo, en el intervalo dado por Inicio
y Fin. Si se consideran todos los posibles in-
tervalos, el número de posibles características
es excesivo. La selección de algunas de estas
características se realiza utilizando el método
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Figura 3: Ejemplos de casos. Cada �la muestra un caso de un modo de fallo. Cada columna muestra una
de las variables
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descrito en [14], que se apoya a su vez en el mé-
todo denominado boosting [15]. En esta apli-
cación, el número de características seleccio-
nadas es 100.

Uno de los objetivos que se persigue al se-
leccionar características es la reducción de la
dimensionalidad. En los datos en crudo hay 11
series de 300 valores, mientras que los datos
preprocesados sólo tienen 100 atributos. En
consecuencia, los casos almacenados son mu-
cho más compactos, lo que reduce considera-
blemente el tiempo necesario para encontrar
los casos más similares. Por otro lado, a la ho-
ra de clasi�car un ejemplo es necesario obtener
los valores de las características para ese ejem-
plo.

4.2. Métodos de evaluación

4.2.1. Validación cruzada.
En la validación cruzada K-fold [3] un con-
junto de datos D es dividido aleatoriamen-
te en k subconjuntos mutuamente excluyentes
D1, . . . , Dk de aproximadamente igual tama-
ño. El clasi�cador es entrenado y probado k
veces; cada vez t ∈ 1, 2, . . . , k es entrenado so-
bre Di, i = 1, . . . , k, con i 6= t y probado sobre
Dt. La estimación de la precisión de la vali-
dación cruzada es el número global de clasi�-
caciones correctas dividido por el número de
ejemplos del conjunto de datos.

Nosotros usamos validación cruzada estrati-
�cada para estimar la precisión del método de
clasi�cación. El conjunto de datos fue dividido
en subconjuntos de igual tamaño. La propor-
ción de las clases es igual en cada partición (la
misma que en el conjunto de datos original)
porque este procedimiento proporciona resul-
tados más precisos que una validación cruzada
simple [9]. En nuestros experimentos tenemos
los datos divididos en 10 subconjuntos de igual
tamaño.

5. Resultados

Hemos realizado varios experimentos aplican-
do todas las técnicas descritas de recuperación
y reutilización tanto con datos sin preprocesa-
do como con selección de características.

5.1. Datos sin preprocesado

Hemos aplicado DTW unidimensional con di-
ferentes métricas (lineal, cuadrática y valle),
DTW multidimensional, distancia Euclídea y
distancia de Manhattan. El Cuadro 1 mues-
tra el éxito en la clasi�cación logrado usando
diferente número de vecinos (1, 3 y 5). Los re-
sultados han sido obtenidos usando validación
cruzada estrati�cada con 10 subconjuntos de
igual tamaño provenientes del conjunto de da-
tos sin preprocesado.

La mejor medida de similitud ha resultado
ser DTW unidimensional con métricas Cua-
drática o Valle. Incrementando el número de
vecinos, la tasa de aciertos desciende sistemáti-
camente. Una posible explicación de esta con-
ducta podría ser el hecho que el número de
ejemplos de cada clase, 20, es pequeño consi-
derando el número de clases, 14, y la dimensio-
nalidad de los datos. Planeamos volver a pro-
bar estas hipótesis con un conjunto mayor de
datos.

Como era de esperar, los resultados obte-
nidos usando DTW (unidimensional o mul-
tidimensional) son mejores que los obtenidos
usando las distancias Euclídea o de Manhat-
tan. DTW es una medida de disimilitud mucho
más robusta para series temporales, permitien-
do que formas similares coincidan incluso si se
encuentran desfasadas en su eje temporal [8].
La distancia Euclídea se ve mucho más afecta-
da por pequeños cambios en el eje temporal.
No obstante, los resultados para distancia Eu-
clídea y de Manhattan están bastante próxi-
mos a los resultados de las distintas variantes
de DTW.

5.2. Selección de características.

En este apartado vamos a mostrar los resulta-
dos obtenidos, usando validación cruzada es-
trati�cada, al aplicar el método de selección
de características. El Cuadro 2 muestra el éxi-
to en la clasi�cación logrado usando las dis-
tancias Euclídea y de Manhattan, ambas con
diferente número de vecinos (1, 3 y 5).

Como podemos observar, los resultados son
mejores usando selección de características que
usando datos sin preprocesado. La mejor tasa
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Cuadro 1: Tasas de acierto obtenidas al utilizar DTW unidimensional, DTW multidimensional,
distancia Euclídea y Manhattan sobre los datos en crudo.
Número de 1-D DTW M-D Distancia Distancia
vecinos Lineal Cuadrática Valle DTW Euclídea Manhattan

1 89.2% 91.4% 91.4% 90.4% 89.3% 88.2%
3 86.4% 88.6% 88.6% 87.1% 86.4% 85.4%
5 85.4% 85.0% 85.0% 85.4% 85.7% 84.6%

Cuadro 2: Tasas de acierto obtenidas al utilizar
selección de características con las distancias
Euclídea y Manhattan.
Número de Distancia Distancia de
vecinos Euclídea Manhattan

1 91.8% 96.1%
3 87.1% 93.6%
5 86.8% 91.1%

de acierto obtenida con los datos sin preproce-
sado es del 91.4% mientras que la mejor usan-
do selección de características es del 96.1%.
Por lo tanto, el error ha sido reducido a me-
nos de la mitad. Al igual que ocurría al usar
datos sin preprocesado, incrementar el número
de vecinos decrementa el acierto.

6. Conclusiones y trabajo futuro

Se ha desarrollado un sistema CBR para la
identi�cación de modelos de fallos en proce-
sos continuos. El sistema usa el algoritmo de
los K-vecinos para la recuperación de casos.
Puede ser usado con distintas métricas, tales
como la distancia de Manhattan, la distancia
Euclídea y DTW tanto unidimensional como
multidimensional.

El sistema permite usar una representación
compacta de los casos, donde cada uno viene
de�nido por los valores de varias característi-
cas. Cada característica evalúa una función en
un intervalo dado. En este trabajo las funcio-
nes consideradas son la media y la desviación.

El sistema ha sido validado usando un con-
junto de datos obtenido de las simulaciones de
modelos de fallo en una planta de laboratorio.
Se ha comparado la precisión de los clasi�cado-

res usando las distintas métricas con los datos
sin preprocesado y usando selección de carac-
terísticas. Al usar los datos sin preprocesado,
considerando que son series temporales, DTW
obtiene mejores resultados que las distancias
que no son especí�cas para este tipo de datos.

Los resultados experimentales demuestran
la validez del método de selección de carac-
terísticas propuesto. La precisión ha sido in-
crementada desde 91.4% hasta 96.1%. Otro
asunto es el tiempo de ejecución. Primero, las
características deben ser seleccionadas, aun-
que este proceso puede realizarse fuera de lí-
nea. Para clasi�car un nuevo caso, deben eva-
luarse las características. El tiempo de este
proceso es lineal con el número de característi-
cas (100 para el ejemplo actual) y la longitud
de las series. Sin embargo, ahora cada caso es
mucho más compacto, así que el tiempo nece-
sario para encontrar los vecinos más próximos
se ve signi�cativamente reducido.

La validación del método de selección de
características ha sido considerado desde un
punto de vista de aprendizaje automático: to-
dos los datos de entrenamiento están disponi-
bles, así que las características son selecciona-
das usando todos los datos de entrenamiento.
Sin embargo, en un sistema CBR nuevos casos
son incorporados al sistema en cualquier mo-
mento. Estos nuevos casos serán representados
mediante un conjunto de características que
han sido seleccionadas sin tenerles en cuenta.
Esto podría causar una degradación del rendi-
miento del sistema. Por lo tanto, pensamos que
sería interesante probar el sistema bajo estas
condiciones.

Además, nuestra intención es proseguir con
la validación de esta aproximación sobre un
conjunto experimental mayor.
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