
En oposición a los datos transeccionales, los datos longitudina-
les son observaciones registradas en los mismos individuos a tra-
vés del tiempo. Así, los diseños longitudinales de medidas repeti-
das constan de uno o más grupos de sujetos medido(s) en una o
más variables a lo largo de dos o más puntos temporales. A dife-
rencia de lo que ocurre en el contexto experimental, donde las me-
didas repetidas corresponden a los tratamientos, en las situaciones
no-experimentales tales medidas representan las ocasiones tempo-
rales en las que se realizan las mediciones. Las curvas de creci-
miento constituyen un ejemplo típico de este tipo de datos. En
ellas, el investigador registra una serie de medidas en sucesivos in-
tervalos temporales de amplitud constante, en una o más muestras
de sujetos, con el fin de examinar el proceso de desarrollo de cada
individuo y las posibles diferencias existentes en dicho proceso
entre distintas muestras de individuos.

Desde una perspectiva clásica, los datos longitudinales han sido
analizados mediante el modelo del análisis de la variancia univa-
riado (A N O VA) o multivariado (M A N O VA) de medidas repetidas.

Sin embargo, recientemente, han emergido una serie de modelos de
análisis que superan, en múltiples aspectos, a los modelos clásicos.
Todos ellos se subsumen bajo un modelo más amplio, conocido co-
mo modelo general lineal mixto. En el presente trabajo, exponemos
los principales modelos de análisis que se han utilizado tradicio-
nalmente para examinar los datos de diseños longitudinales y abor-
damos los modelos que, a nuestro juicio, están adquiriendo gran re-
levancia y se perfilan como pilares básicos de la investigación lon-
gitudinal en el futuro. Así, comenzamos describiendo las caracte-
rísticas y los supuestos esenciales de los modelos A N O VA y M A -
N O VA clásicos, para proseguir con el modelo M A N O VA g e n e r a l i-
zado, y finalizamos analizando distintos modelos multinivel o je-
rárquicos y su relación con el modelo general lineal mixto. De es-
ta forma, pretendemos poner de manifiesto la evolución que se ha
producido en las estrategias de análisis asociadas a los datos longi-
tudinales y las importantes posibilidades que brindan los nuevos
modelos de análisis para realizar investigaciones de carácter apli-
cado en el ámbito de las ciencias sociales y del comportamiento.

Modelos de análisis clásicos en el ámbito del diseño longitudinal

Análisis univariado de la variancia (ANOVA)

En el análisis univariado de la variancia, las medidas repetidas
se analizan siguiendo el enfoque del diseño multimuestra de me-
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didas repetidas, conocido también como modelo mixto (Lindquist,
1953). En dicho modelo, los sujetos son considerados como un
factor aleatorio y las ocasiones y los grupos como factores fijos.
Básicamente, esta estrategia estima las medias de las observacio-
nes de los sujetos y las compara a través de los distintos grupos, o
a lo sumo, examina si se ajustan a polinomios conocidos. De esta
forma, constituye un procedimiento adecuado cuando el interés
del investigador radica en analizar el efecto global que ejerce el
tiempo o determinadas variables de crecimiento, tales como la
edad, sobre el desarrollo y su posible interacción con factores en-
tre-grupos (o entre-sujetos).

La aplicación del ANOVA a esta clase de datos requiere el cum-
plimiento de una serie de supuestos (Boik, 1981; Huynh, 1978).
En primer lugar, las observaciones de los diferentes sujetos han de
ser independientes entre sí. En segundo lugar, en cada grupo, las
puntuaciones de las diferentes ocasiones o variables han de seguir
una distribución normal multivariante. En tercer lugar, las matri-
ces de variancia-covariancia de las medidas de cada grupo han de
ser iguales entre sí (supuesto de homogeneidad). Por último, la
matriz de variancia-covariancia intragrupo ha de satisfacer el su-
puesto de esfericidad, es decir, las variancias de las diferencias en-
tre los distintos pares de medidas repetidas deben ser homogéneas
(Huynh y Feldt, 1970; Rouanet y LePine, 1970). La ausencia de
homogeneidad de las matrices de variancia-covariancia intragrupo
puede incrementar la distancia entre el nivel de significación real
y el nominal, afectando a la potencia de la prueba estadística. De
la misma forma, el incumplimiento del supuesto de esfericidad lle-
va a un sesgo positivo en el estadístico F (Box, 1954). En tal caso,
para que la prueba estadística sea válida, debe utilizarse algún pro-
cedimiento que permita ajustar los grados de libertad de la F. Así,
cabe realizar el ajuste a partir del límite inferior de e o mediante el
factor de corrección de Greenhouse y Geisser (1959) o la versión
adaptada de Huyhn y Feldt (1976). A su vez, el procedimiento de
aproximación general mejorada (IGA) de Huynh (1978), la prue-
ba de Welch-James propuesta por Johansen (1980), la aproxima-
ción multivariante o el enfoque del modelo mixto también permi-
ten corregir el sesgo derivado de la violación del supuesto de es-
fericidad (las principales alternativas de análisis ante el incumpli-
miento de este supuesto pueden consultarse en Keselman, Algina
y Kowalchuk, 2001, 2002, y en Keselman, Algina, Kowalchuk y
Wolfinger, 1999).

Análisis multivariante de la variancia (MANOVA)

El análisis multivariante de la variancia, aplicado a datos lon-
gitudinales, asume que las medidas son múltiples variables depen-
dientes que están correlacionadas en los mismos sujetos. Como
señaló Finn (1969), cuando se dispone de medidas repetidas, el
MANOVA constituye una buena alternativa al análisis univariado.
Normalmente, los modelos multivariados se centran en el compo-
nente entre-grupos (o entre-sujetos) del análisis, tratando de expli-
car la variancia total de las variables dependientes en función de
las diferencias existentes entre los miembros de los distintos gru-
pos. Las pruebas de significación se llevan a cabo transformando
las variables originales en contrastes de interés. Mediante esta
transformación de las medidas repetidas es posible verificar si se
produce algún tipo de cambio lineal, cuadrático, cúbico o de otro
orden en función del tiempo pero, como destacan Wu, Clopper y
Wooldridge (1999), el factor intrasujeto, en sí mismo, es elimina-
do del análisis.

Los modelos M A N O VA enfatizan la parte fija del modelo. Se es-
tima un modelo que explica la estructura de las medias, conside-
rando las covariancias intra-grupo/sujeto como errores aleatorios,
es decir, como la parte de la variancia de las variables dependien-
tes que no puede ser explicada por la pertenencia a un determinado
grupo. En su aplicación a las medidas repetidas, la parte fija del
modelo es expandida. A fin de ajustar curvas de crecimiento poli-
nómicas de un determinado grado, el conjunto de variables expli-
cativas, entre las que la primera solo representa la pertenencia a un
grupo concreto, se amplía con variables intra-sujeto que correspon-
den a los diferentes puntos temporales, tales como la edad.

El MANOVA se define, en notación matricial, por la expresión

Y= XB + E (1)

En la ecuación (1), Y es la matriz (n x p) de observaciones (n
observaciones y p medidas repetidas por sujeto a intervalos tem-
porales fijos), X es la matriz (n x k) del diseño, la cual toma los va-
lores 1 y 0 para representar la pertenencia o no pertenencia del su-
jeto a un determinado grupo, B es la matriz (k x p) de parámetros
y E es la matriz (n x p) que incluye las fuentes de variación alea-
torias. El modelo de la ecuación (1) asume que los errores de la i-
ésima fila de E siguen una distribución normal multivariada, Np(0,
Σp). Para su correcta aplicación, el MANOVA requiere que las res-
puestas de los sujetos sean independientes entre sí, que la distri-
bución de las múltiples variables dependientes sea normal multi-
variada, y que el conjunto de datos sea completo, a saber, sin va-
lores ausentes (Stevens, 1966).

El modelo de respuesta media o valor esperado de los valores
observados viene dado por

E (Y)= XB (2)

A fin de comprobar si las medias de p ocasiones son iguales en-
tre sí, el enfoque multivariado utiliza una prueba derivada del es-
tadístico T2 de Hotelling (1951). Mediante el estadístico T2 se po-
ne a prueba la siguiente hipótesis de nulidad:

H0: µ1 = … = µp (3)

Que es equivalente a:

H0: µ1-µ2 = …= µp-1- µp (4)

El cálculo del estadístico multivariante, T2, se obtiene  del
vec tor de medias de dife rencias, Yd, y de la matriz de variancias
y covariancias de las diferencias entre las puntuaciones, Sd. De
forma que ,

T2= nYd
’ Sd

-1 Yd (5)

El valor de T2 puede transformarse en la distribución conocida
F, con (n-1) y (n-1) (p-1) grados de libertad.

Es importante señalar que el MANOVA clásico define la estruc-
tura entre-sujetos de los valores esperados de las observaciones sin
tomar en consideración las relaciones entre las variables o medi-
das repetidas. Sin embargo, desde la perspectiva longitudinal, el
principal interés radica en modelar los perfiles de las respuestas
medias, es decir, en obtener información sobre el efecto del tiem-
po. Mediante el modelo de análisis de la variancia multivariante
generalizado es posible obtener ese tipo de información.
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Análisis multivariante de la variancia generalizado (GMANOVA)

Para modelar los perfiles de las respuestas medias, en el mode-
lo MANOVA, es necesario aplicar restricciones a las observaciones
en función de los intervalos temporales. Una forma simple de con-
seguir este objetivo consiste en asumir que la matriz de parámetros
(matriz B) de la ecuación que representa el modelo de respuesta
media (ecuación 2), se deriva del modelo

B= HT (6)

De esta forma, el nuevo modelo multivariante de la variancia se
expresa, en notación matricial, por 

Y= XHT + E (7)

donde X representa, como en el M A N O VA clásico, la matriz (n x k)
del diseño, H es la matriz (k x q) de parámetros y T corresponde a
la matriz (q x p) que describe el perfil de los valores esperados de
cada sujeto, es decir, el patrón de cambio de las observaciones a lo
l a rgo del tiempo. Esta matriz se denomina matriz intra-individuos
o intra-grupos. La ecuación (7) representa el modelo G M A N O VA o
modelo de curva de crecimiento. Este modelo, propuesto por Pott-
h o ff y Roy (1964), surgió del intento de integrar los métodos alter-
nativos al A N O VA mixto, es decir, los modelos M A N O VA c l á s i c o s ,
dentro de un modelo más amplio: el modelo lineal general multi-
variado, el cual constituye una buena alternativa al modelo lineal
clásico. A diferencia del M A N O VA clásico, el G M A N O VA i n c l u y e
el ajuste polinómico de la curva como función del tiempo, permi-
tiendo describir los perfiles con coeficientes aleatorios y generar la
estructura de correlación entre las observaciones repetidas.

El valor esperado de los valores observados (matriz de obser-
vaciones) viene dado por

E (Y)= XHT (8)

donde los elementos de H son los coeficientes polinómicos que re-
presentan el efecto del tiempo. La matriz T, con estructura Van-
dermonde, define el modelo de cambio que se postula en el dise-
ño longitudinal. Con ello, se constata que el MANOVA es una ge-
neralización de los principios del ANOVA (Bartlett, 1947; Tukey,
1949). El modelo de curva de crecimiento resulta muy útil en el
ámbito longitudinal, dado que trata de explicar la variación in-
traindividual en función del desarrollo natural o proceso de madu-
ración. Además, permite trabajar con datos correlacionados y, en
algunos casos, brinda la posibilidad de modelar estructuras de da-
tos de ocasiones de medida fijas no balanceadas (Jennrich y Sch-
luchter, 1986).

Los modelos multinivel: una apuesta de futuro

Los modelos multinivel (Goldstein, 1995; Hox, 1996, 2002;
Plewis y Hurry, 1998; Snijders y Bosker, 1999), conocidos tam-
bién, en la literatura estadística, como modelos lineales jerárqui-
cos (Bryk y Raudenbush, 1992; Raudenbush y Bryk, 2002), mo-
delos de efectos o coeficientes aleatorios (De Leeuw y Kreft,
1986; Longford, 1993) o modelos de componentes de la variancia
(Longford, 1989), son una extensión de los modelos de efectos
mixtos descritos por Rao (1965) para las curvas de crecimiento y
por Laird y Ware (1982) para el análisis de datos longitudinales.

Timm y Mieczkowski (1997) señalan que el crecimiento puede
representarse mediante un modelo lineal jerárquico de dos estadí-
os, donde los parámetros poblacionales, los efectos individuales y
la variación intra-sujeto se definen en el primer estadío y la varia-
ción entre-sujetos es modelada en el segundo estadío. En el mode-
lo multinivel de dos estadíos para datos de medidas repetidas, se
considera que tales datos configuran una estructura jerárquica a dos
niveles: las observaciones son las unidades del primer nivel y los
sujetos son las unidades del segundo nivel (Cnaan, Laird y Slasor,
1997; Van der Leeden, Vr i j b u rg y De Leeuw, 1996). Se parte del
supuesto de que la distribución de probabilidad de las medidas re-
petidas tiene la misma forma para cada sujeto, de modo que los pa-
rámetros de esta distribución varían a través de los sujetos. En el
primer estadío se define una regresión lineal para las observaciones
registradas en cada individuo. En el segundo estadío, los coeficien-
tes de regresión o los parámetros de las curvas de crecimiento in-
dividuales modelados en el primer estadío son considerados como
variables dependientes aleatorias. El propósito del segundo estadío
radica en analizar la distribución de estos parámetros o efectos ale-
atorios en la población. A diferencia de los modelos A N O VA y M A -
N O VA clásicos, el modelo multinivel para medidas repetidas no en-
fatiza la variación entre-sujetos, sino que persigue, como principal
objetivo, modelar las curvas de crecimiento individuales y analizar,
posteriormente, las posibles diferencias entre los individuos en los
parámetros que describen los patrones de crecimiento. De esta for-
ma, permite definir y examinar la variación intra y entre-sujetos.
De hecho, aunque el predictor de regresión lineal para la respuesta
media no presente ninguna peculiaridad, existen dos tipos de tér-
minos de error: los errores intra-sujeto y los errores entre-sujetos.
Todas las observaciones del mismo sujeto tienen el mismo error en-
tre-sujetos, pero los errores intra-sujeto difieren y pueden estar co-
rrelacionados. En relación con este hecho, otra diferencia relevan-
te que presenta el modelo de dos estadíos respecto al modelo mul-
tivariado general es que requiere definir un patrón específico para
la matriz de covariancia de las observaciones.

Es importante señalar que el modelo general lineal mixto cons-
tituye la integración de las dos ecuaciones correspondientes a las
dos etapas del modelo de dos estadíos. Además, como veremos
posteriormente, una extensión directa del modelo jerárquico de dos
estadíos es su aplicación a datos longitudinales y de curvas de cre-
cimiento. No obstante, antes de abordar el modelo general lineal
mixto y el modelo multinivel para datos longitudinales, describire-
mos el modelo general de dos estadíos partiendo de una situación
de naturaleza jerárquica en la que no se toman medidas repetidas.

Modelo multinivel de dos estadíos

Este modelo puede conceptualizarse como un sistema jerárqui-
co de ecuaciones de regresión. Cuando los datos son de naturale-
za jerárquica, el modelo de regresión clásico induce a estimacio-
nes sesgadas de los errores estándar e incrementa la probabilidad
de cometer un error de Tipo I (Goldstein, 1995). A diferencia de la
regresión clásica, la regresión multinivel asume, de forma más re-
alista, que los coeficientes de regresión son estocásticos (es decir,
aleatorios). Como señalan Cnaan, Laird y Slasor (1997), es un mo-
delo muy flexible que permite examinar la variación que se pro-
duce a nivel individual (micro) y a nivel grupal (macro), y en el
que las diferencias inter-grupos no se conciben como una mera di-
ferencia entre las medias grupales, sino que se modelan como dis-
tribuciones distintas dentro de cada grupo.
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A fin de ilustrar el modelo, describimos en primer lugar su es-
tructura fuera del contexto longitudinal y dejamos, para más ade-
lante, su estudio dentro del marco de datos de medidas repetidas.
Supongamos que tenemos N individuos (nivel-1) anidados en J
grupos (nivel-2). En un primer estadío (nivel-1 o modelo intra-
grupo) se define una ecuación de regresión para cada grupo, sien-
do las unidades de este nivel los individuos. Si el modelo consta
de una variable dependiente continua y, y de una única variable
predictora o covariable del nivel-1, X, también de naturaleza con-
tinua, la ecuación del nivel-1 se expresa por

yij= β0j + β1j X ij + eij eij ≅ N (0, σe
2) (9)

donde yij es la variable de respuesta del i-ésimo sujeto (nivel-1)
dentro del j-ésimo grupo (nivel-2), β0j es el intercepto del j-ésimo
grupo del nivel-2, β1j es el coeficiente de regresión asociado a la
variable predictora Xij del modelo a nivel-1 (por ejemplo, la edad
de los sujetos), y eij es el error aleatorio asociado al i-ésimo suje-
to. Se asume que los errores al nivel individual, en cada grupo, son
independientes y tienen una distribución normal con media cero y
variancia constante.

En notación matricial, el modelo del primer estadío adopta la
siguiente expresión:

yj = X j βj + ej (10)

donde ej es un vector de errores aleatorios y se distribuye como N
(0, R). Así, para cada grupo, existe un modelo a nivel-1 (intra-gru-
po) de la regresión con las mismas variables predictoras, pero con
distintos coeficientes β0j y β1j.

En el segundo nivel (modelo entre-grupos), los coeficientes de
regresión de los grupos actúan de variables dependientes que han
de ser explicadas por variables predictoras del nivel-2. En el caso
de tener una sola variable predictora Z (por ejemplo, un determi-
nado tratamiento terapéutico), las ecuaciones del nivel-2 se expre-
san como sigue,

β0j = γ00 + γ01Zj + u0j u0j ≅ N (0, τ 00) (11)
β1j = γ10 + γ11Zj + u1j u1j ≅ N (0, τ 11) (12)

Cov (u0j, u1j) = τ10

donde β0j y β1j son los parámetros para el intercepto y la pendien-
te del j-ésimo grupo (nivel-2), que actúan de variables dependien-
tes en las ecuaciones (11) y (12). A su vez, γ00 y γ10 son las co-
rrespondientes medias poblacionales de estos parámetros, y γ01 y
γ11 los correspondientes coeficientes de regresión sobre la variable
predictora Z asociados, también, a estos parámetros. Por último,
u0j y u1j son las desviaciones aleatorias, tanto respecto del inter-
cepto como de la pendiente de la parte fija, en una y otra ecuación
del nivel-2. Se asume que ambos errores tienen una distribución
normal con media cero y variancias τ00 y τ 11.

En notación matricial, el modelo del segundo estadío viene da-
do por la expresión: 

βj = Zj γ + uj (13)

donde βj es el vector de coeficientes de la regresión, Zj es la ma-
triz del diseño con coeficientes fijos conocidos, γ es el vector de
parámetros fijos y uj es el vector de componentes de error aleato-
rios, con media cero y variancia G.

Los modelos del nivel-1 (intra-grupo) y del nivel-2 (entre-gru-
pos), que acabamos de describir, adquieren mayor sentido cuando
se integran en un solo modelo. De hecho, el análisis multinivel
combina ambos modelos en un modelo más general conocido co-
mo modelo general lineal mixto (Harville, 1977). Cabe señalar
que el trabajo de Kreft, De Leeuw y Van der Leeden (1994) des-
cribe exhaustivamente los principales paquetes estadísticos que
permiten llevar a cabo análisis multinivel, a excepción del SAS,
cuya exposición puede consultarse, entre otros, en el artículo de
Singer (1998).

Modelo general lineal mixto

Sustituyendo las ecuaciones (11) y (12) en la ecuación (9) ob-
tenemos el modelo siguiente:

yij = γ00 + γ01Zj + γ10Xij + γ11Zj X ij + u0j + u1j X ij + eij (14)

En el modelo de regresión multinivel representado en la ecua-
ción (14), que constituye un caso particular del modelo general li-
neal mixto, cabe distinguir dos partes: una parte fija que no varía
a través de los grupos y una parte aleatoria susceptible de variar de
grupo a grupo. La parte fija está formada por los coeficientes de
regresión γ y por sus variables asociadas: [γ00 + γ01Zj + γ10Xij +
γ11ZjXij]. La parte aleatoria está compuesta por los términos de
error del nivel 1 y del nivel 2: [u0j + u1jX ij + eij]. Dentro de este
contexto, los coeficientes γ se conocen por efectos fijos y los pa-
rámetros aleatorios incluyen los componentes de variancia/cova-
riancia de los términos de error de ambos niveles. Así, se tiene, la
variancia del intercepto β0j (τ00) y de la pendiente β1j (τ11) no ex-
plicadas por Xij y Zj, la covariancia entre el intercepto y la pen-
diente tras tener en cuenta los efectos de Xij y Zj (τ01) y la varian-
cia residual del nivel individual (σe

2). Cabe señalar que el término
de interacción γ11ZjXij se conoce como interacción transnivel, de-
bido a que incluye variables predictoras de distintos niveles.

En notación matricial, la ecuación (14) se expresa mediante los
siguientes términos:

Yij= X ij Zjγ + X ij uij + eij (15)

Si partimos del modelo completo expresado en notación matri-
cial, ecuación (15), la parte fija, XijZjγ, define los valores espera-
dos de las observaciones, mientras que la parte aleatoria, Xijuij +
eij, establece la estructura de covariancia de los datos, asumiéndo-
se que los elementos de eij y de uij tienen distribuciones indepen-
dientes entre sí. De este modo, el modelo de respuesta media de
los valores observados (matriz de observaciones) es:

E (Y)= XH (16)

y las covariancias entre los elementos de yij no explicadas por la
parte fija del modelo (matriz de variancia de la parte aleatoria) se
expresan por

Var (Y)= ZGZ’ + R = ZGZ’ + N2I (17)

En su formulación final, el modelo general lineal mixto adopta
la siguiente expresión:

Yj= X jγ + Zj uj + ej (18)
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donde Y j es el vector de respuestas para la j-ésima unidad o gru-
po, X j y Zj son las matrices del diseño conocidas. La matriz Zj

puede constar de variable continuas o de variables dummy, como
las que incluye Xj, γ es el vector de parámetros de efectos fijos, uj
es el vector de parámetros de efectos aleatorios, con distribución
N (0, G), y ej es un vector de errores residuales con distribución N
(0, R). El modelo de la ecuación (18) se denomina, con frecuen-
cia, modelo lineal jerárquico o modelo lineal mixto anidado
(Goldstein, 1986; Longford, 1987). El nombre de modelo mixto se
debe a que incluye parámetros de efectos fijos (los elementos de γ)
y parámetros de efectos aleatorios o componentes de variancia
(σe

2 al nivel 1 y los elementos de G al nivel 2). Es importante se-
ñalar que la variancia de Y (ecuación 17) se define especificando
la matriz del diseño de efectos aleatorios, Z, y las estructuras de
covariancia para las matrices G y R.

Llegados a este punto, cabe destacar que los coeficientes βj in-
tragrupo, o coeficientes de regresión aleatorios, no forman parte de
este modelo combinado. Así, en lugar de estimar una gran canti-
dad de parámetros β, se asume que éstos siguen una distribución
normal en todos los grupos y se estiman los parámetros de dicha
distribución: γ y G. Ello convierte al modelo general lineal mixto
en un modelo que aporta mayor cantidad de información que los
modelos clásicos basados en el análisis de todo el conjunto de da-
tos ignorando los grupos, y mucho más parsimonioso que los mo-
delos que realizan análisis aislados para cada grupo, como pueden
ser los modelos de coeficientes variables.

Para finalizar con la descripción del modelo general lineal mix-
to, y antes de abordar los modelos multinivel para datos longitudi-
nales, citaremos las principales asunciones de este modelo cuando
se dispone de datos continuos que siguen una distribución normal
(Bryk y Raudenbush, 1992). Así, para el nivel-1, se asume que los
términos aleatorios eij son independientes y siguen una distribu-
ción normal con media cero y variancia constante σe

2. Al nivel-2,
se asume que los parámetros β0j y β1j tienen una distribución nor-
mal multivariada con medias γ00 y γ10 y variancias τ00 y τ11, res-
pectivamente. A su vez, se parte del supuesto de que los errores
del nivel-1 y del nivel-2 no están correlacionados. Por último, se
presupone que las variables predictoras de cada nivel son inde-
pendientes de los errores de ese mismo nivel. 

Modelo multinivel para datos longitudinales

Como se ha señalado anteriormente, los datos longitudinales o
de curvas de crecimiento pueden representarse mediante una es-
tructura jerárquica de dos niveles, en la que las observaciones di-
rectas o medidas repetidas (nivel-1) se hallan anidadas en los su-
jetos (nivel-2) (Bock, 1989; Bryk y Raudenbush, 1987, 1992;
Goldstein, 1989, 1995; Raudenbush, 1989). Por otra parte, dado
que las curvas de crecimiento representan un proceso de desarro-
llo que se produce en función del tiempo, una forma adecuada de
modelarlas radica en describir los valores esperados de las obser-
vaciones como funciones polinómicas del tiempo (Van der Lee-
den, 1998a).

Como destacan Wu, Clopper y Wooldridge (1999), el modelo
lineal jerárquico enfoca el análisis de los datos longitudinales de
forma totalmente distinta a los métodos tradicionales. Así, en un
primer nivel (modelo intra-sujeto) se modelan los patrones de cre-
cimiento de cada individuo en función de un único conjunto de pa-
rámetros. Habitualmente, la variable de respuesta se modela en
función de la edad y de un componente de error residual intra-su-

jeto. El modelado puede seguir una función polinómica de orden
p, expresada mediante la siguiente ecuación:

yti= β0i + β1i Tti + β2i Tti
2 +…+ βpi Tti

p + eti (19)

donde yti representa la medida de la variable dependiente para el
sujeto i en la ocasión t. Los βpi’s son los coeficientes de una fun-
ción polinómica de grado p y los eti’s son los errores aleatorios. Se
asume que los residuales eti tienen una distribución normal e inde-
pendiente con media cero y variancia constante. Las Tti’s son los
vectores polinómicos o variables explicativas, como por ejemplo
la edad. Nótese que los parámetros βpi y la variancia residual Ne

2

son específicos de la persona i. Por lo tanto, con el modelo del ni-
vel-1, se describen las medidas repetidas de un proceso de creci-
miento o de desarrollo en términos, por ejemplo, de la variable
edad como una función polinómica de un determinado grado. 

A un segundo nivel (modelo entre-sujetos), se asume que los
parámetros del proceso de crecimiento varían aleatoriamente entre
los individuos. Estos parámetros son considerados como variables
dependientes aleatorias que pueden variar dependiendo de carac-
terísticas del nivel-2 o de los sujetos. En este nivel, los parámetros
de crecimiento se modelan en función de los promedios poblacio-
nales (parámetros poblacionales) y de las desviaciones que pre-
sentan los sujetos respecto de dichos promedios (residuales). La
complejidad de este modelo aumenta cuando se incluyen covaria-
bles con el fin de explicar la variación observada entre los sujetos
en los parámetros de crecimiento. El correspondiente modelo del
nivel-2 para datos de crecimiento es dado por             

βpi = Ziγp + upi (20)

donde Zi es una matriz que contiene las variables entre sujetos.
Cuando sólo se modela la variación aleatoria de los parámetros in-
dividuales de crecimiento, Zi toma la forma de una matriz identi-
dad. Por último, γp representa el efecto de Zp en el parámetro de
crecimiento p y upi es un vector de errores aleatorios.

En notación matricial, el modelo completo a dos niveles para
datos de crecimiento es:

yi = Ti βi + ei (21)
βi = Ziγ + ui (22)

En la ecuación (21) o modelo intra-sujeto, yi es el vector de res-
puestas (t x 1) que contiene las medidas repetidas para el sujeto i,
Ti es una matriz (t x p) de variables conocidas (por ejemplo edad
en años, número de meses, etc.) y de las transformaciones (cua-
drática, cúbica, etc.) de tales variables, βi es un vector (p x 1) de
parámetros individuales que especifican la forma de la curva de
crecimiento para el sujeto i, y ei es un vector (t x 1) de errores ale-
atorios con distribución normal multivariada y una determinada
matriz de covariancia. El modelo entre-sujetos, la ecuación (22),
tiene también una formulación general (véase la ecuación 13),
aunque su interpretación es diferente. De acuerdo con este mode-
lo, Zi es una matriz del diseño entre-sujetos (p x q) con elementos
conocidos y fijos, γ es un vector de coeficientes fijos (q x 1) y ui

es un vector de errores aleatorios (p x 1). Sustituyendo la ecuación
(22) en la (21), se deriva el modelo mixto completo para el diseño
de medidas repetidas y viene dado por

Y i= TZiγ + Tui + ei (23)
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Se asume que los elementos de ei tienen una distribución in-
dependiente y normal con variancia constante, e i ≅ N (0, σe

2I) ,
que los términos aleatorios del nivel-2, en ui, siguen una distri-
bución normal, ui ≅ N (0, G)  y que los términos de error del ni-
ve l-1 (ei) se distribuyen independientemente de los del nivel-2
(ui). En el modelo completo, el término [T Ziγ]  constituye la par-
te  fija, mientras que el término [Tui + ei ] constituye la parte ale-
atoria. Los efec tos fijos definen los valores esperados de  las ob-
servac iones y los efectos aleator ios son variancias y covar ian-
cias. La covarianc ia entre los elementos de Y i o los datos longi-
tudinales consta de la parte entre-sujetos e intra-suje to, de for-
ma que

Var (Yi) = Var (Tui + ei) = TGT’ + σe
2I (24)

Cabe señalar que los supuestos relativos a los errores, espe-
cialmente al término ei, llevan a estructuras de covariancia muy
simples al nivel individual del modelo (errores constantes y no
correlacionados a través de los puntos temporales). No obstante,
cuando se dispone de muchos puntos temporales por sujeto, los
residuales presentan, frecuentemente, algún patrón de autocorre-
lación serial. Los modelos multinivel br indan la posibilidad de se-
leccionar una matriz de covariancia que represente adecuadamen-
te la dependencia entre las observac iones. Así, el modelado de la
estructura de covariancia intra-sujeto adquiere una relevancia
esencial, dado que  la precisión en la estimación de los parámetros
de regresión depende, en gran medida, de la adecuada elección de
dicha  estructura (Littell, Pendergast y Natarajan, 2000; Park y
Lee, 2002).

Discusión

En el presente artículo se han examinado los principales mode-
los de análisis aplicados a datos longitudinales y de curvas de cre-
cimiento, partiendo desde un enfoque clásico hasta llegar a los
modelos lineales jerárquicos longitudinales. Se han abordado las
características y los supuestos esenciales de cada modelo, tratando
de poner de manifiesto las razones por las que han ido emergien-
do los sucesivos modelos y de establecer las principales similitu-
des y diferencias existentes entre ellos. Dado que se han abordado
los modelos con una variable dependiente continua, remitimos al
lector interesado en la versión logística del modelo multinivel pa-
ra variables dependientes categóricas a la excelente obra de Dig-
gle, Liang y Zeger (1998).

A modo de conclusión, proporcionamos una serie de pautas
que pueden resultar útiles para decantarse por uno u otro modelo,
partiendo del análisis de las principales ventajas y limitaciones
que presentan los modelos de más reciente aparición en psicolo-
gía, es decir, los modelos multinivel, respecto a los modelos MA -
NOVA clásicos de medidas repetidas. Para ello, tomamos como re-
ferencia básica los trabajos de Bryk y Raudenbush (1992) y de Van
der Leeden (1998b).

La primera ventaja que presentan los modelos multinivel res-
pecto a los MANOVA es que toman en consideración dos impor-
tantes características del crecimiento: a) que las respuestas de un
mismo sujeto en diferentes ocasiones están correlacionadas entre
sí, y b) que las covariancias entre las observaciones, es decir, las
variaciones entre-sujetos, son función del tiempo o de la edad. Las
covariancias entre las observaciones dependen tanto del modelo
intra-sujeto como de las covariancias entre los parámetros del mo-

delo entre-sujetos. A diferencia del MANOVA de medidas repeti-
das, el modelo lineal jerárquico permite especificar distintas es-
tructuras de covariancia para modelar los términos de error eti en
el modelo intra-sujeto y proporciona métodos para examinar los
posibles determinantes de dichas estructuras.

En segundo lugar, el modelo multinivel longitudinal tiene en
cuenta explícitamente la trayectoria de crecimiento individual en
el modelo intra-sujeto. Por el contrario, en los MANOVA de medi-
das repetidas, la variación individual no se modela directamente,
sino que se refleja únicamente en la interacción entre las medidas
repetidas y los sujetos.

En tercer lugar, el modelo jerárquico es más flexible que el
MANOVA de medidas repetidas respecto a los requisitos que deben
cumplir los datos (ser balanceados) y a los supuestos del modelo
(por ejemplo, en cuanto a la matriz de covariancia intra-sujeto),
debido a que se considera que las medidas repetidas están anida-
das dentro del sujeto y no constituyen, como en el MANOVA, un
conjunto fijo para todos los sujetos. Así, en el modelo multinivel,
es posible formular diversas curvas de crecimiento así como in-
corporar covariables que varían a través del tiempo en el modelo
intra-sujeto. Los efectos de tales covariables pueden ser fijos, de
variación no-aleatoria o aleatorios. De la misma forma, la variable
tiempo o edad no tiene por qué incluir una serie de puntos fijos, si-
no que puede ser continua. Por otra parte, los modelos multinivel
tienen capacidad para modelar estructuras de datos de ocasiones
de medida fijas no balanceadas, a saber, estructuras en las que tan-
to la cantidad de observaciones por sujeto como la amplitud de los
intervalos temporales pueden ser variables y en las que algunos (o
todos) los sujetos presentan valores perdidos. Hemos de señalar
que este tipo de estructuras también pueden modelarse mediante
algunos modelos MANOVA de medidas repetidas generalizados ta-
les, como por ejemplo, el propuesto por Jennrich y Schluchter
(1986).

Por último, cabe destacar que incluso cuando todos los requisi-
tos de los datos y todos los supuestos necesarios para aplicar el
MANOVA de medidas repetidas se cumplen, el análisis jerárquico
proporciona los mismos estimadores puntuales, que el MANOVA,
para los efectos fijos.

Sin embargo, los modelos multinivel también adolecen de
ciertas deficiencias. Así, cuando se dispone de muestras peque-
ñas, los métodos máximo verosímiles, utilizados habitualmente
para la estimación en este tipo de modelos, proporcionan estima-
ciones negativamente sesgadas de los componentes de variancia
(Searle, Casella y McCulloch, 1992), y los errores estándar esti-
mados pueden ser diferentes de los reales. En el mismo sentido,
los resultados de las pruebas de hipótesis para los componentes de
variancia y para los efectos aleatorios individuales deben inter-
pretarse con cautela cuando el número de unidades del nivel-2 es
pequeño (J<30) o los datos son excesivamente no balanceados
(Sullivan, Dukes y Losina, 1999). Por otra parte, a pesar de que
también se pueden plantear modelos multinivel longitudinales
multivariados (Goldstein, 1995), el modelado no resulta tan sen-
cillo como el de los modelos univariados abordados en el presen-
te artículo.

De cualquier forma, los modelos lineales jerárquicos han mar-
cado un hito en el modelado de datos longitudinales y se perfilan
como una alternativa que brinda excelentes posibilidades para rea-
lizar investigaciones no-experimentales en el ámbito de la psico-
logía, donde su desarrollo dista mucho del alcanzado en otras cien-
cias de la salud como, por ejemplo, la epidemiología.
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