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RESUMEN: 

El crecimiento industrial impone el desarrollo de tecnologías, métodos de diagnóstico y mantenimiento 

eficientes. En sentido general se considera a la gestión del proceso de mantenimiento como 

insuficiente. Las principales causas de insatisfacciones a menudo son el resultado de fallas inesperadas 

que afectan la disponibilidad técnica, provocan gastos imprevistos. Es imprescindible garantizar 

disponibilidad y una alta confiabilidad desarrollando tecnologías, métodos y modelos matemáticos que 

favorezcan su gestión. El objetivo de la investigación es identificar regularidades para la confección de 

un modelo de redes bayesianas que permita la predicción de fallos y favorezca la toma de decisiones 

en la gestión del mantenimiento. Se llevó a cabo una revisión de la literatura especializada; la búsqueda 

se realizó en las bases de datos Scopus, IEEE Xplorer, Dimensions y Lens.org. Se calculó la co-

ocurrencia de palabras clave mediante el software VOSviewer para identificar las principales tendencias 

también se efectuó un meta-análisis de los artículos encontrados. Como principales tendencias se 

identificaron el empleo de las redes bayesianas para la predicción y diagnóstico de fallos, así como el 

análisis de riesgos y la planificación del mantenimiento. Las principales regularidades para la confección 

del modelo son la jerarquización de los procesos, el análisis sistémico, la recopilación de datos, 

opiniones de expertos, identificación de variables principales y su correlación y la determinación de 

probabilidades de causas de los sucesos. El empleo de las regularidades identificadas permite una 

mayor efectividad del modelo de redes bayesianas para la predicción de fallos garantizando la eficiencia 

en la toma de decisiones. 

1 Dr.C; Universidad de Holguín, : carlos.trinchet@uho.edu.cu 
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BAYESIAN NETWORKS, A TOOL FOR FAULT DETECTION IN MAINTENANCE 

MANAGEMENT 

SUMARY: 

Industrial growth imposes the development of efficient technologies, diagnostic methods and 

maintenance. In general, the management of the maintenance process is considered to be insufficient. 

The main causes of dissatisfaction are often the result of unexpected failures that affect technical 

availability and cause unforeseen expenses. It is essential to guarantee availability and high reliability 

by developing technologies, methods and mathematical models that favor their management. The 

objective of the research is to identify regularities for the preparation of a Bayesian network model that 

allows the prediction of failures and favors decision making in maintenance management. A review of 

the specialized literature was conducted; the search was performed in the Scopus, IEEE Xplorer, 

Dimensions and Lens.org databases. The co-occurrence of keywords was calculated using VOSviewer 

software to identify the main trends, and a meta-analysis of the articles found was also carried out. The 

main trends identified were the use of Bayesian networks for failure prediction and diagnosis, as well as 

risk analysis and maintenance planning. The main regularities for the preparation of the model are the 

hierarchization of processes, systemic analysis, data collection, expert opinions, identification of main 

variables and their correlation and the determination of probabilities of causes of events. The use of the 

identified regularities allows a greater effectiveness of the Bayesian network model for the prediction of 

failures, guaranteeing efficiency in decision making. 

Keywords: maintenance, Bayesian networks, diagnosis, failures.  

 

INTRODUCCIÓN 

Garantizar la seguridad y la vida útil de los sistemas críticos en las industrias es una tarea 

prioritaria que se favorece con el análisis de la fiabilidad y el riesgo, estas actividades se extienden 

durante todo el siclo de explotación de los activos (Sun et al., 2021). Actualmente, existen métodos 

para investigar y tratar la fiabilidad en los sistemas, como enfoques más empleados se encuentran, el 

análisis de árbol de fallos (AAF), el análisis de árbol de sucesos (AAS) (Feng et al., 2019), el análisis 

modal de fallos y efectos y criticidad (AMFEC), cadenas de Markov (CM), redes bayesianas (RB), entre 

otras (Chemweno et al., 2018).  

Los sistemas de prevención de riesgos, fallas y averías de los sistemas críticos son el pilar de 

muchos de los avances y el desarrollo de la sociedad en la actualidad. Estos son aplicados en muchos 

sectores como la medicina, la generación de energía, en el sector automovilístico, espacial y en 

procesos industriales. Lo que significa que una falla o avería en estos sistema puede resultar en 

siniestros catastróficos que afectan la integridad de los técnicos y operarios así como la del medio 

ambiente. Por lo que es necesario una elevada evaluación y monitorización de estos sistemas para 

garantizar la fiabilidad de los mismos y la posibilidad de anticiparse al fallo, disminuir su frecuencia y 

apoyar la tomar de decisiones para el mantenimiento.  
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Cada vez existen sistemas modernos más complejos en la ingeniería por lo que se hace más 

difícil analizar estos sistemas con precisión mediante técnicas de evaluación probabilística del riesgo. 

Es necesario tener definido diferentes características, para hacer una análisis preciso y profundo de los 

sistemas complejos, algunas de ellas son, dependencias funcionales entre componentes, el 

comportamiento temporal de los sistemas, los múltiples modos/estados de fallo de los 

componentes/sistemas y la incertidumbre en el comportamiento del sistema y los datos sobre fallos 

(Kabir & Papadopoulos, 2019). Cada método tiene sus ventajas y desventajas, a diferencia de las redes 

bayesianas, otros métodos para modelar procesos complejos, se afrontan a razonamientos complejos 

y a difíciles cálculos (Cai et al., 2018).  

Las redes bayesianas representan una herramienta muy útil para la representación de modelos 

e inferencias probabilísticas de los procesos, estas pueden caracterizar y analizar la incertidumbre, que 

es muy frecuente en los procesos del mundo real (Cai et al., 2017). Las aplicaciones de las redes 

bayesianas están estrechamente relacionadas en los campos donde abunda la incertidumbre 

(Khorshidi et al., 2015) como el análisis de riesgos (Zhang et al., 2017), la seguridad (Cai, Liu, Fan, et 

al., 2016), la evaluación de la fiabilidad y el diagnóstico de fallos en los procesos industriales (Cai et al., 

2018; Cai, Liu, Xie, et al., 2016; Luo et al., 2017; Wang et al., 2018), este último se analiza en la presente 

investigación. 

Esta temática ya ha sido estudiada por otros autores como Cai et al. (2017) que estudian las 

aplicaciones de las redes bayesianas para el diagnóstico de fallos. A pesar de hacer un estudio 

profundo de los artículos encontrados, no se declaran las bases de datos para las búsquedas, los 

criterios de selección, ni la temporalidad. Además, ya han surgido otros estudios del tema más actuales 

que no se abordan en la investigación debido a la fecha. Otro artículo de revisión destacado es el de 

Cai et al. (2018) que en su investigación hace una revisión de la bibliografía de las aplicaciones de las 

redes bayesianas para la evaluación de la fiabilidad. Sin embargo, en el documento no se declaran los 

criterios de selección de los artículos, ni las bases de datos donde se buscaron, así como el marco 

temporal.  

Otro autor que trata el tema es Chemweno et al. (2018) que analiza la evaluación de riesgos 

en el contexto de la toma de decisiones de mantenimiento, con especial atención a los métodos de 

modelización de la fiabilidad, como árbol de fallos, redes de Petri y redes bayesianas. En este estudio 

tampoco se declaran los criterios mencionados con anterioridad. Otros investigadores destacados son 

Kabir and Papadopoulos (2019) que estudian las aplicaciones de las redes bayesianas y las redes de 

Petri en las evaluaciones de seguridad, fiabilidad y riesgo, aunque es un estudio bastante profundo y 

completo, los autores no declaran los criterios para la selección de artículos ni las bases de datos para 

la búsqueda. 

En correspondencia con lo anterior, se llevó a cabo una revisión de la literatura para abordar 

con mayor amplitud del tema en cuanto a la predicción de fallos mediante redes bayesianas. El objetivo 

de la investigación es identificar regularidades para la confección de este modelo que permita la 

predicción de fallos y favorezca la toma de decisiones en la gestión del mantenimiento. 

La novedad de la investigación radica en que se hace una revisión de artículos de revistas 

indexadas en cuatro bases de datos científicas de alto impacto como Scopus, una de la mayor base de 
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datos de citas y resúmenes de bibliografía revisada por pares; IEEE Xplorer, base de datos centrada 

en artículos sobre Ciencias de la Computación, Ingeniería Eléctrica y Electrónica; Dimensions, base de 

datos de becas de investigación y artículos científicos y Lens.org  que es un servicio de búsqueda de 

patentes y literatura académica en línea. Además, se extiende el marco temporal de las búsquedas 

hasta julio del 2022, se utiliza el software VOSviewer y el paquete Bibliometrix de Rstudios para 

procesar datos de las investigaciones cuantitativas en cienciometría y bibliometría. 

 

MÉTODO 

Este estudio se clasifica como una revisión de la literatura, para su desarrollo se empleó el 

método bibliométrico que tiene la finalidad de mapear el estado del arte (Oliveira et al., 2019).  

Por tanto, se enfoca en identificar la mayor cantidad de literatura existente y relevante acerca 

del diagnóstico de fallos a través del uso de redes bayesianas para la toma de decisiones.  

Las RB, son modelos gráficos acíclicos dirigidos probabilísticos (Cai et al., 2018), son una 

combinación de teoría de grafos y teoría de probabilidad que consiste en relaciones probabilísticas 

entre los nodos (Nasiri et al., 2017). Los nodos representan variables aleatorias y los arcos son 

relaciones causales entre nodos vinculados (C. et al., 2020; Luque & Straub, 2016), permiten que el 

marco incluya dependencias, variables discretas y continuas, múltiples variables de estado, fallas 

dependientes e incertidumbre en los parámetros del modelo. Si las variables son discretas, la relación 

probabilística de cada nodo con sus respectivos padres está definida por su tabla de probabilidad 

condicional (TCP por sus siglas en inglés) mientras que para las variables continuas; esta relación 

probabilística se define por su distribución de probabilidad condicional (Ashrafi & Zadeh, 2017; Marquez 

et al., 2010). Las redes bayesianas se utilizan a menudo para la predicción y el apoyo a la toma de 

decisiones en campos con incertidumbre (Cai, Liu, Xie, et al., 2016; Langseth et al., 2007). En la figura 

1 se muestra un ejemplo básico de redes bayesianas. 

Figura 1.  

Ejemplo de red bayesiana 

 

 

 

Identificación de las bases de datos y las palabras claves 
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La búsqueda se efectuó en junio del año 2022, en cuatro bases de datos científicas: Scopus, 

Dimensions, Lends.org, e IEEE Xplore. Los descriptores temáticos "maintenance" AND "bayesian 

networks" AND ("detection" OR "prediction" OR "diagnosis") fueron empleados para la búsqueda en el 

título, resumen y palabras clave de artículos de investigación como tipo de documento.  

Para abordar la mayor cantidad de artículos no se restringió el marco temporal. Después de 

efectuar la búsqueda en las cuatro bases de datos se creó una biblioteca en el gestor bibliográfico 

EndNote con los resultados de la búsqueda, posteriormente fueron removidos todos los duplicados.  

El proceso de selección fue dividido en dos fases, la primera fue la lectura del título, resumen 

y palabras claves, en esta fase se seleccionaron los artículos según los siguientes criterios de selección 

de los artículos (CSA): 

1𝑒𝑟  CSA- que expongan procedimiento o métodos mediante redes bayesianas de detección, 

diagnóstico o predicción de fallos 

2𝑑𝑜CSA- que utilizan las redes bayesianas para apoyar la toma de decisiones de mantenimiento. 

3𝑟𝑜CSA- Que utilicen las redes bayesianas para mejorar la gestión del mantenimiento    

La segunda fase consiste en la lectura completa de los artículos seleccionados en la fase 

anterior, en este punto se eligen los que cumplieron con los CSA expuestos. Los artículos que no se 

encontraron para la lectura completa en la segunda fase fueron descartados. 

Finalmente, el análisis de “snowball” (bola de nieve) fue centrado en las referencias 

bibliográficas de los artículos seleccionados en la fase anterior con el fin de identificar artículos 

adicionales que cumplieran con los CSA y añadirlos al estudio. 

Se realizó un diagrama estratégico de los diferentes temas a tratar con el paquete Bibliometrix 

de Rstudios. Se analizaron las co-ocurrencias de las palabras clave y se creó un diagrama estratégico, 

este se divide en cuatro cuadrantes (Cobo Martín, 2012). 

• El cuadrante superior derecho se encuentran los temas bien desarrollados e importantes para la 

construcción del campo científico.  

• En el cuadrante superior izquierdo se ubican los temas que poseen enlaces internos bien desarrollados, 

por lo que tienen gran importancia marginal en el campo científico, estos temas se caracterizan por ser 

muy especializados y ser muy periféricos. 

• En el cuadrante inferior izquierdo se asientan los temas pocos desarrollados y marginales, estos 

pueden representar que son temas emergentes o en desaparición.  

• Los temas en el cuadrante inferior derecho son importantes para el campo científico, pero no están bien 

desarrollados y son temas básicos del campo científico.     

Por otra parte, el procesamiento en el software VOSwiewer permitió analizar la co-ocurrencia 

de palabras clave, la temporalidad de estas, para esto, se normalizaron las palabras clave en plural, 

los sinónimos o las que hacían referencia a un mismo tema de investigación para agruparlas. 

 

RESULTADOS  

El total de los artículos encontrados fue 543. Luego del escaneo, se localizaron 253 duplicados, 

para un total de 290 artículos a analizar. Posteriormente 85 artículos fueron identificados como 

relevantes y luego de la segunda fase se seleccionaron 31 artículos, 3 de los 31 fueron seleccionados 
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del análisis del “snowball”, el proceso de selección se muestra en el esquema de la figura 2. Los 

resultados de las búsquedas hechas con las palabras calves antes mencionadas después del proceso 

de selección muestran que los primeros artículos fueron escritos en 2003 y los últimos en 2022. Los 

artículos provienen de 183 fuentes diferentes. Los resultados de las búsquedas se muestran en la tabla 

1. 

Tabla 1:  

Resultados de las búsquedas 

Ecuaciones de búsqueda Bases de datos 

Scopus Dimensions IEEE Xplorer Lens.org 

"maintenance" AND 

"bayesian networks" AND 

("detection" OR 

"prediction" OR 

"diagnosis") 

278 115 48 102 

 

Figura 2:  

Proceso de revisión de la literatura 

 

 

 

La figura 3 muestra la distribución de las publicaciones a lo largo del período de 2003 a 2022, 

148 (53,23%) de 278 artículos, fueron publicados desde el 2017 a 2021, los últimos 5 años sin contar 

el 2022, destacando un creciente interés de investigación en este campo en el anterior periodo de 

tiempo mencionado por lo que se manifiesta la Ley de crecimiento exponencial o ley de Price (1956) 

(Gudjonsson et al., 1999), ya que en los últimos 10 a 15 años ha sido exponencial el número de 

publicaciones demostrado por la curva de tendencia y la ecuación de la figura. 

 

Figura 3:  

Producción científica anual 
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Se analizaron las co-ocurrencias de las palabras clave y se creó un diagrama estratégico, este 

se divide en cuatro cuadrantes. 

Como muestra la figura 4, los sistemas al apoyo a la toma de decisiones, el diagnóstico y la 

inteligencia artificial en este caso redes bayesianas se encuentran en este último cuadrante y 

representan brechas de investigación. 

 

Figura 4:  

Diagrama estratégico 

 

 

 

Como muestra la figura 5, red de co-ocurrencia de palabras clave, la detección, el diagnóstico 

de fallos y los gemelos digitales, son líneas de investigación novedosas que han surgido en aplicación 

con las redes bayesianas, según la escala de temporalidad estos han surgido en los últimos años. 

También se muestra un vínculo entre las redes bayesianas, el mantenimiento, la fiabilidad, el monitoreo 

por condiciones, el árbol de fallos y la estimación de vida útil. 

 

Figura 5:  

Co-ocurrencia de palabras clave 

y = 1,8323x - 3673,1
R² = 0,767
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DISCUSIÓN 

En los artículos analizados se recogen diferentes métodos para el análisis de los fallos 

mediante redes bayesianos que tributan al apoyo de la toma de decisiones, los resultados evidencian 

que algunos autores integran otros métodos de inteligencia artificial para el diagnóstico como las redes 

neuronales, lógica difusa, algoritmos genéticos y sistema de expertos. Se utiliza el árbol de fallos para 

el apoyo de la construcción de la red bayesiana. Esta última se emplea para el análisis de riesgo, 

fiabilidad, mantenibilidad y costos. En la sección se estarán analizando los artículos seleccionados.   

Se ha popularizado en muchos de los artículos analizados emplear métodos de inteligencia 

artificial híbridos algunos autores en sus investigaciones combinan las redes bayesianas con las 

neuronales como Xiao et al. (2022) que proponen un modelo de redes neuronales bayesianas para 

predecir el deterioro del pavimento. Otro trabajo similar es el de Li et al. (2022) que utilizan esta 

integración para predecir niveles de temperatura en los mismos. Rivas et al. (2022) ponen en práctica 

este mismo método para predecir y estimar la incertidumbre asociada a la predicción de la vida útil de 

los elementos en una termonuclear. Cheng et al. (2021) proponen un modelo de red neuronal de 

memoria a corto plazo que en conjunto con un algoritmo de inferencia bayesiana que integra múltiples 

predicciones para mejorar la fiabilidad, la disponibilidad y el coste de mantenimiento de un equipo 

industrial. Chen et al. (2020) recurre la optimización bayesiana con redes neuronales bayesianas para 

el diagnóstico y la interpretación precisa de los fallos en los rodamientos. 

Otras de las integraciones que se han hecho populares son las de las redes bayesianas y la 

lógica difusa para mejorar la precisión cuando hay ruido, falsas mediciones o carencia de datos. Autores 

como Wang et al. (2020) presentan un modelo basado en un marco de decisión basado en redes 

bayesianas difusas restringidas para buscar decisiones de mantenimiento óptimas en un entorno 

basado en el riesgo aplicado a un compresor de gas. Guo et al. (2019) proponen el empleo los números 

difusos triangulares combinando el modelo de red bayesiana dinámica con el modelo de árbol de fallos, 

se obtiene la tasa de fallos difusa y la probabilidad posterior de los nodos raíz esto se aplica en el 

sistema de frenos del motor de un tren.  
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En la investigación de Flammini et al. (2016) se definen operadores difusos utilizando los 

formalismos probabilísticos de las redes bayesianas y las redes de Petri estocásticas generalizadas 

para tratar la incertidumbre enriqueciendo los enfoques existentes de reconocimiento de eventos 

basados en modelos con una modelización imperfecta de las amenazas y con el uso de diferentes 

formalismos que mejoren el rendimiento de la detección, este modelo es aplicado a un sistema de 

protección física ferroviaria. Duan and Zhou (2014) utilizan un método que adopta el conocimiento de 

expertos y la teoría de conjuntos difusos para evaluar la tasa de fallos de los eventos básicos mapeando 

un árbol de fallos dinámico en una red bayesiana equivalente con el fin de mejorar la eficacia del 

diagnóstico para guiar al personal de mantenimiento en el diagnóstico de un sistema de frenos electro 

neumático. 

El sistema de expertos es uno de los métodos pioneros de la inteligencia artificial utilizados 

para el diagnóstico, por lo que también se ha utilizado en conjunto con las redes bayesianas, Barešić 

et al. (2018) son autores que proponen la base de conocimientos de sistema de  expertos para modelar 

una forma simplificada de la red bayesiana para la detección de fallos en grupos electrógenos. 

Utilizando el conocimiento de sistemas de expertos Li et al. (2013) presentan una red bayesiana con 

métodos mejorados de cuestionario de relaciones causales y escala de probabilidad como máquina de 

inferencia para diagnosticar las posibles causas raíz, las probabilidades correspondientes y las 

soluciones sugeridas, el método se aplicó en dos casos, en una fábrica de ensamblaje y prueba de 

chips. Otros autores como Han et al. (2008) eligen la red bayesiana como motor de inferencia del 

sistema mediante el análisis de los datos proporcionados por el sistema de expertos. Para construir la 

red bayesiana aplicó un cuestionario de relaciones causales mejorado y un método de escala de 

probabilidades, el sistema se aplicó a la línea de producción de una fábrica de chips. 

Otros autores también aplican en conjunto las redes bayesianas con otros métodos, como 

árboles de fallo y cadenas de Markov  basándose en los conjuntos de datos recopilados a través de los 

años en las industrias y/o de los datos recopilados por sistemas SCADAS. Algunos de los trabajos más 

destacados en el campo son el de Wang et al. (2017) que presentan en su artículo un modelo de 

predicción de fallos basado en una red bayesiana para evaluar el efecto de la meteorología en los 

desvíos ferroviarios para tomar decisiones de mantenimiento óptimas. Hu et al. (2012) proponen en su 

investigación un modelo que cuantifica el riesgo y el análisis de operatividad mediante redes bayesianas 

dinámicas para proporcionar tendencias prospectivas de degradación de cada componente y del 

sistema global para la toma de decisiones de mantenimiento. 

En su documento Zhang et al. (2014) plantean un modelo adaptativo de estado discreto para 

estimar la vida útil restante del sistema, basado en la teoría de la red de creencia bayesiana. En el 

estudio de Bhandari et al. (2016) se emplean una red bayesiana para desarrollar una nueva 

metodología dinámica que es capaz de utilizar información de precursores de accidentes para revisar 

el perfil de riesgo. El uso de esta metodología se basa en su capacidad de predicción de fallos que 

optimiza el coste de mantenimiento Esta se aplica en sistema separador en la plataforma de producción 

de petróleo y gas en alta mar. Nguyen et al. (2016) en su trabajo proponen una metodología que explota 

los datos históricos sobre los componentes no observados del equipo para reducir el espacio de 
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búsqueda de los posibles componentes defectuosos, lo que permite un diagnóstico más preciso de los 

fallos y sus causas que luego se formula como una red bayesiana. 

Iamsumang et al. (2018) introducen una red dinámica bayesiana híbrida para representar 

sistemas de ingeniería complejos para la monitorización de la salud y el aprendizaje en la Gestión de 

la Salud del Sistema, y detección de anomalías. La metodología y el algoritmo propuestos se 

demuestran con una aplicación de vehículo aéreo no tripulado. Wang et al. (2019) proponen un método 

donde la información sobre la fiabilidad a nivel de sistema se predice mediante una red bayesiana a 

partir de la información sobre la vida útil de las unidades, y se utiliza la programación multiobjetivo del 

coste y la fiabilidad del sistema para optimizar las estrategias de agrupación del mantenimiento, este 

método es aplicado en un vehículo aéreo no tripulado. Zhang and Marsh (2018) presentan un modelo 

de red bayesiana que puede utilizarse como apoyo a las decisiones de mantenimiento ya que predice 

el deterioro probable de un activo, se presenta como caso de estudio puentes en la red ferroviaria de 

Gran Bretaña. 

Zhang and Marsh (2021) utilizan las redes bayesianas para recomendar decisiones de 

inspección, como qué activos inspeccionar y cuándo hacerlo. También se desarrollan modelos para 

evaluar la eficacia de las intervenciones de reparación y utilizarla para sugerir acciones de reparación, 

aplican la técnica de factorización binaria para permitir la inferencia de la predicción del estado de varios 

estados, y la amplían para predecir el estado de un activo con múltiples componentes. Attema et al. 

(2017) desarrollan un modelo probabilístico basado en redes bayesianas para investigar el desarrollo 

del crecimiento de grietas en los detalles soldados de los tableros de puentes ortotrópicos. Dinis et al. 

(2020) en su investigación proponen una herramienta de apoyo a la decisión para la planificación de la 

capacidad de mantenimiento de sistemas de productos complejos con el apoyo de las redes 

bayesianas. 

Lu and Zhang (2022) implementan una red bayesiana dinámica para el análisis de riesgo de un 

sistema de distribución de energía contra huracanes, para una mejor toma de decisiones de 

mantenimiento previo al huracán. Lakehal et al. (2019) transforman un árbol de fallos en una red 

bayesiana para el diagnóstico de un turbocompresor. Zhang et al. (2020) proponen un método de 

razonamiento de averías en transformadores basado en la protección por relé y el gas disuelto en 

aceite. Se establecen redes bayesianas basadas en las condiciones de funcionamiento del 

transformador y en las características del dispositivo de protección por relé. Este método también 

proporciona una decisión de mantenimiento más precisa para el personal. 

Lakehal (2020) desarrollan una red bayesiana con el objetivo de priorizar las acciones de 

mantenimiento predictivo y correctivo a partir de la definición de los elementos de fallo más probables 

y ver cómo sirven de base para el marco de la toma de decisiones.  

 

Figura 6.  

Co-ocurrencia de las palabras clave de los artículos seleccionados 

 

71



 

 

En la figura 6 se presenta el análisis de co-ocurrencia de palabras clave del software VOSviewer de 

los artículos analizados, donde se evidencia que los temas más abordados por el tamaño de los nodos 

son, las redes bayesianas, la toma de decisiones, la detección de fallos y diagnóstico la estimación de 

vida útil y el mantenimiento. En marcos temporales más antiguos se estudió la optimización, el costo, 

análisis de fiabilidad, mantenibilidad y el monitoreo por condición. Los temas menos abordados y más 

novedosos son, las redes neuronales bayesianas, la modelación del mantenimiento, la incertidumbre y 

el análisis de sensibilidad, por lo que estos representan brechas de investigación. Se forman cuatro 

clústeres entre las palabras clave las cuales están relacionadas con las redes bayesianas. 

• Clúster 1:  

Monitoreo por condición, costos, redes bayesianas dinámicas, detección de fallos y diagnóstico, 

tomas de decisiones de mantenimiento, optimización y riesgo 

• Clúster 2 : 

Redes bayesianas, toma de decisiones, mantenimiento, modelación del mantenimiento y 

priorización 

• Clúster 3: 

Redes neuronales bayesianas, redes neuronales, estimación de vida útil e incertidumbre 

• Clúster 4:  

Mantenibilidad, análisis de fiabilidad y análisis de sensibilidad 

 

En estos clústeres se muestran las aplicaciones prácticas que pueden tener las redes bayesianas y 

los beneficios que provee al mantenimiento desde el enfoque de la gestión, teniendo estos resultados 

en cuenta la industria podría optimizar los procesos de planificación, de dirección, de control, de realizar 

acciones y  la evaluación. 

 

Regularidades para la construcción de la red bayesiana 
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De la revisión de la literatura sean podido identificar diferentes regularidades para la confección de 

las redes bayesianas para la predicción de fallos, las cuales se muestran enumeradas a continuación 

I. Tener pleno dominio y conocimiento del flujo tecnológico de los procesos y funcionamiento de 

las máquinas (análisis sistémico, organigramas, manuales y fichas técnicas de las máquinas) 

II. Definir procesos, máquinas, sistemas y subsistemas (análisis sistémico, organigramas, 

manuales y fichas técnicas de las máquinas) 

III. Determinar y jerarquizar los procesos, máquinas sistemas y subsistemas más críticos (análisis 

jerárquico, análisis de modo de falla y sus efectos y criticidad,  análisis de riesgo) 

IV. Determinar la relación entre procesos, máquinas, sistemas y subsistemas.  (análisis de modo 

de falla y sus efectos, análisis causa raíz, árbol de evento, árbol de fallas) 

V. Tener registros de fallos, averías y acciones de mantenimiento de las máquinas (bases de 

datos normalizadas, ordenes de trabajo, libros de incidencias de turno, sistemas SCADA)  

VI. Asignar probabilidades de ocurrencia condicional según el número de fallos y la opinión de los 

expertos 

VII. Construir la red bayesiana 

 

Después de hacer la inferencia se obtienen los conjuntos o combinaciones causales más peligrosas 

o críticas y con el previo conocimiento de este se pueden asignar medidas y acciones proactivas para 

la prevención de estos sucesos, así como elaborar árboles o esquemas de decisiones. En caso de 

redes bayesianas dinámicas, al poder retroalimentarse de los nuevos datos registrados después de su 

aplicación, esta cambiará las probabilidades de ocurrencia de los sucesos y se adaptará al sistema 

evidenciando las nuevas anomalías. La aplicación de este método favorece la gestión del 

mantenimiento desde un enfoque de la predicción y el diagnóstico de fallos. 

Perspectivas de las aplicaciones de las redes bayesianas en industrias cubanas 

 

En apartados anteriores se ha evidenciado las aplicaciones para el diagnóstico de fallos 

mediante redes bayesianas y el uso de estas para fomentar y optimizar la toma de decisiones para el 

mantenimiento. En las industrias cubanas en el departamento de mantenimiento no siempre se cuenta 

con presupuesto para realizar algunas de las actividades necesarias en el mantenimiento como 

técnicas de diagnóstico de máquinas de alta criticidad, por lo que se trabaja con la incertidumbre de la 

fiabilidad de los equipos y se espera que la disponibilidad del equipo sea la más larga posible (Martinez 

Monseco & Planagumá Vilamitjana, 2021).  

Sin embargo, existen expertos, ingenieros y técnicos con vasta experiencia que conocen a 

profundidad el funcionamiento de sus equipos y máquinas. Además, es política de las empresas tener 

documentos donde se plasme el flujo tecnológico de las mismas, donde están definidas los procesos, 

máquinas, sistemas y subsistemas. Pero como insuficiencia se encuentra que no en todas se conoce 

la jerarquía y la criticidad de los procesos y máquinas, o se conoce pero de manera empírica por la 

experiencia de los expertos, esta última está basada en la opinión de los mismos y no siempre es la 

más precisa. Los datos no son cuantitativos, por lo que es necesario que en los departamentos de 

mantenimiento se apliquen los métodos de análisis de criticidad y la jerarquización de forma teórica y 

73



metodológica. Lo mismo pasa con los análisis de modo de falla y sus efectos, análisis causa raíz, árbol 

de evento y árbol de fallas que son cruciales para determinar la relación causal entre los procesos, 

máquinas, sistemas y subsistemas. 

Otras de las insuficiencias que se tienen es, que no se cuenta con una adecuada organización 

con los registros de los datos de los defectos, fallas y averías. Estas se recogen en el libro de incidencia 

de turno y en las órdenes de trabajo, pero no se llevan a una base de datos normalizada donde se 

puedan procesar la información y hacer análisis estadísticos, por lo que dificulta establecer la 

probabilidad de ocurrencia de los sucesos y la aplicación de los métodos antes mencionados.  

Resolviendo estas limitantes es posible aplicar el método de redes bayesianas ya que toda la 

información se puede recopilar de las fuentes antes mencionadas. Ello permitiría influir positivamente 

en la fiabilidad y disponibilidad de los activos, así como en el análisis de riesgos, mejor selección de las 

estrategias de mantenimiento para los equipos y máquinas, reducción del costo de mantenimiento y 

alargar la vida útil de los activos, lo que repercutiría positivamente en la producción la economía y la 

sociedad. 

CONCLUSIONES  

El uso de las redes bayesianas para el diagnóstico ha sido una tendencia popularizada por  los 

diferentes investigadores en el campo de la fiabilidad. Estos han destinado recursos para elaborar una 

metodología para el diagnóstico de fallos basados en RB para desarrollar sistemas de seguridad para 

las industrias. En este artículo se hace una revisión de la literatura en este campo para determinar las 

diferentes características para la elaboración de este método teniendo en cuenta los diferentes métodos 

de los artículos revisados. 

Se determinaron las características principales para la construcción de las RB las cuales se 

basan principalmente en la relación causa-efecto de los fallos y los síntomas de los mismos, se necesita 

una alta comprensión del funcionamiento de los procesos y tener un amplio registro de datos de la 

industria en correspondencia a los fallos, averías y acciones de mantenimiento.  

También es necesario contar con expertos que tengan experiencia en el funcionamiento de los 

diferentes procesos. Para la implementación de este método se utilizan otros como el árbol de fallos, 

análisis causa raíz, análisis de modo de falla y sus efectos, entre otros. La precisión en el diagnóstico 

de fallos de este método se puede mejorar con otras herramientas de inteligencia artificial como son 

las redes neuronales, la lógica difusa, y el sistema de conocimiento de expertos.  

Como limitaciones para aplicar este método a las industrias cubanas se identificaron que no se 

conoce con claridad la jerarquía y la criticidad de los procesos y máquinas, no se aplican métodos 

como, el análisis de modo de falla y sus efectos, análisis causa raíz, árbol de evento y árbol de fallas, 

no se cuenta con una adecuada organización con los registros de los datos de los defectos, fallas y 

averías. 

El análisis del diagrama estratégico y de la co-ocurrencia de palabras clave en VOSviewer 

muestran que algunas de las líneas futuras de investigación son la detección y el diagnóstico de fallos 

utilizando redes bayesianas, la implementación de los gemelos digitales con bases de redes bayesianas 

y el apoyo a las decisiones de sistemas de ingeniería y mantenimiento, las redes neuronales 

bayesianas, la modelación del mantenimiento, la incertidumbre y el análisis de sensibilidad.  
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