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Abstract 
Currently, Cotopaxi volcano has increased its seismic activity. Efficient and reliable tools are required for volcano monitoring, and early 
and effective emergency alerts are necessary. This article presents a supervised classification-based detection of seismic-volcanic and non-
volcanic events recorded during 2010. Our algorithm use four features acquired using energy of approximation and detail coefficients of 
the wavelet decomposition analyzed with Daubechies and Symlet families. The classification of events was performed by the algorithm of 
decision trees with embedded techniques: cross-validation and pruning for reduction in the number features. The best results are obtained 
by application of the mother wavelet Symlet with accuracy of 99% and precision of 98%. 

Keywords: Multilevel decomposition wavelet; decision tree; feature extraction; seismic event detection. 

Hacia un sistema de detección automática de señales del volcán 
Cotopaxi 

Resumen 
Actualmente el Volcán Cotopaxi ha experimentado un incremento progresivo en su actividad sísmica, por lo que los especialistas requieren 
herramientas de alta eficiencia y confiabilidad para la monitorización volcánica. Este artículo presenta una detección basada en clasificación 
supervisada de los eventos sismo-volcánicos y no volcánicos registrados durante el año 2010. Nuestro algoritmo emplea cuatro 
características adquiridas por medio de la energía de los coeficientes de aproximación y detalle de la descomposición wavelet analizados 
con las familias Daubechies y Symlet. La clasificación de eventos fue realizada con el algoritmo de árboles de decisión empleando técnicas 
embebidas: validación cruzada y podamiento  para una reducción del número de características. Los mejores resultados son obtenidos con 
la aplicación de la wavelet madre Symlet con una exactitud del 99% y una precisión de 98%. 

Palabras clave: Descomposición multinivel wavelet; árbol de decisión; extracción de características; detección de eventos sísmicos. 

1. Introducción

La actividad volcánica constituye un factor predominante
en el desencadenamiento de fenómenos como el 
calentamiento global y el cambio climático, los cuales en los 
últimos años han tenido trascendencia por el impacto que 
ocasionan principalmente a los seres vivos en la Tierra [1]. 
El aumento de la actividad volcánica a nivel mundial 
representa un riesgo prominente para la población y una 
desmedida pérdida de recursos [2], por lo que para disminuir 
los efectos ocasionados por estos sucesos, se han venido 
desarrollando y perfeccionando varios tipos de sistemas de 
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184, 2017. 

monitorización [3,4], que entregan información detallada del 
comportamiento que presenta un volcán. Estos sistemas 
reportan eventos tales como: eventos de largo periodo (LP), 
eventos volcano - tectónicos (VT), eventos híbridos (HYB) y 
tremores (TRE) [5]. Al realizar una vigilancia de manera 
ininterrumpida se genera una gran cantidad de información 
para ser analizada, generalmente de forma visual, por lo que 
su determinación y clasificación puede resultar una tarea 
compleja, de gran consumo de tiempo y sensible a errores. 

Para apoyar el trabajo de los especialistas en esta área se 
han desarrollado varias investigaciones sobre el tema que se 
describen en detalle más adelante en la Sección II, en las que 
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se incluyen la caracterización temporal y frecuencial de los  
eventos sísmicos [6], así como también técnicas para la 
detección y clasificación de los mismos, empleando 
algoritmos de aprendizaje de máquina, tales como: redes 
neuronales artificiales (ANN, del inglés Artificial Neural 
Networks) [7,8], máquina de vectores soporte vectorial 
(SVM, del inglés Support Vector Machines) [9], entre otros; 
sin embargo la mayoría de estas propuestas no han 
garantizado un enfoque en tiempo real.  

Considerando que la identificación de los eventos de forma 
visual depende del grado de expertise del especialista, el 
objetivo principal de esta investigación es realizar una 
detección automática basada en técnicas de clasificación de 
señales volcánicas y no volcánicas que permita dictaminar 
medidas preventivas ante un posible proceso eruptivo, lo que 
contribuye a precautelar la integridad de los habitantes 
directamente afectados por un volcán. Para ello se propone 
utilizar las características representativas de las señales que se 
obtienen a partir de la extracción de los coeficientes de interés 
de la Trasformada Wavelet, en contexto  con las frecuencias de 
operación de los eventos LP, VT y Truenos (LGH, del inglés 
Lightnings). Asimismo por medio de la aplicación de la 
Trasformada Discreta de Wavelet (DWT, del inglés Discrete 
Wavelet Transform) se busca solucionar el problema de la 
resolución temporal-frecuencial que habitualmente aparece al 
aplicar la Transformada de Fourier, al ser dependiente del 
enventanado, de acuerdo al principio  de Heinsenberg [10]. Para 
la elección de la Wavelet Madre (MW, del inglés Mother 
Wavelet) entre las familias se emplea el criterio de similaridad 
con las señales en análisis [11]. Posteriormente la clasificación 
se efectúa a través de árboles de decisión (DT, del inglés 
Decision Trees),  mediante matrices  características divididas 
en bancos de entrenamiento y prueba. Las técnicas embebidas 
de DT que se emplean son: podamiento y validación cruzada, 
las cuales seleccionan las características que permitan 
discriminar de mejor manera los eventos y evitar el problema 
del sobreajuste en el clasificador. Por último la detección de las 
señales se obtiene por medio de un pos-procesamiento, en el 
cual se desarrolla un algoritmo de ajuste de los eventos 
predecidos por el clasificador. 

El artículo está organizado de la siguiente manera. La 
Sección II realiza una revisión de los trabajos relacionados en 
detección y clasificación de eventos vulcanológicos. La 
Sección III describe la base de datos disponible del volcán 
Cotopaxi. La metodología propuesta para la caracterización, 
extracción, selección y detección de las señales provenientes de 
un volcán se expone en la Sección IV. En la Sección V se 
muestran los resultados de forma experimental de cada una de 
las etapas implementadas y los rendimientos obtenidos 
empleando técnicas de clasificación para la detección. 
Finalmente en la Sección VI se presenta la discusión y 
conclusiones de la investigación, así como los trabajos futuros. 

 
2.  Trabajos relacionados 

 
Las investigaciones que se relacionan con la detección de 

las señales de origen sismo-volcánico establecen diferentes 
métodos basados en análisis de tiempo, frecuencia y escala, 
dentro de estos difieren el tipo de procesamiento de las señales 
para la extracción de patrones, considerando varios parámetros. 

En [12] el parámetro de detección se calcula como una función 
de los coeficientes de autocorrelación de 3 canales de datos. 
Mientras que en [13] describen un método de detección de 
eventos basados en un análisis tiempo-frecuencia, a través de la 
distribución de Wigner. Asimismo en  [14] se desarrolla un 
detector de eventos aplicando conceptos de umbral, donde se 
emplea Transformada Wavelet Haar obteniendo el 1% de 
detecciones perdidas. Por otra parte en [15] se describe un 
detector de eventos LP basado en clasificación con algoritmos 
DT y K-vecinos más cercanos (k-NN, del inglés k-Nearest 
Neighbors), con un número de 49 y 257 características producto 
de un análisis en escala y frecuencia,  de ahí que este último 
alcanza el 99% de precisión y sensibilidad. 

Adicionalmente, se desarrollan clasificadores de eventos 
como en [16], que realiza un análisis individual de 7 señales 
del volcán Nevado del Ruiz de Colombia con la extracción 
de 12 características obtenidas mediante la descomposición 
Wavelet por medio de técnicas de clasificación como DT, 
RNA y SVM; particularmente para los LP y VT se presenta 
errores del 15% y 4% respectivamente. El sistema descrito en 
[17], muestra una identificación de tres señales, del ruido de 
fondo (BN, del inglés Background Noise), a través de un 
modelado oculto de Markov (HMM, del inglés Hidden 
Markov Model), con una tasa de clasificación del 80%. Por 
último en [18] se aplica las transformadas Wavelet discreta, 
continua y estacionaria, de lo cual se elige la última para la 
clasificación con RNA con resultados del 89.9%.  

Acorde a la revisión de la literatura la mayor parte de las 
investigaciones utilizan técnicas de aprendizaje de máquina 
para la clasificación; no obstante pocos realizan una 
detección basada en clasificación. Además se puede 
evidenciar que en los trabajos previos se aplican varios 
métodos para la extracción de características con un número 
considerable de las mismas, por esta razón se resolvió 
trabajar con la energía de los coeficientes de aproximación y 
detalle de Wavelet. 

 
3.  Descripción de la base de datos 

 
Esta investigación se enfoca en el estudio de señales del 

volcán Cotopaxi, debido a que presenta un alto grado de 
peligrosidad, por su forma eruptiva y sobre todo por su 
ubicación [19]. Este es uno de los volcanes al cual se le asigna 
gran parte de los recursos disponibles para su monitorización, 
lo que asegura un seguimiento continuo del mismo [20]. 

En el Ecuador, el Instituto Geofísico de la Escuela 
Politécnica Nacional (IGEPN) es la institución encargada de 
la monitorización e investigación de eventos de origen 
tectónico y volcánico, para ello cuenta con una Red de 
Sismógrafos y Acelerógrafos de alta calidad que cubren el 
70% del territorio nacional, las cuales entregan información 
de manera permanente, lo que permite a los expertos el 
análisis de datos hipocentrales, mecanismos focales, entre 
otros [21]. Específicamente el volcán Cotopaxi posee una red 
compuesta por seis estaciones de corto periodo (SP, del 
inglés Short Period) con una respuesta en frecuencia de 1 a 
50 Hz y seis estaciones de banda ancha (BB, del inglés 
Broadband) con una respuesta en frecuencia de 0.1 a 50 Hz. 
Cada estación presenta instrumentos que son capaces de 
almacenar señales en registros de 1200s de duración. 
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Figura 1. Ejemplo de un evento sismo-volcánico LP  en el volcán Cotopaxi 
con una duración aproximada de 60s y su respectivo espectrograma  
Fuente: Elaboración propia con datos del IGEPN 

 
 

 
Figura 2. Ejemplo de un evento sismo-volcánico VT  en el volcán Cotopaxi 
con una duración aproximada de 20s y su respectivo espectrograma 
Fuente: Elaboración propia con datos del IGEPN 

 
 

 
Figura 3. Ejemplo de un evento no volcánico LGH  en el volcán Cotopaxi 
con una duración aproximada de 3s y su respectivo espectrograma 
Fuente: Elaboración propia con datos del IGEPN. 

 
 
Dentro de los eventos para analizar, se buscó aquellos que 

provean la información adecuada para la construcción de un 
modelo bien definido por medio de DT, de ahí que se eligió 
a los LP y VT ya que a partir de sus datos se puede indicar la 
condición actual del volcán [20] y los LGH necesarios de 
identificar dentro del registro sísmico por su continua 
ocurrencia en el mismo. Las Figs.1-3 muestran las bandas de 
frecuencia (f) de los eventos, de donde en los LP su contenido 
espectral se encuentra entre 0,5 Hz < f < 5 Hz, seguido de los 
VT que a diferencia del anterior presentan un rango más alto 
f < 10 Hz, por último los LGH caracterizado por poseer altas 
frecuencias entre 17 Hz < f < 20 Hz. 

La base de datos fue obtenida a partir de registros 
proporcionados por el IGEPN durante el año 2010. Dichos 
registros han sido previamente evaluados por los expertos y 

a su vez discriminados en los diferentes tipos de señales 
sísmicas; con la existencia de 759 LP, 116 VT y 100 LGH. 
Por consiguiente se definió trabajar con 100 eventos para los 
LP, 100 VT y 100 LGH, al estimar que la complejidad del 
detector es dependiente del tamaño de la base de datos [22]. 
Asimismo la base de datos fue dividida en partes iguales, en 
el banco de entrenamiento  (train) y el banco de prueba (test), 
donde cada banco posee señales independientes una del otro.  

Seguidamente para la determinación de los tiempos de 
inicio y fin de los eventos, se realizó una inspección visual de 
cada una de las señales, de donde se estableció los valores 
aproximados de los mismos. 

 
4.  Materiales y métodos 

 
En este trabajo, se desarrolla una detección automática de 

tres tipos de señales los LP, VT y LGH, de acuerdo al 
esquema planteado en la Fig. 4, donde el primer bloque 
presenta el pre-procesamiento y segmentación, etapa en la 
cual principalmente se disminuye el ruido existente en cada 
registro sísmico para ser divididos en ventanas, el segundo 
bloque considera el procesamiento de la señal donde se 
realiza procesos para la extracción y selección de 
características fundamentales para que el algoritmo de 
aprendizaje DT establezca un modelo adecuado de las 
señales. Finalmente la etapa de detección es la que garantiza 
el rendimiento del sistema mediante las métricas de 
desempeño propuestas. 

 
4.1.  Pre-procesamiento 

 
La señales sísmo-volcánicas al ser provenientes de los 

movimientos de la superficie de la Tierra pueden presentar 
variaciones por agentes externos; por lo que los instrumentos 
al poseer una alta sensibilidad pueden registrar en su lectura  

 

 
Figura 4. Diagrama de bloques de las etapas implementadas en el detector 
de eventos sismo-volcánicos y no volcánicos 
Fuente: Elaboración propia  
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sísmica ruido de fondo, caracterizado por su densidad 
espectral de potencia plana y por ser una señal que no posee 
correlación en relación al tiempo; lo que resulta en una 
adquisición con presencia de errores. El objetivo del pre-
procesamiento es la obtención de señales reales, mediante la 
aplicación de dos procedimientos: el filtraje y la 
normalización de la información. El filtraje por su parte 
permite conservar las componentes espectrales principales 
que contiene la información útil de las señales; al poseer cada 
evento sísmico una frecuencia de operación, se propuso un 
filtro de respuesta finita al impulso  (FIR del inglés, Finite 
Impulse Response) con un orden de 128, ya que este presenta 
una amplitud desigual necesaria para las condiciones de las 
señales. El filtro se encuentra en el rango de 0,5 Hz < f < 50 
Hz para evitar la supresión de información importante de las 
señales y descartar la aparición de un pico prominente en 0.2 
Hz producido por sismos de baja intensidad [23]. Finalmente 
se realiza la normalización de las señales para conseguir una 
media cero y varianza uno ( 𝜇𝜇 = 0 , 𝜈𝜈 = 1) de la información 
contenida en cada registro sísmico. 

 
4.2.  Segmentación 

 
Para satisfacer los requerimientos de tiempo real con una 

carga computacional moderada se establece un proceso de 
fragmentación de las señales, al ser la dimensión de la matriz 
de características directamente dependiente del valor de los 
segmentos, se considera los parámetros de rendimiento 
alcanzados en [15]; donde se concluye que una ventana 
𝜔𝜔 =15s permite detectar los eventos con  precisión. 

De esta forma se genera una matriz ventaneada  𝐬𝐬𝑖𝑖, 
definida por 𝐬𝐬𝐢𝐢 = �𝐬𝐬𝐢𝐢,𝟏𝟏𝐓𝐓 , 𝐬𝐬𝐢𝐢,𝟐𝟐𝐓𝐓 , … , 𝐬𝐬𝐢𝐢,𝐣𝐣𝐓𝐓   �𝐓𝐓, donde 𝐬𝐬𝐢𝐢,𝐣𝐣 es el 
segmento de una señal con una ventana de 15s, la misma que 
puede contener algún evento dentro de ella. A partir de aquí, 
cada señal segmentada se almacena en la matriz 𝐒𝐒 constituida 
por 𝐒𝐒 = �𝐬𝐬𝟏𝟏𝐓𝐓, 𝐬𝐬𝟐𝟐𝐓𝐓, … , 𝐬𝐬𝐦𝐦𝐓𝐓 �

𝐓𝐓
, de tamaño 𝑚𝑚 = 𝑟𝑟 𝜔𝜔⁄  donde 𝑟𝑟 es el 

tiempo total de un registro capturado por el sismógrafo, este 
valor es fijo e igual a 1200s.  

De igual forma se determinaron los tiempos de inicio y 
fin, para luego ser etiquetados junto a cada segmento 𝐬𝐬𝑖𝑖,𝑗𝑗; con 
valores de: -1 para BN, 1 para el evento LP, 2 para los VT y 
3 para los LGH. 

 
4.3.  Extracción de características  

 
Esta etapa constituye la principal dentro del sistema,  a 

partir de las sub-etapas descritas a continuación: 
 

4.3.1.   Descomposición multinivel Wavelet 
 
Un sistema Wavelet es un conjunto de bloques de 

construcción para representar una señal. La expansión 
Wavelet da una localización tiempo-frecuencia de la señal, 
esto significa que la mayor parte de energía está bien 
representada por unos pocos coeficientes de dilatación [24]. 

La DWT analiza la señal para ser descompuesta en varios 
niveles de aproximación y detalle mediante la aplicación de 
un proceso de filtraje tipo pasa-alto y pasa-bajo [25], en 

Tabla 1.  
Coeficientes de aproximación y detalle de los eventos sismo-volcánicos y 
no volcánicos 

Tipo de Evento Frecuencia de 
Operación 

Coeficientes de 
aproximación y detalle 

LP 0-3.1Hz , 25-50Hz cA5, cD2  
VT 6.2-12.5Hz, 25-50Hz cD4, cD2 

LGH 12.5-25Hz , 25-50Hz cD3, cD2 
Fuente: Elaboración propia 

 
 

 
Figura 5. Comparación de la forma de onda de un evento VT con las 
familias DB10 y Sym10 
Fuente: Elaboración propia 

 
 

efecto se aplica la DWT a la matriz 𝐒𝐒 lo que origina 𝐰𝐰𝐢𝐢 dada 
por 𝐰𝐰𝐢𝐢 = �𝐰𝐰𝐢𝐢,𝟏𝟏

𝐓𝐓 ,𝐰𝐰𝐢𝐢,𝟐𝟐
𝐓𝐓 , … ,𝐰𝐰𝐢𝐢,𝐣𝐣

𝐓𝐓   �𝐓𝐓, donde 𝐰𝐰𝐢𝐢,𝐣𝐣 = 𝑔𝑔ω�𝐬𝐬𝐢𝐢,𝐣𝐣�, siendo 
𝑔𝑔ω el operador de la  descomposición multinivel Wavelet 
definido por los coeficientes de aproximación y detalle; para 
finalmente conformar la  matriz 𝐖𝐖 establecida por  𝐖𝐖 =
�𝐰𝐰𝟏𝟏

𝐓𝐓,𝐰𝐰𝟐𝟐
𝐓𝐓, … ,𝐰𝐰𝐢𝐢

𝐓𝐓�𝐓𝐓.  
Los coeficientes de aproximación y detalle se aplican con 

relación a las bandas de operación descritas anteriormente en 
la Sección III, además se incluye el análisis en la banda de 25 
Hz < f < 50 Hz, esto de acuerdo a los resultados en [15], 
donde se muestra que los eventos LP tienen características 
importantes en ese rango de frecuencia  que pueden aportar a 
una mejor discriminación.  

La Tabla 1 describe los coeficientes de 
aproximación (cA) y los coeficientes de detalle (cD) 
dispuestos bajo los valores numéricos de los niveles de 
descomposición a ser utilizados en la extracción. 

Por concepto de similaridad se eligió como MW en orden 
10 a las familias Daubechies (DB10) y Symlet (Sym10) [11] 
al contrastarlas con las señales de interés, lo que se visualiza 
en la Fig. 5. 

 
4.3.2.  Análisis energético 

 
Una vez identificados los coeficientes de aproximación y 

detalle (cA5, cD4, cD3 y cD2), se procede al cálculo de la 
energía de la matriz 𝐖𝐖, por medio de la ec. (1). 

 

𝐸𝐸𝐸𝐸𝐸𝐸𝑟𝑟𝑔𝑔í𝑎𝑎 = �𝑥𝑥2
𝑁𝑁

𝑖𝑖=1

(𝑖𝑖)  (1) 
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Donde 𝑥𝑥 representa cada uno componentes de la señal.  
De esta manera se elabora la matriz 𝐄𝐄 compuesta por 𝐄𝐄 =

�𝐞𝐞𝟏𝟏𝐓𝐓, 𝐞𝐞𝟐𝟐𝐓𝐓, … , 𝐞𝐞𝐢𝐢𝐓𝐓�
𝐓𝐓

, donde cada 𝐞𝐞𝑖𝑖 está representado por  𝐞𝐞𝐢𝐢 =
[𝐞𝐞𝐢𝐢,𝟏𝟏, 𝐞𝐞𝐢𝐢,𝟐𝟐 , … , 𝐞𝐞𝐢𝐢,𝐣𝐣] con 𝑗𝑗 = 1,2, … , 4. 

 
4.4.  Algoritmo de clasificación DT 

 
Para esta etapa la técnica para el aprendizaje automático 

empleada es árboles de decisión de tipo supervisada, de 
acuerdo a [26-28].  El objetivo de DT es la construcción de 
un modelo estimado para la predicción de valores, de acuerdo 
a decisiones de desambiguación a partir de las características 
más significativas de los datos. El árbol de decisión inicia en 
el nodo raíz; cada condición en él está representada por un 
nodo, de donde las ramas son las posibles respuestas que 
pueden contribuir a la solución de dicha condición. 
Asimismo existen los nodos hoja que proporcionan el valor 
de la variable destino. 

Para obtener una clasificación con la más alta precisión 
posible es necesaria una generalización adecuada conseguida 
por medio de la creación de subárboles, definidos por las 
particiones recursivas del árbol de lo cual un nuevo nodo 
cumple la función de nodo raíz. 

El parámetro libre en DT es la frondosidad o profundidad 
(depth), el cual está establecido por las métricas de Entropía 
ó Índice de Gini que se expresan en la ec. (2) y ec. (3) [29], 
de lo cual el primero mantiene la ganancia de información de 
los datos mientras que el segundo agrega la función de 
impureza. 

 

𝐸𝐸(𝑡𝑡) = −�𝑝𝑝(𝑖𝑖|𝑡𝑡) log2 𝑝𝑝(𝑖𝑖|𝑡𝑡)
𝑐𝑐−1

𝑖𝑖=0

 (2) 

 

𝐺𝐺(𝑡𝑡) = 1 −�[𝑝𝑝(𝑖𝑖|𝑡𝑡)]2
𝑐𝑐−1

𝑖𝑖=0

 (3) 

 
Donde 𝑝𝑝(𝑖𝑖|𝑡𝑡) denota la fracción de registros 

pertenecientes a la clase 𝑖𝑖  en un nodo 𝑡𝑡 dado, y 𝑐𝑐 es el número 
de clases. 

 
4.5.  Detección y rendimiento 

 
La detección está basada en algoritmos de clasificación 

específicamente en DT, el clasificador predice una clase 
𝐾𝐾 con valores de; 1, 2, 3 ó -1 correspondiente a los eventos 
LP, VT, LGH o BN respectivamente. A continuación se 
realiza una reducción de características mediante las técnicas 
de selección embebidas de DT (validación cruzada y 
podamiento [30,31]) para las dos familias de MW. Los 
modelos obtenidos en la etapa de clasificación se verifican a 
partir de la matriz 𝐄𝐄 y las etiquetas del banco de prueba, 
donde los datos predecidos son sometidos a un pos-
procesamiento, el mismo que consisten en lo siguiente; 
inicialmente se asigna el valor de 1 a la existencia de un 
evento (1, 2 o 3) y 0 al BN identificando únicamente la 
presencia del evento sin importar cuál sea. De esta manera se 
examinó las etiquetas, tomando en cuenta que las señales en 

análisis pueden estar contenidas en más de dos segmentos, 
para lo cual se disminuyó a tan solo una etiqueta por evento 
considerando  un criterio de transición de 1 a 0. 

Por último y en relación con la clasificación supervisada 
se realiza una comparación de  las etiquetas predecidas con 
las etiquetas reales, donde el algoritmo determina 
automáticamente un umbral que maximiza el rendimiento del 
detector. 

La evaluación de la detección de los eventos se estableció 
bajo los parámetros de Exactitud (A), Precisión (P), 
Sensibilidad (R) y Especificidad (S) de acuerdo a las 
expresiones definidas en ec. (4)-(7). 

 

𝐴𝐴(%) =
𝑁𝑁𝑐𝑐
𝑁𝑁𝑇𝑇

× 100 (4) 

 

𝑃𝑃(%) =
𝑁𝑁𝑇𝑇𝑇𝑇

𝑁𝑁𝑇𝑇𝑇𝑇 + 𝑁𝑁𝐹𝐹𝑇𝑇
× 100 (5) 

 

𝑅𝑅(%) =
𝑁𝑁𝑇𝑇𝑇𝑇

𝑁𝑁𝑇𝑇𝑇𝑇 + 𝑁𝑁𝐹𝐹𝑁𝑁
× 100 (6) 

 

𝑆𝑆(%) =
𝑁𝑁𝑇𝑇𝑁𝑁

𝑁𝑁𝑇𝑇𝑁𝑁 + 𝑁𝑁𝐹𝐹𝑇𝑇
 (7) 

 
Donde 𝑁𝑁𝑐𝑐 es el número de patrones clasificados 

correctamente, 𝑁𝑁𝑇𝑇 es el número total de los patrones 
empleados en la clasificación, 𝑁𝑁𝑇𝑇𝑇𝑇 es el número de 
verdaderos positivos, 𝑁𝑁𝐹𝐹𝑇𝑇 es el número de falsos positivos, 
𝑁𝑁𝑇𝑇𝑁𝑁 es el número de verdaderos negativos y 𝑁𝑁𝐹𝐹𝑁𝑁 es el 
número de falsos negativos. 

 
5.  Resultados  

 
Con la finalidad de evaluar la metodología propuesta, en 

esta sección se presenta los resultados de cada etapa de la 
detección basada en clasificación de eventos sismo-
volcánicos y no volcánicos. El desarrollo de los experimentos 
se llevó a cabo en el software de simulación Matlab® 
R2013a, en una PC Core I7 con 2.80 GHz y 8 GB de RAM. 

En la Fig. 6 se muestra un ejemplo del proceso de 
descomposición basado en frecuencias de un evento LP, en 
el cual se puede observar que el nivel de descomposición para 
este tipo de evento es el 5 que comprende el rango de 
frecuencias entre 0 Hz a 3.1 Hz (cA5). Del mismo modo se 
examinó el coeficiente cD2 que presenta un intervalo 
comprendido de 25 Hz a 50 Hz. 

Por otra parte en la Tabla 2 se resumen los valores medios 
de la energía calculada para los 4 coeficientes con las wavelet 
madre Sym10 y DB10, donde se puede observar  los valores 
representativos para cada tipo de evento. El valor mínimo 
energía se evidencia en las señales no volcánicas LGH en 
relación a los eventos de origen volcánico.    

La representación del árbol de las principales características 
para los dos tipos de MW, se consiguen en base al algoritmo de 
clasificación DT; de donde para DB10 se estructura un árbol de 
44 nodos, al contrario de  Sym10 que abarca 41 nodos lo cual se 
ilustra en la Fig. 7. La identificación del nodo raíz significa para
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Figura 6. Descomposición multinivel de Wavelet de un evento sismo-volcánico LP, basado en bandas de frecuencia. 
Fuente: Elaboración propia 

 
 

Figura 7. Representación del árbol de decisión de las características de energía de los coeficientes cA y cD de la matriz W aplicando la MW Sym10. 
Fuente: Elaboración propia 

 
 

Tabla 2. 
Energía de los coeficientes de aproximación y detalle de los eventos 
volcánicos y no volcánicos 

Evento cA5 cD4 cD3 cD2 
 Sym DB Sym DB Sym DB Sym DB 

LP 1.60 1.19 3.54 3.64 1.96 1.97 3.02 3.01 
VT 0.86 0.66 1.87 1.89 1.90 1.89 2.49 2.49 

LGH 0.48 0.42 0.88 0.89 1.07 1.07 1.78 1.78 
Fuente: Elaboración propia 

 
 

el árbol continuar con la formación de las reglas que 
contribuyen a la determinación de los tres tipos de señales. 
En ambos casos el coeficiente cD4 funciona como nodo raíz; 
pero con una diferencia de umbrales, siendo 1.169 para 

DB10 y 1.308 para Sym10. En consecuencia la banda de 
frecuencias de 6.2 Hz a 12.5 Hz, es indispensable para la 
formación de los árboles. 

En las Figs. 8, 9 se observa la aplicación de las técnicas de 
selección embebidas del algoritmo DT para la MW Sym10. De 
tal modo que para la validación cruzada se genera un árbol 
compuesto por 3 nodos, siendo el nodo cD4 el que permite 
discriminar directamente las señales no volcánicas de los 
eventos sismo-volcánicos. De ahí que si el valor de decisión en 
dicho nodo es inferior al umbral de 1.308 corresponde al ruido 
o un LGH, de lo contrario se puede identificar entre las clases 
LP o VT. De la misma manera la estructura obtenida mediante 
el podamiento refleja una semejanza a la técnica anterior; no 
obstante en los nodos cD2 difieren en sus umbrales. 
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Figura 8. Características con la técnica de selección embebida validación 
cruzada 
Fuente: Elaboración propia 

 
 

 
Figura 9. Características con la  técnica de selección embebida podamiento 
Fuente: Elaboración propia 

 
 

Tabla 3.  
Resultados del rendimiento de la matriz W con Symlet 10 

Método A (%) P (%) R (%) S (%) 
Defecto 99.98 98.65 99.32 99.98 

V. Cruzada 99.88 97.83 91.84 99.97 
Podamiento 99.98 98.65 99.32 99.98 

Fuente: Elaboración propia 
 
 
Los parámetros de desempeño de la detección basada en 

clasificación se adquirieron a partir del banco de 
características test. Mediante la aplicación de los dos tipos de 
MW se consiguió el modelo por defecto y los modelos 
mediante las técnicas de selección de características: 
validación cruzada y podamiento  

En la Tabla 3 se describe la aplicación de características 
por la MW Symlet 10, de lo cual con el modelo por defecto 
y podamiento se muestra una igualdad en las cuatro métricas 
de rendimiento. Al contrastar los modelos anteriores con el 
de validación cruzada existe una mínima variación en  A, P y 
S. En cambio para la R se diferencia en aproximadamente un 
7%, lo que demuestra que existe un número menor de 
verdaderos positivos; además de contribuir a la disminución 
de la probabilidad de que exista un evento erróneo.  

El análisis con MW DB10 se explica en la Tabla 4, de donde 
se evidencia una coincidencia de rendimientos entre el modelo por 
defecto y la técnica de podamiento. De igual forma al equiparar 

Tabla 4.  
Resultados del rendimiento de la matriz W con Daubechies 10 

Método A (%) P (%) R (%) S (%) 
Defecto 99.83 93.75 91.84 99.93 

V. Cruzada 99.88 98.53 91.16 99.98 
Podamiento 99.83 93.75 91.84 99.93 

Fuente: Elaboración propia 
 
 

 
Figura 10. Detección de los eventos sismo-volcánico LP  y no volcánico  
LGH 
Fuente: Elaboración propia 

 
 

 
Figura 10. Detección de los eventos sismo-volcánico VT y no volcánico  
LGH 
Fuente: Elaboración propia 

 
 

los resultados ya mencionados, con el de validación cruzada 
se observa un valor más alto en el parámetro de P con el 
98.53%. 

En definitiva al evaluar los 6 modelos existe una analogía 
de resultados; sin embargo el contraste uno del otro radica en 
el número de características empleadas en el cálculo del 
rendimiento final de la detección. Las técnicas de selección 
de características definen que tan solo con las características  
cD2 y cD4 se puede establecer las cuatro clases de señales. 

Por último se observa ejemplos de la salida del detector. 
En la Fig. 10 se determina un evento sismo-volcánico LP y 
un evento no volcánico LGH del BN; mientras que en la Fig. 
11 se identifica un evento VT y LGH. 

 
6.  Discusión y conclusiones 

 
La detección y clasificación de eventos sismo-volcánicos 

constituye una línea de investigación relevante en el 
desarrollo de sistemas automáticos que permitan indicar la 
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ocurrencia de algún  proceso eruptivo o sísmico con un factor 
de riesgo. Por tal motivo en el presente estudio se desarrolló 
un sistema detector de eventos sismo-volcánicos y no 
volcánicos, planteado en varias etapas de manera sistemática 
y descriptiva, obteniendo una mejora en el parámetro de 
exactitud A del 11% aproximadamente, en comparación con 
el trabajo propuesto en [17], al emplear ambos bancos de 
entrenamiento y prueba independientes.  

Las principales características de las señales para el 
algoritmo de clasificación DT, se extrajeron a través de un 
análisis de energía de los coeficientes cA5, cD4, cD3 y cD2 
con relación a las frecuencias de operación de las señales; de 
donde se obtuvo menor número de características que los 
estudios realizados en [15] y [16],  en los cuales se emplea 49 
y 12 características respectivamente, con técnicas asociadas 
a la Transformada Wavelet, sin embargo en el primer caso se 
realiza una descomposición de nivel 4 mientras que en el 
segundo caso el análisis de los coeficientes de aproximación 
y detalle  se realiza en  función a  la autocorrelación en 
frecuencia y momentos estadísticos.  

Por medio de las técnicas embebidas del algoritmo de 
clasificación DT, validación cruzada y podamiento se 
eliminaron los nodos innecesarios a través del parámetro de  
frondosidad, de donde su número se reduce de 41 a 3 
características resultantes con la MW Sym10. Además 
mediante el valor de los umbrales del nodo cD4 fue posible 
discriminar las señales de origen no volcánicas de los eventos 
sismo-volcánicos si necesidad que evaluar cD2. 

Para la evaluación del rendimiento del detector basado en 
clasificación se puso en consideración 6 modelos, de lo cual 
el modelo de podamiento correspondiente a la extracción de 
características con la MW Sym10 arrojó los mejores 
resultados con un 99.98% en A, 98.65% en P, 99.32% en S y 
99.98% en R. Los resultados alcanzan estos valores debido a 
que la detección se realiza bajo un aprendizaje supervisado.  

En el futuro se complementará este trabajo con la 
detección y clasificación de los eventos HYB y TRE 
aplicando la técnica de aprendizaje SVM en su modo multi-
clase, al no ser considerados en esta investigación por 
presentar un número reducido de los mismos en la base de 
datos disponible. 
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