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RESUMEN.

Las técnicas més utilizadas hasta el momento para la investigaci6n y el andlisis de datos en marketing eran ca-
si exclusivamente multivariantes. Los desarrollos actuales de ciertas de ellas como los 4rboles jerdrquicos dan
al marketing la precisién que le faltaba y permiten abordar la prediccidn y la clasificacion con mds seguridad.
Las Redes Neuronales cubren los mismos tépicos con una precisién variable que se puede superar seleccio-
nando mejor los datos y escogiendo los algoritmos adecuados.

" I. INTRODUCCION.

El marketing se distingue por ser una ciencia social que necesita utilizar técnicas que den los re-
sultados mds exactos posibles. Asi como la segmentacion y el posicionamiento en marketing quedan bas-
tante bien cubiertos por técnicas como la clasificacion, la segmentacién jerdrquica y el posicionamiento
por técnicas como el andlisis por componentes principales, el andlisis de correspondencias sencillas o
miiltiples y el escalamiento multidimensional, la prediccién y la clasificacién de datos evolucionan cons-
tantemente con técnicas a la vez tradicionales y otras de indole méds moderna.

El propésito de este articulo es presentar comparativamente dichas técnicas y los resultados co-
rrespondientes.

El articulo pretende, con un minimo de hincapi€ en la teoria, presentar los resultados comparati-
vos llevados a cabo con varias técnicas de clasificacion y prediccion seleccionadas, entre ellas el Andlisis
Discriminante, la Clasificacion y Regresién Jerdrquica, la Segmentacién Jerdrquica, y el andlisis con
Redes Neuronales.

Con ello se pretende presentar unos resultados y poder juzgar parcialmente por lo menos del fun-
damento legal de ciertas técnicas.

1.1 ) LA BASE DE DATOS

La base de datos trata de automéviles y ha sido extraida de Motor Trend de 1984, contiene 407
casos 0 modelos de automdviles y presenta nueve variables de andlisis de las que se utilizaran seis (millas
por galdn, pulgadas cubicas del motor, caballos vapor, peso en libras, aceleracién y como variable depen-
diente una variable con cinco categorias, 3, 4, 5, 6 y 8 cilindros).

1.2 ) PROPOSITO DE LA INVESTIGACION.

El propésito de la investigacion es identificar el método o la técnica que mejor prediga las cate-
gorias de pertenencia y que a la vez mejor clasifique los modelos, todo ello con el nivel de error mds bajo.

Cabria hacer algunas advertencias, ciertas técnicas funcionan mejor con una base de datos amplia
y con muchas variables ellas son las técnicas asociadas a las Redes Neuronales que tienen que reconstituir
el algoritmo o la formula a partir de los datos observables.

Ello puede conllevar un sesgo en el caso de valores ausentes lo que ocurre con los datos de 11 a
15 y 18 para la variable mpg, y teniendo en cuenta de la manera en que sean considerados por el algorit-
mo o el sistema de andlisis utilizado. El programa de Redes Neuronales utilizado los fija a cero y los de-
mds sistemas suprimen el dato entero.

II. ANALISIS.

La base de datos servird a la clasificacion y a la prediccién con relacién a la variable dependiente
cilindrada. Se utilizardn tres tipos de técnicas, el primer tipo se fundamentard en técnicas multivariantes
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como el andlisis discriminante, el segundo en técnicas jerarquicas de clasificacién como la regresion y la
clasificacion jerarquica y la segmentacion jerarquica (CHAID) y el dltimo tipo en técnicas fundamentadas
en las redes neuronales con funciones supervisadas de multicapas (Multi-Layer Perceptron) utilizando el
algoritmo de aprendizaje de Gradiantes Conjugados (Conjugate Gradiants) y de base radial.

Todas estas técnicas serdn comparadas en su capacidad de prever y clasificar los modelos en sus
categorias respectivas, por lo que en la base de datos existird la variable cilindrada que se podra conside-
rar como una variable dependiente a partir de la que se podra decir si se ha pronosticado y clasificado
bien el modelo de automdvil a partir de las cinco variables independientes..

EL ANALISIS DISCRIMINANTE.

El andlisis discriminante que se va a llevar cabo equivaldria a una regresién miiltiple cuya varia-
ble dependiente seria constituida por la variable cilindrada con cinco categorias (tres, cuatro, cinco, seis
y ocho cilindros. No necesariamente en ese orden).

La regresion discriminante presentard al final del andlisis una matriz de prediccién y de clasificacién que

se puede observar en la figura 1.

FIGURA 1. MATRIZ DE CLASIFICACION Y DE PREDICCION SEGUN UN ANALISIS DISCRIMINANTE.

Discriminant Analysis Report

Page/Date/Time 1 12-27-1998 22:22:29

Database C:\NCON\CARS1.S0

Dependent CYLINDER

Classification Count Table for CYLINDER

Predicted

Actual Missing cinco cuatro ocho seis
Missing 1 0 0 0 0
cinco 0 2 1 0 0
cuatro 0 16 177 1 4
ocho 0 0 0 96 5
seis 0 3 10 0 67
tres 0 0 0 0 0
Total 1 21 188 97 76

Reduction in classification error due to X's = 85,7%
Classification Count Table for CYLINDER

Predicted

Actual tres Total
Missing 0] 1
cinco 0 3
cuatro 6 204
ocho 0 101
seis | 81
tres 4 4
Total 11 394

Reduction in classification error due to X's = 85,7%

Se puede observar en la figura 1 que el anélisis discriminante ha llegado a clasificar correcta-
mente 85,7% de los datos lo que da un error del 14,3% en la prediccién y en la clasificacién. Habria que
afiadir que donde existen valores ausentes (missing values) el programa ha suprimido el dato por lo que
los resultados finales pueden cambiar. Existen en total 407 datos y el programa recopila 394, por lo que se
han suprimido 13 datos a los que habria que afiadir los datos mal clasificados. De hecho sobre un total de
407 el error es de 0,1498 lo que da una clasificacién correcta del 85,012% de los datos, muy proxima a lo
que al fin y al cabo presenta el programa.

2.2) LOS METODOS JERARQUICOS.

Los métodos jerdrquicos se fundamentan principalmente en varias técnicas, la regresién y la cla-
sificacion jerdrquica (C&RT) usando el algoritmo de Breiman, y la segmentacion jerdrquica basada fun-
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damentalmente en la clasificacion automadtica segiin CHAID, la clasificacién exhaustiva seglin CHAID y
por fin la clasificacion jerarquica segin QUEST.

2.2.1) La regresion y la clasificacién jerarquica.

La regresién y clasificacion jerdrquica (ahora RCJ) constituye un método parecido al algoritmo
AID que dicotomiza la muestra segin el método de Breiman (1984) y genera arboles de decisiones bina-
rias. El propésito es realizar una particién de los datos en subconjuntos que sean homogéneos con res-
pecto a la variable dependiente. A cada particién de los datos se seleccionard la mejor variable indepen-
diente predictora (explicativa) que presentard la mejor dicotomizacién (para variables independientes
continuas) o el mejor ajuste de categorias (para variables nominales o ordinales) en base a la mayor re-
duccién de impureza, y se creardn dos nodos con el mejor predictor. El proceso se repetird hasta que se
alcancen los parametros de paro. Contrariamente, con el algoritmo AID la dicotomizacién se efectuaba de
forma a maximizar la varianza entre la suma de los cuadrados del mismo grupo (ver Miquel, Bigné, Lévy,
Cuenca y Miquel, 1997).

La variable dependiente en RCJ puede ser nominal, ordinal o continua. En nuestro ejemplo se ha
considerado primero como ordinal y luego nominal.

El RCJ pasa por uno de los métodos mas precisos de clasificacién. La figura 2 muestra los datos
mal clasificados y el error que es de apenas de 3,45%, es decir que los datos han sido clasificados correc-
tamente a 96,54% , un indice muy alto.

La figura 3 muestra el 4rbol de clasificacién con los distintos predictores, nodos y grupos.

En este caso se ha considerado la variable dependiente cilindros como ordinal es decir que las
categorias son continuas y que 6 cilindros es inferior a 8 y 8 superior a 6, etc..

También se puede considerar la variable dependiente cilindros como nominal y en ese caso se
desubica la relacién ordinal entre las categorias. La matriz de prediccién y clasificacién arrojard los re-
sultados de la figura 4. ’

FIGURA 2. MATRIZ DE PREDICCION Y DE CLASIFICACION CON VARIABLE DEPENDIENTE ORDINAL.

Misclassification Matrix

Actual Category 4 6 3 5 8 total
Predicted Category
4 cylinders 207 6 4 2 0 219
6 cylinders 0 77 0 1 0 78
3 cylinders 0 0 0 0 0 0
5 cylinders 0 0 0 0 0 0
8 cylinders 0 1 0 0 107 108
total 207 84 4 3 107 405
Resubstitution
Risk Estimate 0,0345679
SE of Risk Estimate  0,00907758
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FIGURA 3. ARBOL DE DECISION DE RCJ CON VARIABLE DEPENDIENTE ORDINAL.
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FIGURA 4. MATRIZ DE PREDICCION Y DE CLASIFICACION CON VARIABLE DEPENDIENTE NOMINAL.

|
150 506

Actual Category
ocho

Predicted Category
ocho 106
cuatro0 207
seis 0
Miss 0
tres 0
cinco 0
total 106

Resubstitution
Risk Estimate
of Risk Estimate

Misclassification Matrix

cuatro seis

Missing

tres

O\ —

0,046798
0,010482

cinco total

0 0 0
1 4 2
0 0 1
0 0 0
0 0 0
0 0 0
1 4 3

108
220
78

406

SE

Se puede apreciar el ajuste, ligeramente distinto, se ha afiadido un dato ausente y se ha clasifica-
do mal un modelo de ocho cilindros en cuatro. El error en este caso es de 0,046 por lo que los datos son
clasificados correctamente al 95,33%.
El 4rbol de decisién serd el mismo que el de la figura 3 con la variante de los dos casos mencionados.

2.2.2) La segmentacién jerarquica.

La segmentacion jerdrquica (ahora SJ) y mds particularmente el algoritmo CHAID (Chi-square
Automatic Interactive Detector) se debe a Kass (1980) y su desarrollo posterior a Jay Magidson (1993).
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Contrariamente al algoritmo AID, la SJ y el algoritmo CHAID utilizan variables nominales, ordi-
nales y continuas, y actiian por agregacion politémica (y no dicotémica) de las categorias o clases.

De manera general, la SJ permite descomponer una base de datos en varios grupos en base al
mejor predictor de la variable dependiente (en funcién de la prueba de la xz mds significativa).

La SJ permite determinar la mejor particién de cada nodo y aparejar clases o categorias de las va-
riables independientes predictoras si no existe diferencia, estadisticamente significativa entre las clases, en
relacién con la variable dependiente. Se repite el proceso hasta que no queden mds parejas significativas.

Seguidamente se vuelve a seleccionar el nuevo mejor predictor y el grupo (nodo) serd dividido en
dos o mds clases. Se repetird el proceso hasta que se llegue a la regla de fin.

Dicho rapidamente se podria comparar la SJ a una regresién de tablas cruzadas desde la més sig-
nificativa a la menos. El andlisis de correspondencias constituird el complemento natural de esta técnica
(ver Lévy, Lambert y Clavel, 1997).

La critica que se hizo a Kass es que nada garantiza la particién optima de cada grupo (en cada
nodo), para ello habrfa que realizar una investigacion exhaustiva de todos los grupos posibles hasta que
quede el grupo mas significativo, cosa que no realiza CHAID pero si el algoritmo propuesto por Biggs en
1991 bajo el nombre de Exhaustive CHAID. El algoritmo actda de la misma manera que el anterior pero
también de manera recursiva.

La SJ también constituye una técnica de clasificacion y se podrd observar en la figura 5 como son
clasificados los modelos de automdviles.

FIGURA 5. MATRIZ DE PREDICCION Y DE CLASIFICACION DE SJ SEGUN CHAID.

Misclassification Matrix
Actual Category
ocho cuatro seis Missing tres cinco total
Predicted Category
ocho 106 1 6 0 0 0

113
cuatro0 189 0 1 4 2 196
seis 0 21 75 0 0 1 97
Missi 0 0 0 0 0 0 0
tres 0 0 0 0 0 0 0
cinco 0 0 0 0 0 0 0
total 106 211 81 1 4 3 406
Resubstitution
Risk Estimate 0,08867
SE of Risk Estimate 0,0141079

Se observara que la clasificacion segin SJ arroja un error del 0,08867 es decir que los datos son
clasificados correctamente al 91,133%, que es inferior a la RCJ, aunque muy aceptable.
Se puede observar también en la figura 6 que el 4rbol politomiza la muestra y no la dicotomiza
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FIGURA 6. ARBOL DE SJ SEGUN CHAID.
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Se llevé a cabo también una investigacién con CHAID exhaustivo que no dio resultados satis-
factorios. Con la variable cilindros considerada como ordinal arrojé un error de clasificacién de 0,1777 y
de 0,1724 con la misma variable considerada como nominal. Los arboles eran parecidos al de CHAID con
la diferencia que habia un nivel més (dos en total).

2.2.3) La clasificacién y la regresion jerarquica segin QUEST.

El algoritmo de RCJ propuesto por Breiman suele seleccionar mds variables discretas que per-
miten llevar a ¢abo mds particiones del drbol jerdrquico, ademés el algoritmo de RCJ es gran consumidor
de tiempo CPU de ordenador.

El método QUEST para Quick, Unbiaised, Efficient Statistical Tree descrito por Loh y Shih
(1997) constituye un método de partici6n binaria de una base de datos y, contrariamente a laRCJ y ala SJ
seglin CHAID, selecciona primero la variable predictora y luego efectiia la particién (la RCJ y la SJ lo
llevan a cabo de manera simultanea). ,

Para cada particién, la asociacién entre la variable predictora y la variable dependiente es llevada
a cabo por el test F de Anova, el test de Levene para las variables ordinales y continuas y el test de la
xz de Pearson para las variables nominales.

Se aplica el dnélisis discriminante cuadrdtico para identificar el mejor punto de particién de la
variable predictora, proceso que se repetird hasta llegar a la regla de fin (inexistencia de otros predictores
significativos).

Si la variable dependiente es tinica, siempre deberé ser nominal, con ello este algoritmo es supe-
rior y deberia dar mejores resultados que la RCJ.

254



FIGURA 7. ARBOL DE RCJ SEGUN QUEST.
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FIGURA 8. MATRIZ DE PREDICCION Y DE CLASIFICACION SEGUN QUEST.

Misclassification Matrix
Actual Category
ocho cuatro seis Missing tres «cinco total
Predicted Category
ocho 102 1 0 0 0 0

103
cuatro0 207 11 1 4 2 225
seis 4 3 70 0 0 1 78
Missi 0 0 0 0 0 0 0
tres 0 0 0 0 0 0 0
cinco 0 0 0 0 0 0 0
total 106 211 81 1 4 3 406
Resubstitution
Risk Estimate 0,0665025
SE of Risk Estimate 0,0123655

Se puede observar que QUEST aunque se presente como un programa superior no mejora la cla-
sificacién anterior de la RCJ ya que el error de clasificacién como se observard en la figura 8 es de
0,0665, lo que significa que los datos son clasificados correctamente al 93,35% que es superior a la SJ
con CHAID pero inferior a la RCJ.

Existen otros métodos de clasificacién como por ejemplo los algoritmos FACT (Loh y Vani-
chestakul, 1988) o THAID (Morgan y Messenger, 1973) y con CHAID se puede decir que son métodos
de descomposicién multiniveles y no meramente métodos de descomposicion binarios. Una controversia
ha sido declarada por Loh y Shih en 1997 segiin la que hay pocas ventajas en llevar a cabo descomposi-
ciones multiniveles, es decir politomizando la muestra, en vez de descomposiciones binarias que segiin
estos autores clasifican mejor. También segiin ellos cualquier descomposicion politémica puede ser lleva-
da a cabo por una serie de descomposiciones binarias o dicotémicas.
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Habria que ponderar un poco estas consideraciones, si de clasificacion se trata o de encontrar el
mejor predictor y el mejor punto de particién, se puede escoger cualquier método de RCJ. Pero si se trata
de identificacion de segmentos de mercado o de jerarquizar la importancia de ciertas tablas cruzadas con
respecto a otras, la SJ cobra toda su importancia como técnica explicativa y descriptiva (con el analisis de
correspondencias).

Como bien decia Richard Bagozzi, ‘por fin se va a poder parar de estructurar a mano infinidad de
tablas cruzadas segun el nivel de significacién, ya existe un programa que las estructura y las jerarquiza
automaticamente’.

LLAS REDES NEURONALES.

Las redes neuronales intentan reproducir el esquema cerebral en sus unidades de proceso deno-
minados neuronas asi como en las conexiones entre ellas.

Las redes neuronales y el andlisis por estas redes han sido a menudo asociados al andlisis multi-
capas (Multi-Layer Perceptron, MLP), hoy el andlisis por redes neuronales (a partir de ahora ARN) pre-
senta muchas m4s funciones y en este estudio se aplicard también la funcién de base radial (Radial Basis
Function, RBF), estas dos funciones son las que mejores resultados han arrojado.

Estos dos tipos de redes son supervisados, es decir que presentan un patrén de salida que se po-
dria calificar de variable dependiente, lo que les permite contrastar y corregir los datos. Existen redes que
no presentan este patrén y que utilizan obligatoriamente una funcién disefiada para ello, la funcién de
Kohonen.

- La primera etapa de la utilizacién del ARN ser4 constituida por el disefio de la red; en cualquier
arquitectura la primera capa de entrada sera constituida por las cinco variables independientes (millas por
gal6n, pulgadas cubicas del motor, caballos vapor, peso en libras, aceleracién, cilindrada), la segunda serd
disefiada por el investigador o el algoritmo y la tercera capa serd constituida por los cinco valores del
patrén o de la variable dependiente, es decir 3, 4, 5, 6, y 8 cilindros.

La o las capas (1 o 2) intermediarias de neuronas albergan funciones de transformacion de los
datos de entrada que intentaran hacer coincidir los resultados con el patrén de salida.

- La segunda etapa serd constituida por el entrenamiento de la red y consiste en utilizar un algo-
ritmo que ajustara los pesos (sindpticos) de las conexiones entre las neuronas. Los casos de entrenamiento
(o training) permitirdn por aprendizaje recurrente conseguir el objetivo, disminuir la funcién de error y
conseguir la mayor eficacia de configuracién de los pesos sindpticos de la red.

Los casos de validacién vendran a confirmar el aprendizaje realizado por el entrenamiento. Una
vez entrenada y validada la muestra, se puede prever y clasificar una base de datos. La base de datos seré
dividida en tres, los casos de validacion, los casos de entrenamiento y los casos de anlisis.

La muestra es constituida por 407 casos que se han dividido en 204 casos de entrenamiento, 102
de validacién y 101 de estimacién. La particién ha sido realizada arbitrariamente por el ordenador, se
estudiardn todos los casos segin el entrenamiento, la validacién y la estimacion.

2.2.1) El ARN multicapas o MLP.

El modelo de ARN de multicapas utilizado se fundamenta en el Perceptrén Multicapas con para-
digma ‘Back-Propagation’, se trata de la forma mds comiin de modelos neuronales y una presentacion
general de la arquitectura de estos modelos.

Para solucionar este problema de clasificacién se ha llevado a cabo un ARN multicapas utilizan-
do una capa intermedia de ocho nodos (generada por el algoritmo, se realiz6 otro intento manual con dos
capas de neuronas intermedias con menos precisién), la funcién de transformacién de los nodos de la capa
intermedia es una funcién tangente y el algoritmo de aprendizaje es el del gradiante conjugado (Conjugate
Gradiant). )

Se puede observar en la figura 9 la arquitectura utilizada donde la primera capa de neuronas de
entrada es constituida por las cinco variables independientes, la capa intermedia de ocho neuronas y la
capa de salida compuesta por cinco neuronas que constituyen las cinco categorfas de la variable depen-
diente, cilindrada.

En la figura 10 la matriz de clasificacién y prediccidn arroja un ajuste de datos del 96,08%. Este
ajuste no es el ajuste final ya que se trata solamente de los casos de entrenamiento.
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FIGURA 9. ARQUITECTURA MLP CON CAPA INTERMEDIA DE OCHO NODOS.

FIGURA 10. MATRIZ DE CLASIFICACION Y PREDICCION PARA UN ARN CON UNA CAPA INTERMEDIA DE OCHO NODOS
(ENTRENAMIENTO).

Input Data Set : Training
kk Data Aok
** Cross Tabulation Matrix **

True Predicted

ocho cuatro  seis Missing tres cinco

ocho 75 0 1 0 0 0
cuatro 1 80 1 0 0 0
seis 0 2 41 0 0 0
Missing 0 1 0 0 0 0
tres 0 2 0 0 0 0
cinco 0 0 0 0 0 0
Total number of examples : 204

Total number of targets : 204

Total correct : 196

Percentage correct : 96.08%

TABLA 1. CASOS CLASIFICADOS ERRONEAMENTE Y PORCENTAJES CORRECTOS DE CLASIFICACION PARA UN MLP CON UNA
CAPA OCULTA DE OCHO NODOS INTERMEDIOS.

ENTRENAMIENTO VALIDACION ESTIMACION TOTAL
8 casos 14 casos 14 casos 36 casos
96,08 % 86,27 % 86,14 % 91,15 %

En la tabla 1 se puede observar que los casos de entrenamiento quedan muy bien ajustados
(96,08 %) ain cuando los casos de validacién (que permiten la generalizacién) y de estimacién lo sean
menos. Ello significa que existe sobreajuste (overfitting) de los datos de entrenamiento que se podria
corregir y mejorar en parte escogiendo los datos, o en este caso modelos de coches, que harfan parte de
los casos de entrenamiento o de los casos de validacién.

Si se asume el total se considerard que el porcentaje de casos correctamente clasificados es del
91,15 % para este tipo de ARN de multicapas con paradigma ‘Back-Propagation’.

2.2.2) El ARN segitin modelos de Funciéon Base Radial (RBF).

Los modelos de funcién base radial tienen sus origenes en los escritos de Powell (1985) que di-
viden los datos de entrenamiento en segmentos que corresponden a regiones de espacio decisional defini-
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das por las caracteristicas de los datos y determinadas por las funciones de base radial delimitadas por
circulos al interior del espacio decisional.

Contrariamente al modelo MLP, en el modelo RBF los pesos sindpticos de la capa de entrada
(inputs de variables independientes) no cambian durante el entrenamiento de los casos y en la capa oculta
un algoritmo k-medias es utilizado para agrupar las variables independientes segiin sus similaridades.

TABLA 2. CASOS CLASIFICADOS ERRONEAMENTE Y PORCENTAJES CORRECTOS DE CLASIFICACION PARA UN ARN DE
FUNCION BASE RADIAL.

ENTRENAMIENTO VALIDACION ESTIMACION TOTAL
4 casos 14 casos 15 casos 33 casos
98.04 % 86,27 % - 85,15% 91,89 %

En este apartado se pueden hacer exactamente lo mismos comentarios que en el apartado ante-
rior. E1 ARN por RBF puede a veces ser més preciso que el ARN por MLP, en este caso la diferencia es
minima.

FIGURA 11. MATRIZ DE CLASIFICACION Y PREDICCION PARA UN ARN DE FUNCION BASE RADIAL (CASOS O DATOS DE
ENTRENAMIENTO).

ex Data

|
%% Cross Tabulation MHatrix x*

True Predicted

ocho cuatro selis Missing tres
ocho 76 1] 0 0 u}
cuatro 1 81 ] 0 0
seis 0 1 42 0] 1]
Missing 0 u] 0 1 0
tres 0 2 0 0 0
cinco 0 u} 0 g 0
. 0 0 0 0 0
Total number of examples : 204.
Total number of targets : 204
Total correct : 200
Percentage correct : 98.04%x

II1. IMPLICACIONES Y CONCLUSIONES.

Se ha podido observar que desde los métodos estadisticos multivariantes ha habido cierta evolu-
cién en la precisién de la prediccion y la clasificacién de datos. Cualquier método con una precisién de
clasificacién superior al 85% debe ser considerado.

Los métodos multivariantes suelen ser invariables, es decir que a partir de unos datos determina-
dos la herramienta de calculo es fija y presentara siempre los mismos resultados.

La herramienta puede sin embargo ser mds moldeable con los métodos de arboles jerarquicos ya
que se pueden sacar més clases modificando ciertos puntos de particién. El método dird si la prediccion es
buena o no.

Estas técnicas han arrojado muy buenos resultados en esta investigacion, en otras han sido quizas
menos precisas, y aunque los valores por defecto suelen dar buenos resultados, a veces se pueden mejorar
cambiando ciertos pardmetros. Estas técnicas ofrecen bastantes métodos alternativos que se pueden al fin
y al cabo probar en los datos y a veces siempre alguno es mds adaptado a cierto tipo de problemds.

Los ARN son los que presentan més algoritmos moldeables y aunque los valores por defecto
arrojen resultados aceptables, la seleccién de algoritmos y la manipulacién de pardmetros pueden ajustar
los resultados mejor que los valores por defecto. Da a veces la impresién que la utilizacién de estas técni-
cas y la resolucién de ciertos problemds sea més bien una cuestién de mana, el ajuste de ciertos datos se
ha vuelto muy sensible. Es quizds la parte mds interesante de los ARN, moldear la herramienta para llegar
a resultados que puedan ser muy precisos, incluso superiores a todas las demads técnicas.

258



Habria que afiadir que algunos programds hacen que sus algoritmos sean de uso mds amigable y
sobre todo que haya mds facilmente convergencia hacia un resultado significativo y satisfactorio.

Los programds abundan y la literatura se encarga de presentarlos y analizarlos, cada sistema esta-
distico de andlisis de datos suele presentar sus programds propios por lo que el lector deberd hacerse una
opinién por si mismo.
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