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Resumen. I.as técnicas mas utilizadas

hasta el momento para la investigación y

el análisis de datos en markcliii^ eran casi

exclusivamente multivariantes. I.os

desarrollos actuales de algunas de ellas,

como los Arboles jerárquicos, dan al

iihirkíiiii^ la precisión que le faltaba y

permiten abordar la predicción y la

clasiticacicín con más seguridad, i.as

Redes Neuronales cubren los mismos

tópicos con una precisúm variable que se

puede superar seleccionando mejor los

datos y escogiendo los algoritmos

adecuados.

Palabras clave: datos multivariantes,

árboles jerárquicos, predicción,
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The predictlon and Classificatlon of

Data In Marketing: a Comparative

Analysis of Muftivariant Technlques,

Hierarchica! Trees and Neuronal

Networks

Abstract. L'ntil recenth-, the most wádeh-

useti techniques for rcscarch ani! data

analysis in marketing wcre almost cxclusivclv

multivariant. Ncw dcvclo¡5mcnts with

hierarchical trees give Murkt/iii^ analysis the

accuracy prcviously lacking and pcrmit

greatcr securitv with prcdictions and

classiñcaiion. Neuronal networks cover the

same topics, with a variable accuract' that

eould be improved bv selecting data bctier

and choosing suitable algorithms. This paper

will present a comparative stiidy using three

differcnt techniques.

Key words: multivariate data, hierarchical

trees, pretliction, clasification, neural

networks, algorithms.

Introducción

Hl warkí'iiii!^ se distingue por ser una ciencia social que
necesita utilizar técnicas que den los resultados más exac
tos posibles. Así como la segmentación yel posicionarnicnto
en mdrkc/iiiii quedan bastante bien cubiertos por técnicas
como la clasificación v la segmentación jerárquica, el posi-

cionamiento lo es por técnicas como el análisis por com

ponentes principales, el análisis de correspondencias sen
cillas o miíltiplcs Vel escalamiento multidimcnsional. La
predicción v la clasificación de datos evolucionan cons
tantemente con técnicas a la vez tradicionales y otras de
índole más mtiderna.

El propósito de este artículo es presentar comparativa
mente dichas técnicas v ios resultados correspondientes.

F.l artículo pretende, con un mínimo de hincapié en la
teoría,presentar los resultadoscomparativos llevados a cabo
con varias técnicas de clasificación y predicción selecciona
das, entre ellas el análisis discriminante, la clasificación y

regresión jerárquica, la segmentación jerárquica, y el análi
sis con redes neuronales.

Con ello se pretende presentar unos resultados y poder juz
gar parcialmente —con el límite que puedan presentar los da
tos— por lo rncnos del fundarnento legal de ciertas técnicas.

base de datos trata de automóviles y ha sido tomada

de la revista Motor 'l'reiiií{\b de marzo de 1984) y queda
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Figura 1. Matriz de elasitlcacIDnyde predicci6n según un andlíele discriminante. Todas estas técnicas serán compara-
Tabla de conleo de clssltfcaclón paraCYLINDER _ das con el fin de prever y clasificar los

Predicción modelos de automóviles en sus cate
/VitLUll Ausente cinco cuatro ocho seis tres Total

gorías respectivas. Las cinco variables
ALisontv 1 0 0 0 0 0 1

cinco 0 2 0 0 0 3 independientes permitirán clasificar co
CLiati'o ü 16 177 1 •1 6 204 rrectamente los casos en relación con
ocho 0 0 0 96 5 0 101

seis 0 3 10 0 67 1 81
las cinco categorías (3, 4, 5, 6 v 8 cilin

tres 0 0 0 0 0 4 4 dros) de la variable dependiente cilin
Tütol I 21 186 97 76 11 394 drada.

lic'duccion cii error de clasificación hncia X's =

disponible también en las bases de datos del programa si'SS;

contiene 407 casos de modelos de automóviles v presenta
nueve variables de análisis de las que se utilizarán seis (mi
llas por galón, capacidad de desplazamiento de! motor en
pulgadas cúbicas o motor, caballos vapor, peso en libras,
aceleración y, como vanable dependiente, la cilindrada con

cinco categorfas: 3, 4, 5, 6 y 8 cilindros).

El propósito de la investigación es identificar el método o

la técnica que meior prediga las categorías de pertenencia )•
que a la vez clasifique mejor los modelos, todo ello con el
nivel de error más bajo.

Cabe hacer algunas advertencias; ciertas técnicas funcitj-
nan mejor con una base de datos amplia y con muchas

variables; se trata de las técnicas asociadas a las redes

neufonales que tienen que reconstituir el algoritmo o la fór
mula a partir de los datos observables.

Eucdc existir un sesgo en el caso de valores ausentes, al
tener en cuenta la manera en que sean considerados por el
algoritmo o el sistema de análisis utilizado. El programa de
redes ncuronales utilizado los fija a cero v los demás pro
gramas suelen suprimir' el dato entero.

1. Análisis

T.a base de datos servirá para la clasificación y la predic
ción en relación con la variable dependiente ciliiidnida. Se
utilizarán tres tipos de técnicas: el primero se fundamen
tará en técnicas multivariantes como el análisis discrimi

nante; el segundo en técnicas jerárquicas de clasificación
como la regresión, la clasificación jerárquica y la segmen
tación jerárquica (CÜAID); el último tipo son técnicas
heurísticas como las redes neuronales con funciones su

pervisadas de multicapas (Multi-Layer Pcrceptron)^ y la
de la Función de Base Radial.

I . 1/1que ocurre con lo.s díicos de 11 a 15y 18 para la variable millas poc

galón de la base de datos.

2. Medianteel uso del algoritmo de aprendizajedel Gradianre Descendente

Cfinjugado (Desccnt Conjugare Gradiant),
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1. El análisis discriminante

El análisis discriminante consrituvc una técnica clásica v mu\

conocida del investigador, por ello no se la desarrollará teóri
camente. El análisis realizado equivaldría, entonces, a una
regresión múltiple cux'a vaiiable dependiente sena la variable

cilindrada dividida en cinco categtjrías (3, 4, 5, 6 \" 8 cilin

dros) Vcuvas variables independientes serían millas por ga
lón, capacidad de desplazamiento de! motor en pulgadas cú
bicas (motor), caiiallos vapor, peso en libras acelcracii'rn.

1.a regresión discriminante presentará una matriz de pre

dicción Vde clasificación final que se puede observar en la
figura l.

El análisis discriminante ha llegado a clasificar correcta
mente 85.7"/íi de los datos, lo que arroja un error del I

en la predicción y en la clasificación, hav que añadir que
donde existen valores ausentes (///áw/V/í; rahics) el pro^iítiima
ha suprimido el dato, por lo que los resultados finales pue
den cambiar. Existen en total 407 datos y el programa reco
pila 394, por lo que ,se han suprimido 13, a los que habría
que añadir los datos mal clasificados. De hecho, sobre un
total de 407 el error es de 0.1498 lo que daría una clasitlca-
ciun correcta del 85.012% de los datos, muv próxima a lo
que presenta la figura 1.

2. Los métodos jerárquicos
l.os métodos jetárquicos como técnicas de análisis
multivariante deben cnmarcar.se entre los métodos de de

pendencia pues, al igual que sucede con e! resto de las téc
nicas de este tipo, se establece una distinción entre variables

cuyo comportamiento se desea explicar, o variables depen
dientes, y aquellas que se utilizan para explicar las anterio
res, denominadas explicativas o "prcdictoras", que son de
naturaleza independiente.

La segmentación jerárquica pertenece a los métodos que
utilizan un proceso o algoritmo basado en criterios que iden
tifican giupos homogéneos de una población. En estos mt)-
dclos los segmentos pueden formarse al considerar como
criterio una única variable dependiente, en cuyo caso se de
nomina "monotética", o utilizar como criterio varias varia-
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l>lcs dependientes o "politcticas",comí)
suceiie en la sej^entaciiin canónica.

Por el contrario, las técnicas de cla

sificación o tipología, pertenecen a
los modelos que no se basan en cri
terios V aunque se utilicen también

para obtener subgrupos homogé
neos, estos se forman a partir de to
das las variables recogidas en el aná

lisis consideradas de forma conjun

ta. Por tanto, la tipología se trata de
un método de agrupación ascendente que constituye
una técnica descriptiva y composicional.

1.a segmentación jerárquica es una técnica explicativa y
descomposicional que utiliza un proceso de división
secuencia!, iterativo y descendente que, mediante la defini-
eii'in de una variable dependiente discreta o "variable a ex
plicar". forma grupos homogéneos definidos específi
camente mediante combinaciones de variables independien
tes explicativas en los que se incluyen la totalidad de ios
casos recogidos en la muestra.

I.a segmentacii'in jerárquica también se conoce como "téc
nicas de árboles", porque utiliza una estructura de repre
sentación de la información similar a un gráfico de flujo o
iliagrama de árbol que ofrece una instantánea t'isuni de los
segmentos y parrones de los datos. La raíz del árbol es el
conjunto de datos íntegro, lf)s subconjuntos conforman las
ramas del árlwl. Ln conjunto en el que se hace una parti
ción se denomina nodo.

léi árbol de decisión se construye al dividir el conjunto
de datos en dos o más subctjnjuntos de observaciones a

partir de los valores que toman las variables predictoras.
í'.ada uno de estos subconjuntos vuelve después a ser
particionado mediante el mismo algoritmo. P.ste proceso
continúa hasta que no se encuentran diferencias significa
tivas en la influencia de las variables de predicción de uno
de estos grupos hacia el valor de la variable de respuesta.
III proceso es secuencia! e interactivo,pues recoge no sólo
el efecto principal de las variables explicativas sobre la
variable a explicar, sino también las interacciones entre las
variables, es decir, la influencia que cada variable inde
pendiente produce en la variable dependiente en función
de los valores que adoptan el resto de variables indepen
dientes contempladas en c! análisis.

Iz>s métfKlos jerárquicos se fundamentan principalmente
en varias técnicas, la regresitm y la clasificación jerárquica
{(;&RT) a! usar el algoritmo de Brciman, y la segmentación
jerárquica basada fundamentalmente en la clasificación au
tomática según CH.Ml) (Chi-square Automatic Intcractivc
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Matriz predicción y daclaallleadón con variable dependienteordinal

C'iiivgoriii I'ri'deáila Culegorín Actual

1 li ,T 5 8 'Ibtal

.1 ciiinrlrtw 297 6 4 2 0 219

Bellindrus 0 77 0 1 0 78

Hcilitidros 0 0 0 0 0 0

ó cilindre» 0 0 0 0 0 0

8 cilindros 0 I 0 0 t07 108

(oial 207 84 4 3 107 403

Rosustitución

UiiSL'u estimado O.U:i.ir>679
Error estándar de riesgo estimado (t.00907758

lOetcctor), la clasificación exhaustiva también segiín (II IAID
y por fin la clasificación jerárquica según (^l.'l-ST,

a) La regresión y la clasificación jerárquica
La regresión y clasificación jerárquica (ahoni UC|) constituye
un método parecido al algoritmo .\in que dicotomiza lamues
tra según el método de Brciman d al. (1984) v genera árboles
de decisiones binarias. H1 propósito es realizar una partición
de los datos en subconjuntos homogéneos con respecto a la
variable dependiente. A cada partición de los datos se selec
cionará la mejor \'ariablc independiente prcdictora (explicati
va) que presentará la mejor dicotomización (para \-ariables
independientes continuas) o el mejorajustede catcj^irías (para
\ ariables nominales u ordinales) con base en la mayor rctluc-
ción de impureza, y se crearán dos nodos con el mejor
predictor. K1 proceso se repetirá hasta que se alcancen los
parámetros de paro. Contrariamente, con el algoritmo All)
(Automatic Interative Detector), la dicotomización se efec
túa de forma a maximizar la varianza entre la suma de los

cuadrados del mismo grupo (ver Miquel d ai, 1997).
Li variable dependiente en RCJ puede ser nominal, ordinal

o continua. Hn nuestro ejemplo se ha considerado primero
como ordinal y luego nominal.

id IU4 pasa por uno de los métodos más precisosde cla
sificación. La figura 2 muestra los datos mal clasificados y
el error es de apenas 3.45'l/(i, es decir que ios datos han sido
clasificados correctamente a 96.55%, un índice muy alto.

La figura 3 muestra el árbol de clasificación con los dis
tintos predictorcs, nodos ygrupos.-^

lín este caso se ha considerado la variable dependiente ci-
Mm a>mo ordinal,es decir, que lascategorías son continuas

3. lui variablei|uc mejor clasifica el númeni de cílíiulros segiin la lu.) es

la variable explicaiiva motor (capacidocl de desplozainicnic} del muior

en pulgadas cúbicas) en el pumo 1593"' pulgadas con los valores

superiores en la rama derecha e inferiores en la rama izquierda. 111

algoritmo sigue clasificando con la misma variable explicativa para

valtares superioresc inferiores a 239,(HHf pulgadas ciábicas.
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y que 6 cilindros es inferior a 8 y 8 su
perior a 6, etcétera.

También se puede considerar la va
riable dependiente cilindnrs como no
minal \' en ese caso se dcsubica la rela

ción ordinal entre las categorías. La
matriz de predicción y clasificación
arroinrá los resultados de la figura 4.

Se puede apreciar el ajuste, ligenunen-
te distinto, se ha añadido un dato ausen

te y se lia dasificailo mal un modelo de
ocho cilindros en cuatro. El error en este

caso es de 4.6y<i, por lo que los datos
son clasificados correctamente al 95.33'l^i.

El árbol de decisión será el mismo

que el de la figura 3 con la variante de
los dos casos mencionados.

b) La segmentación jerárquica

Uno de los primeros algoritmos emplea
dos en sqimentación jerárquica fueel AID
o Deteccitín Automática de Interacciones

creado por Sonquistv Moigan de Ja Uni
versidad de Michigan a principiosde los
años sesenta, que se utilizó mucho en la
década de los setenta y principiosde los
(Khcnta hastaque surgióel CHAID.

I segmentación jerárquica (ahora sj)

y más particularmente el algoritmo
CIIAID se debe a Kass (1980) y su de
sarrollo posterior a Jay Magidson

(1993). Contrariamente al algoritmo

.•\I13, el Cl!A1D utiliza variables nomina

les, orciinníes y continuas, y actúa por

disgregación politómica (v no
dicotómica) de las categorías o clases-

De manera general, la sj permite des-
comptiner una base de datos en varios
grupos con base en el mejor predictor
de la variable dependiente (en función
de la prueba de la X" tnás significativa).

La SJ permite determinar la mejor
partición de cada nodo y aparejar cla
ses o categorías de las variables inde

pendientes pretiictoras. Se repite el proceso hasta que no
ijucdcn más parejas significativas.

Seguidamente se vuelve a seleccionar el nuevo mejor
predictor yel grupo (nodo) será dividido en dos o más clases.
Se repetirá el proceso hasta que se lleguea la regla de fin.

24

l^rbct^e^ectotén^a^CJgagün^l^lgo^ CftRT con variable tieperwltente otdmat^

cilimtmtin

Caí. n

i'uiKro 51.11 207

si'ls 20.7-1 K4

Iros 0-90 1

cinco 0.7-1 .4

ocho 26.42 107

Touil (100.00) 405

motor

mi'j<irn=0.3l23

I
<=1.59.6

1

1
>=169.5

1

Cat, II Cat. n

cantri) 94.52 207 cuatro 0.00 0

seis 2.71 (í seis 41.94 78

tres l.HO •1 tres 0,00 0

cinco 0.91 2 cinco 0..64 1

uchn O.OO 0 ocho .57..63 107

Total (54.07) 210 Tbtnl (45.93) 186

motor

mojora=0.2167

1

<=259

1
>=259

1

Ciu. n Cat n

ciintro 0.00 0 cuatro 0.00 0

seis 9a72 77 seis 0.93 1

tres 0.0(1 0 tres 0.00 0

cinco 1.2H 1 cinco 0.00 1)

ocho 0.00 0 ocho 99.07 107

Totnl (19.26) 78 Total (26-67) IOS

* 1a vnriabk' <|uv inc^orcIa"irK'ii vi núnicn» tlv cilindro» se^dn 1^ ^ vAríoblvGX|iU<':itiv.i Icupiicidad dv
dcüplazAmionio Hrl ninior vn putcadnii rúblciw) on cl punto l/iíi.ridO pultíad.")»- con los vnlon-s supcrípro» ««n In mma
dcrvchft V infcn(rrc.<i en ]:i ruma iziiuierdn. Kl ii]i.'()rjini() Mauv cln^lficnndu cun lu mtsrmi vnn.iblt.' c>xplicjitivn para

HU|K'ritvrv« v infcririres a 2*i9,r)íJO pnlibada» cúbicas.

Mairfz de predicción y de clesilicaelón con variable dependiente nomina!.

Categoría i'retlecitla Categoría .\eiual

ocho cuatro seis ausente tres cinco Totnl

ocho llKi 1 0 0 0 lÜH

oimtro 0 207 6 1 4 2 220

seis 0 3 74 0 0 1 78

ausento 0 0 0 0 0 0 0

tros 0 0 0 0 0 0 0

cinco 0 0 0 0 0 0 0

total 106 211 81 1 4 3 406

i{cifu»tituct6n

ciiiímodo 0.0-16798

Krror i'btnndnr do ríedp» estinindo 0.010182

Dicho rápidamente, se podría comparar la S| a una
regresión de tablas cruzadas desde la más significativa
a la mentís. El análisis de correspondencias constituirá
el complemento natural de esta técnica (ver Salazar r/
ai, 1997).

l(v« irAl, I La rBEDicciúN i lA ciasieicación de datos en MAHneriNO...
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Matriz de predicción y de clasificación de SJ según CHAID.l,a crítica i]uc se hizo a Isass es que
nada garantiza la particiim (jptima de
cada grupo (en cada nodo), para ello
habría que realizar una investigación ex
haustiva de todos tos grupos posibles
hastaque quede e! grupo más significa
tivo, cosa que no realiza pero sí
el algorinno propuesto por Biggs c/ al.
en 1991 con el nombre de Kxhaustivc

OiAlD. El algoritmo actúa de la misma
manera que el antericar, pero también a
la \ez de manera recui"siva.

LaS| también constituya,tina técnica de clasificación y se
podrá observar en la figura 5 cómo son clasificados los
modelos de automóvilcs.

Se observa que la clasificación según SJ arroja un error del
es decir, que los datos son clasificados correctamen

te al 9L133"'ii, que es inferior a la 1!CJ, aunque muy aceptable.
Se puede observar también en la figura 6 que el árbol

politomiza la muestra y no la dicutomiza.
También se llevó a cabo una investigación con CHAID

exhaustivo que no dio resultados satisfactorios. Con la va
riable cilindrada considerada como ordinal arrojó un error
de clasificación de 0.1777 y de 0.1724 con la misma va
riable considerada como nominal. Los árboles eran pare
cidos al de CHAID con la diferencia que había un nivel más
(dos en total).

Catogoriü Preílt'ciílíi Categoría Actual

ocho cuatro seis au.sente tros cinco Total

ocho 106 6 0 0 0 113

cuatro 0 189 0 4 2 196

sois 0 21 75 0 0 1 97

.lusento 0 ü 0 0 0 0 0

tros 0 0 0 0 0 0 0

cincx) 0 0 0 0 0 0 0

total 106 211 81 4 3 406

Kcsastiuición

RiesRo estimario 0.08867

Error estándar do riesgo estimado 0.0141Ü79

c) La clasificación y la regresión jerárquica según
QUEST

F.l algoritmo de RC| propuesto por Breiman et ni ipp. cit.)
suele seleccionar más variables discretas que permiten lle
var a cabo más particiones del árbol jerárquico, además el
algoritmo de RCJ es gran consumidor de tiempo (TU de
ordenador.

El método QUF.ST para Quick, Unbiai-sed, Efficient
Statistical Tree descrito por Loh y Shih (1997) constituye
un método de partición binaria de una base de datos y,
contrariamente a la RCJ y a la SJ según CHAID, selecciona
primero la variable predlctora y luego efectúa la partición
(la RCJ y ta SJ lo llevan a cabo de manera simultánea).

Para cada partición, la asociación entre la variable
prcdictora y la variable dependiente es llevada a cabo por

I Árbol deSJsegún CHAID.*

ciUndr»í<Ía

Cat. % n

tres 0.99 4

odio 26.11 106

cinco 0.74 3

cuatro 51.97 211

seis 19.95 81

ausento 0.25 1

Tota! (lOü.üO) 406

motor

valürP=0.0000, Chi-cuudradu=644.7775. df=15

I
(4.140)

1

(140.2.50)
1

I

(250.318)
i

1

(318.455)
I

Cat. u Cat. % n Cat. "U n Cat. % n

tres 2.04 4 tres 0.00 0 tres 0.00 0 tres 0.00 0

ocho 0.00 0 ocho 0.00 0 ocho 86.79 46 ocho 100.00 60

cinco 1.02 2 cinco 1.03 1 cinco 0.00 0 cinco 0.00 0

cuatro 96.13 189 cuatro 21.65 21 cuatro 1.89 1 cuatro Ü.ÜÜ 0

seis C.OO 0 sois 77.32 75 seis 11.32 6 seis 0,00 0

ausente 0.51 1 ausente 0.00 0 ausente 0.00 0 ausente 0.00 0

Total (48.28) 196 Total (23.80) 97 Tbtal (13.05) 53 Total (14.78) 60

" (^nn CHAID. In vnrinhlf qur mejor cln.cifecaa la cilindrada es In vorloblc explicativa cnpncidnddo di-ñplmmmcnto dc¡ motor O"¡migadas cúbicn^ (motor) que se divide en cuatro
ra tn a b. Ia pri mv ra «pie va h nstu 1,110 pulynd a s cúbica s. lo supu mln ha."'ta H 0. !¿üü, c tcétern

CIENCIA ergo svm, Vol. mar20*|unlo 2002 25
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la prueba r de Anova, la prueba de
Levene para las variables ordinales y

continuas y la prueba de la de
Pearson para las variables nominales.

Se aplica el análisis discriminante

cuadrático para identificar el mejor

punto de partición de la variable
predictora, proceso que se repetirá
hasta llegar a la regla de fin (inexis
tencia de prcdictorcs significativos).

Si la variable dependiente es única,

siempre deberá .ser nominal, con ello
este algoritmo es superior y debería dar

mejores resultados que la RC|.
Se puede observar que QLIH5T, aun

que se presente como un programa su

perior, no mejora la clasificación ante

rior de la RCJ. El error de clasificación,

como se observará en la figura 8a, es
de 0.0665, lo que significa que los datos
son clasificados correctamente al

93.35%, resultado superior a la SJ con
CIIAID pero inferior a la RCJ en general.

Existen otros métodos de clasifica

ción, como por ejemplo los algoritmos

lv\Cl" (Loh y Vanichestakul, 1988) o

THAID (Morgan y Messenger, 1973) )•

con CilAlD se puede decir que son
métodos de descomposición multini-
veles y no meramente métodos de des

composición binarios. Una controver
sia ha sido declarada por Loh y Shih

en 1997, según la cual hav pocas ven
tajas en llevar a cabo descomposicio

nes multinivcles, es decir, politomi-
xando la muestra, en vez de descom

posiciones binarias que segiín estos
autores clasifican mejor. También se

gún ellos cualquier descomposición
politómica puede ser llevadaa cabo por
una serie de descomposiciones binarias
o dicotómicas profundizando el árbol.

Habría que ponderar un poco estas
consideraciones, si de clasificación se

trata o de encontrar el mejor predictor
y el mejor punto de partición se puede escoger cualquier
método de RCJ. Si se trata de identificación de segmentos
de mercado o de jerarquizar la importancia de ciertas ta
blas cruzadas con respecto a otras, la SJ cobra toda su im-
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Árbol de RCJ según OUEST'

cilindrnda

Cat. % n

tres 0.99 •1

ocho 26.11 106

cinco 0.74 3

cuatro 51.97 211

seis 19.95 81

ausento 0.25 1

Tbtal (100.00) 406

motor

valorP=0,0000, F^667,0684. df=MOO

I
I

264.14285313830!)
1

>264-142853138309

Cot % n

tres 1.32 4

ocho 1.32 4

cinco 0.99 3

cuatro 69.31 210

seis 26.73 81

ausento 0.33 1

'Ibtal (74.63) 303

Cat % n

tros 0.00 0

ocho 99.03 102

cinco 0.00 0

cuatro 0.97 1

seis Ü.OO 0

ausente 0.00 ü

Total (2.5.37) 103

motor

valor-P=0.0000, F=213.1033, df=5,297

[

<=168.133592333646

Cat % n

tres 1.78 4

ocho C.ÜO 0

cinco 0.89 2

cuatro 92.00 207

seis 4.89 11

ausento 0.44 1

Total (55.42) 225

>168,13359233:»).16

Cat n

tres ü.üü 0

ocho 5.13 4

cinco 1.28 1

cuatro 3.85 3

seis 89.74 70

ausente 0.00 0

Total (19.21) 78

• El árbol jerárquico scpjn qUKsT présenla la vnriabli» r//í/irfr;>íAíconit)varÍril>k» tlf]jvndipn!c', la von.iblo cKpljcaiiva
que mejor clnsificn es capacidad de (lusplazanniímo tk-l nintor t'n |nilpida$ cúbicas. <nwro/i en el punen
pulpadas con los valores sui)crÍor*?s un la rama derecha e inferiores en bi ramo Izquierda K1 atfrr»riiint) siiíue la
clnslficnción con la misma variable explicativa para valores sxipenore» e Inferiores u iGb.im puliiadan cúbicas.

Figura 8a. Matriz de predicción y de elaslflcacíún según QÜEST.

Categoría Predecida Categoría Actual

ocho CLiatro seis ausunte tres cinco total

ocho 102 0 0 0 0 103

cuatro 0 207 n 4 2 225

seis 4 3 70 0 0 1 78

ausente 0 0 0 0 0 0 0

tres 0 0 0 0 0 ü 0

cinco 0 0 0 0 0 0 0

total 106 211 81 4 3 406

Hesustitución

Iliesgo estimtído 0.0665025

Error estándar de riesgo estimado 0.0123655

porrancia como técnica explicativa y descriptiva (con el
análisis de correspondencias).

Como bien decía Richard Bagozzi (1993), "por fin se va
a poder parar de estructurar a mano infinidad de tablas

Lívy er Al, I Ia arsdicción r la clasificación de datos en mauxetins...



cru2adas según el nivel de significación, ya existe un pro
grama que las estructura y las jerarquiza automáticamente".

3. Las redes ncuronaics y los elementos
fundamentales de la estructura de una red con

aprendizaje supervisado
Las redes neuronales son sistemas de procesamiento inspi
rados en el funcionamiento del cerebro humano, compues
tos por un conjunco de neuronas que procesan e
intercambian información. Hí aprendizaje se basa funda
mentalmente en la experiencia.

i.as neuronas de una red se estructuran en capas de for
maque la neurona de cada capaestáinterconectada con las
neuronas de la capa siguiente.

La neurt)na podría ser definida como un procesador ele
mental caractcrizadt» por un estado interno, por señalesde
entrada y por una función de transferencia.

Enuadas úe

oirás neuronas

\

Z'
s

Activación

r

J

Enirddasy pvsos
smfiptjcos

FunciOn Qe translerenc^

Las neuronas están formadas en capas sucesivas y cada
capa está compuesta por un conjunto de neuronas sin co
nexión. Cada neurona recibe señales a través de las co

nexiones con ¡as neuronas de las capas anteriores.
Cada vez que una neurona manda información a otra de

la capa superior, una función opera los valores recibidos
con los pesos asignados (llamados pesos sinápticos) en cada
unado las conexiones y siel resultado de laoperación supe
ra un umbral, la neurona se activa y emite una señal a las
neuronas de la capa siguiente.

lx)s pesossinápticos almacenan la memoria a largo plazo
y determinan el carácter activador o inhibidor de las entra

das de datos.

Sobre los datos de entrada actúa una matriz de pesos
iniciales (comúnmente llamada \V) obteniéndose un vector

de valores (V) que se filtra a través de una función que
puede ser lineal, sigmoidal o tangente, los datos resultantes
corresponden a la capa intermedia u oculta.

F.l proceso se repite desde la capaintermedia a la salida de
datos mediante una nueva matriz de pesos (w') hasta dar
con el patrón de salida dcscado-

Kl aprendizaje supervisado trata de encontrar en los da
tos de salida el patrón deseado a priori.

El problema en redes neuronales se plantea en términos
de buscar el vector de pesos Wque minimiceuna determina
da función de error (diferencia entre la salida y el patrón)

CiíNCtA «rgo «um. Vol. 9*1, mertd-|uAlo 3002
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Figura 8b. Redes Neuronaiss een Pareapirdn Muitleapas (MLP).

teniendo en cuenta la información proporcionada por la
muestra de aprendizaje. Se trata, pues, de un problema clási
co de optimización y para ello se usarán distintos algoritmf)s
de optimización más o menos complejos y que por supuesto
stin múltiples (aligualque lasestructuras de las neuronas son
también múltiples).

a) El análisis del Perccptrón Multicapas (MLP)
F.l modelo de .VRN (Análisis de Redes Ncuronaics) más co
nocido como el Perceptnín Multicapas se fundamenta en
variosparadigmas, elprincipal ymás utilizadoeseldelapren
dizaje por retropropagación de error (Back-Propagation)
que constituye una presentación general de la arquitectura
de estos modelos (Pattcrson, 1996; Haykin, 1994 y Fausect,
1994). Se presentará también el algoritmo por gradiente
descendente.

-El algoritmo por retropropagación
F.l Perccptrón Multicapas por retropropagación del error es
posiblemente la arquitectura más popular y fue presentada
en sus principios por Rumcihart y McCIcUand (1986). las
unidades de neuronas se presentan en varias capas interme
dias en un modelo con entradas (hiflii/s) y salidas {outpufs).
Las unidades de neuronas intermedias harán un cálculo pon
derado de la suma de las entradas, lo que dará lugar a la pre
sentación de una matriz de pesos y se obtendrá un vector de
valores que será filtrado de nuevo por una función (signit)íde,
arcotangentc u otra) para dar como resultado la salida. Si esta
salida no correspondiera al patrón de salida y que el error
fuera muy importante se volverían a introducir los datos en la
red, por eso este algoritmose denomina de retropropagación v
el proceso es de aprendizaje con los datos de La muestra. F.l
aprendizaje supervisado en este caso es por corrección del
error, cuva función sería la del error cuadrácico medio.
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IArqulleclura HLP concapa Intofmatfladeocho nodos

Ciipa imormciiin <lu ocho nodus

Millas-galón O"

l'ulga<lB9 cúlñcas

Cnholiosvapor O"

PoEO en libras

Acclernción O-*

3 cilindros

4 cilindos

3 cilindros

6 cilindros

8 cilindros

Li salida {ompuí) tic cunlc)uicr nodo de la capa intcrmctlia
es estimada por la siguiente función Zj =(pl,i-(jW¡j Xf
dontle (p correspondea la función de transferencia del nodo,
ir^^correspondealospcsos entre los nodos / yy;Zeslasalida
del nodo/

l.a salida es comparada al patrón, la diferencia es el error.
Id proceso se repite capa por capa hasta que la salida real
sea lo más próxima posible a la salida deseada v que el error
sea mínimo. Sin embargo, existen otros algoritmos más
modernos v más rápidos.

—El algoritmo del Gradiente Descendente Conjugado
(Conjugare GradientDesceñí).
P.stc algoritmo funciona de manera diferente al de
retropropagación, es más moderno \' llega al mínimo muy
rápidamente a partir de una configuración de partida, l-ll
problema es que se puede tratar de un mínimo local que
potlría pasar por un mínimo t'iptimo. Para ello hay que re
petir \ arias veces la misma operación y comparar los erro
res de cada ejecución ctsn el error más bajo.

I'lstos algoritmos buscan una dirección "sensible" hacia la
cual dirigirse en un plano multidimensional, idenüfican el
mínimo, proyectan una linca y se dirigen a él (Bishop, 1995;
Sheperd, 1997). Para no llegar a mínimos locales cuando se
selecciona una dirección hay que seleccionar, como decía
Bishop, direcciones "comúnmente orientadas" (conjiigaté)
pero sin influencia entre ellas.

La primera etapa de la utilización del ARN será constitui
da por el diseño de la red; en cualquier arquitectura la pri
mera capa de entrada será constituida por las cinco varia
bles independientes (millas por galón, capacidad de despla
zamiento del motor en pulgadas cúbicas, caballos vapor,

4. I-,1 NeiirnlCúiiiiitihii utili/a por di-fecto l-I algDritmi) Ucl

Ciradianic Dcsccnic Conjiijjadi), es tambicnd más prccist;.
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peso en libras, aceleración, cilindrada), la segunda (de análi
sis) será diseñada por el investigador o por el algoritmo de
manera automática y la tercera capa será constituida por
los cinco valores del patrtáno de la variable dependiente, es
decir, el número de cilindros: X 4. .á, 6 u 8.

Li o las capas (1 o 2) intermetiiarias de neuronas albergan
funciones de transformación de los datos tic entrada que in

tentarán hacer coincidir los resultados con el patrón de salida.
La segunda etapa será constituida por el aprendizaic de la

red y consiste en utilizar un algontmo que ajustará los pesos
(sinápcicos) de las conexiones entre las neuronas. casos de
aprendizaje {imhihi^ permitirán de manera recurrente conse
guir el objetivo, disminuir la fúncitin lie error y conseguirla ma-
yt>r eficacia de configuración de Uis pesos sinápticos de la red.

l.os casos de \-alidación vendrán a confirmar el aprendi
zaje realizado por la red, lo que permitirá clasificar una
base de datos en función del patrón de salida descadtj, que
será dividida en tres: los casos de aprendizaje, los de valida
ción y los de análisis.

La muestra se compone de 407 casos divididos en 204
de aprendizaje, 102 de validación y lOl de estimación. La
partición ha sido realizada arbitrariamente por el ordena
dor y se estudiarán los casos de aprendizaje, de t alidación y
de estimación.

b) El ARN multicapas o MLP

El modelo de ARN de multicapas utilizado se fundamenta
en cí algoritmo Perceptrón Multicapas con paradigma
"Back-Propagation", se trata de la forma más común de
modelos ncuronales y una presentación general de la arqui
tectura de estos modelos.

Para solucionar este problema de clasificación se ha lle
vado a cabo un AR.\ multicapas utilizando una capa inter
media de ocho nodos (generada por el algtjritmo, se realizó
otro intento manual con dos capas de neuronas interme
dias con menos precisión), la funcicm ile transformación de
los nodos de la capa intermedia es una función tangente \
el algoritmo de aprendizaje es el del Gradiante Descenden
te Conjugado (Desccnt Conjúgate Gradiant). Para ello se
utilizó el programa \'eiira/ Coiiiicctioii de SPSS.

Bn la figura 9 se puede apreciar laarquitectura multicapas
utilizada. La capa de neuronas de entrada se compone de
las cinco variables independientes, la capa intermedia (de
análisis) de ocho neuronas y la capa de salida incluye las
cinco categorías de la variable dependiente cilindrada.

1^ figura 10 presenta la matriz de clasificación y de pre
dicción que arroja un ajuste de datos del 96.08%. Este ajus
te no es c! final, debido a que se trata solamente de lt)S
casos de aprendizaje.

Lívr fr Al. I La aeedicción t ia ctAiiriCACdN ce datos en MAnnEr/ive...



RguralO.I Matriz declasificación ypredicción para unARN conunacapainiermedia

da ocho nodos (aprendizaje).

Vf-rcladiTO Predecido

ocho cuntro seis avísente tres cinco

orho 75 0 1 0 0 0

cuuiro 1 80 1 0 0 0

seis 0 2 •ti u 0 ü

iiusentp 0 0 0 0 0

tres ü 2 0 0 0 0

cinco n ü 0 0 0 0

Número totnl de ejempInA- 204

Número total de objetivas^ 204

Tu ta i correcto: 196

Porcentaje correcto: 90>,O8''íi

í-íi tablíi 1 muestra que los casosde aprendizaje quedan muv
bien ajustados (96.08 aun cuando los casos de validación

(que permiten la jíeneralizackSn) }• de estimación lo sean me
nos, lo que significa que podría CNÍstir sobre-ajuste {overjiltin^

lie los datos de aprendizaje. Elio se puede corregirv mejorar al
escoger en parte los dattjs, es decir, transferii" casos de apren
dizaje a la \ ;ilidación y a la csdmación obtener aproximada
mente el mismo porcentaje de casos clasificados correctamen
te. Si se asume el total, se considerará que el porcentaje de
casos clasificados correctamente es del 91.15% para este tipo
de ARN (miüticapas con paradigma "Back-Propagadon").

c) El ARN según modelos de Función
Base Radial (RBF)

Asícomo en el Pcrceptrón Atuldcapas todas lascapas tienen la
misma estructura (lineal), en la Función de Base Radial (RBF) la

capa intermedia ricnc precisamente una estructura radial.
Ixis modelos de la RBF tienen sus orígenes en los escritos

de Powcll (1985), Broomhead y I-owc (1988), Moody y
Darkin (1989) v Haykin (1994) que dividen los datos en
segmentos correspondientes a regiones del espacio decisional
definidas por las características de los datos y determinadas
por funciones de base radial delimitadas por círculos al inte-
rifir del espacio decisional.

La RBF es una función supervisada con patrón de salida
que realiza clasificaciones (o previsiones) a partir de elipses
c biperelipses que parten el espacio de entrada de datos.
Las elipses son definidas por la función radial siguiente;
I. = o ~ -1', donde ||....|| representa una medida

de distancia entre las entradas o ¡uputs X y un centro de
gravedad Y posicionado en el espacio de entrada de datos.
Las hiperclipses son definidas por las funciones radiales (j)
del tipo - y|).

La función respuesta de una unidad radial sencilla es una
función de Gauss en forma de campana cuya pendiente
puede ser definida por sus pesos y sus umbrales.

CI6NCIA etflo sum, Vol. ?•!. morzo-Junlo 2002
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I Función daGasaRadial (RBF) an forma decampana(función deGauss).

Figúrala. Matriz tía ct&sift&ación y predicción para un ARNde Función 8ase Radial

(casos o datos de aprendizaje).

Verd.tdero Predecido

ocho cuatro seis ausente tres

ocho 76 0 0 0 0

cuatro 1 81 0 0 0

seis 0 1 42 0 0

ausente 0 0 0 1 0

tres 0 2 0 0 0

cinco 0 0 0 0 0

0 0 0 n 0

Número total üe ejemplos: 204

Número total de objetivos: 204

'Ibtol correcto: 200

Porcentaie correcto: 98.04%

Casos clasificados erróneamente y porcentajescorrectos de ciaalficación para

un MLP con una capa oculta de ocho nodos Inletmedlos.

Aprendizaje Valiiinción Estimación Thtnl

8 casos 14 casos 14 casn.s 56 cosos

96.08 % 86.27"., 86.14% 91.lo"»

•^^^4 Casos clasiticados erróneainente v oorcenlales correctos doclaslflcación

1 paraun ARN de FunclónSase Radial.
.Aprendizaje Validación Estimación Total

4 casos

98.04 %

14 casos

86.27 'i;,

15 casos

85.15%

.'i3 casos

91.89 'lí.

La RBF presenta ciertas ventajas con respecto al ARN con
multicapas y es precisamente que se puede modelizar con sólo
una capa intermedia en vez de varias. Además, se puede deci
dir antes de la optimización lineal y con antelación el número
de unidades radiales así como los centros y las tlesviacioncs
que serán aplicados a la capa de salida de una red de RBIA

En la fase de aprendizaje de los datos hay que fijar los
centros de gravedad v las desviaciones de las unidades ra
dialescon el propósito de optimizar la capa de salida lineal.

Existen dos técnicas de fijación de los centros de grave

dad, por polimuestreo (Haykin, 1994) o a través del algorit
mo K-medias (Bishop, 1995).

El algoritmo RBF presenta también otra ventaja, es sin
duda mucho más rápido y nunca llega a una solución local
como el ARN.
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Concrariamente al modelo MI.P, los pesos sinápücos de la
capa de entrada {hipiits de variables independientes) del mo
delo RUI- no cambian durante el aprendizaje de los casos y
la capa oculta utíliza un algoritmo K-mcdias para agrupar
las variables independientes según sus similitudes.

r.n este apartado se pueden hacer exactamente los mis
mos comentarios que en el apartado anterior, el ARN por
RUK puede a veces ser más preciso que el ARN por MIP, en
este caso particular la diferencia es mínima.

Implicaciones y conclusiones

Seha pcKlido obscr\ar que desdelosmétodos estadísticos muJ-
tivarianccs ha habidocierta cvolucitin en la precisión de la pre
dicción y la clasificación de datos. Cualquier método con una
precisi<'>n de clasificación superior al S5"/i> debeserconsidcradtx

Jx)s métodos multivariantes suelen ser invariables, es de

cir, que a partir de unos datos determinados la herramienta
de cáícub es fija )• presentarásiempre los mismos resultados.

I-a herramienta puede, sin embargo, ser más moldeable
con los métodos de árboles jerárquicos, pues se pueden sa
car más ciases al modificar ciertos puntos de partición. El
método mostrará si la predicción es buena o no.

listas técnicas han arrojado muy buenos resultados en esta
investigación, en otras han sido quizámenos precisas,)'aun

que los valores por defecto suelen dar buenos resultados, a
veces se pueden mejorar cambiando ciertosparámetros. Es
tas técnicas ofrecen bastantes métoilos altemativtís que se
pueden probar en ios datos v a veces alguno es más adapta
do a ciertf) tipo de problemas. En general, las técnicas de
árboles jerárquicos son bastante precisas y fiables.

lx)s ARN presentan las técnicas más moldeabics yaunque los
valores por defecto arrojen resultados acepcalslcs, la selección
propia y justificada de algoritmos y la manipulación de
parámetros permiten a menudo iijustar los resultados mucho
más eficazmente quealusar los \'alores por defecto (algoritmos
y parámetros). A vecesda k impresiónlie i]uc la utilización de
estas técnicas y la solución de ciertos problemas sea más bien
una cuestión de destreza, el ajuste de ciertos datos se ha \-uelto

muy sensible, lis quizá la parte más intca-sance de los .-\RN.
moldear la herramienta para llegar a resultados que puedan
ser muy precisos, incluso superiores a las demás tccnica.s.

Cabe añadir que algunos programas hacen que sus
algoritmos sean de uso mas amigable y permitan hallar
más fácilmente una convergencia hacia un resultado sig
nificativo y satisfactorio.

Los programas abundan y la literatura se encarga de pre
sentarlos y analizarlos, cada sistema estadístico de análisis

de datos suele presentar sus propios programas por lo que
el lector deberá hacerse una opinión por sí mismo. M
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