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Prólogo 
 
Los métodos de clustering, o clasificación automática, constituyen un grupo importante 
de herramientas de análisis de datos. Estos métodos son utilizados para el análisis de 
imágenes médicas con el objetivo de identificar y categorizar las formas o funciones de 
diferentes tipos de tejidos u órganos, proceso éste conocido también como segmentación 
de imágenes.  
 
Sin embargo, la mayoría de los métodos de clustering existentes se basan en una noción 
general de semejanza sin tener en cuenta ninguna información adicional del dominio 
como, por ejemplo, las relaciones espaciales entre los objetos. 
 
En la presente tesis se aborda el problema de la segmentación de imágenes desde el punto 
de la clasificación automática. Se destaca la idea de que la segmentación de una imagen 
se puede ver como la partición de los píxeles.  
 
Además se apoya la idea de que los modelos que describan adecuadamente las relaciones 
espaciales entre los objetos pueden servir como herramientas útiles para la clasificación. 
De manera implícita se asume que en el caso de la segmentación de imágenes los píxeles 
cercanos espacialmente poseen características similares y deben estar, por tanto, en la 
misma clase. Los métodos de clasificación automática que traten de preservar la 
estructura espacial constituyen un objeto de interés en esta investigación. 
 
Este trabajo trata los temas de la segmentación de imágenes y los métodos de clustering. 
Por esa razón en la Parte I se incluyen una serie de conceptos y métodos que a nuestro 
juicio resultan de interés para facilitar la comprensión de los problemas que se analizan 
en la tesis. Así en el Capítulo 1 se analizan los principales conceptos relacionados con las 
imágenes digitales, particularmente las imágenes médicas. El Capítulo 2 brinda una 
visión acerca de los métodos de clustering clásicos. A los métodos de segmentación de 
imágenes se dedica el Capítulo 3. 
 
En La Parte II se investigan las relaciones espaciales entre los objetos de un conjunto 
interpretadas a la luz del concepto de autocorrelación espacial. La interpretación 
descriptiva asumida en este trabajo postula que si los valores relativamente altos (bajos) 
de la magnitud analizada en una determinada localización están acompañados de valores 
relativamente altos (bajos) en las localizaciones vecinas, entonces puede hablarse de la 
existencia de autocorrelación positiva. Si por el contrario, los valores relativamente altos 
(bajos) se alternan con valores relativamente bajos (altos) en las localizaciones vecinas, la 
autocorrelación será negativa. 
 
Se estudian modificaciones a los índices de autocorrelación clásicos, se proponen nuevos 
índices, y se estudian sus propiedades y relaciones. La aplicación del índice de Geary al 
estudio de las particiones de un conjunto de objetos con relaciones espaciales ha 
determinado la definición de un índice de autocorrelación espacial asociado a particiones, 

, que toma en cuenta únicamente las fronteras entre las clases de una partición. BC



 
La Parte III está dedicada a los métodos de clustering con restricciones. En el Capítulo 5 
se presenta el estudio teórico de un método de clustering jerárquico aglomerativo con 
restricciones de contigüidad. Se propone una función de desemejanzas que toma en 
cuenta las relaciones de contigüidad impuestas sobre los datos. Se demuestra que la 
jerarquía de clusters que se obtiene con el método propuesto al utilizar una estrategia 
aglomerativa restringida a la fusión de clusters adyacentes, es libre de inversiones. 
 
En el Capítulo 6 se evalúa el método propuesto tomando como área de aplicación la 
segmentación de imágenes médicas, específicamente imágenes del cerebro. Los objetos a 
clasificar en este caso son los píxeles de una imagen y las relaciones de contigüidad 
tienen en cuenta la disposición espacial. En esta evaluación se han utilizado tanto 
imágenes simuladas como imágenes reales. Estos experimentos contribuyen a ilustrar las 
potencialidades y límites del método propuesto, así como a apoyar con evidencia 
empírica los resultados teóricos. 
 
Finalmente, en la Parte IV se presentan nuestras conclusiones. Como líneas futuras de 
trabajo se proponen varias cuestiones interesantes que emanaron del proceso de 
investigación realizado. 
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1 Introducción 
 
Antes de presentar un análisis de los métodos de segmentación de imágenes digitales es 
preciso definir qué es una imagen digital, cuáles son sus componentes, y las principales vías 
de obtención de las imágenes médicas. 
 

1.1 Imagen digital 
 
Una imagen digital de tonalidades de grises, como es el caso de la mayoría de las imágenes 
médicas, puede ser vista como una matriz de dimensiones F Cn n×  donde Fn  y Cn  
representan la cantidad de filas y de columnas de la matriz, respectivamente (Figura 1-1). 
Los índices de las filas y las columnas sirven para identificar un punto de la imagen, 
mientras que el valor numérico de un elemento de la matriz está asociado a alguna 
magnitud física medida. Cada punto de la imagen se denomina también píxel (picture 
element). 

 
Figura 1-1 Representación matricial de una imagen digital monocromática. 

 
Para generar una imagen digital se realiza un muestreo a lo largo de los ejes de 
coordenadas, por conveniencia orientados según se muestra en la Figura 1-1. De esta 
manera se obtiene una matriz de F Cn n×  muestras, cada una de las cuales representa un 
píxel. Se dice entonces que la imagen tiene una dimensión de Fn  píxeles por filas, y Cn  
píxeles por columnas.  
 
El conjunto de píxeles de una imagen se representará en forma de un vector x de dimensión 

F Cn n n= ×  para facilitar la realización de ciertas operaciones. En este caso se utilizará un 

vector columna ( )1 2, , , , , T
l nx x x x=  x , donde los componentes se corresponden con un 
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recorrido de la matriz de arriba hacia abajo y de izquierda a derecha. Es decir, un píxel que 
se encuentra en fila i  y en la columna j  aparecerá en la componente ( )1 Fl j n i= − +  del 
vector x (ver Figura 1-2). 
 

Figura 1-2 Representación vectorial de una imagen digital monocromática. 
 
De la misma manera es posible realizar la transformación inversa, es decir, la componente 
xm del vector x se corresponde con la posición ( ),i j , donde los índices son obtenidos según 
las siguientes expresiones 
 

( )1 1

1
F

F

i m n

j m n

= − +

= +  

mod
 

 
donde mod  representa el resto de la división y     la parte entera del argumento. 
 
Una vez realizado el muestreo se procede a cuantificar el valor de la magnitud física de 
interés en cada una de las regiones, utilizando para ello G niveles enteros de tonalidades de 
grises. Se puede plantear entonces que cada píxel tiene asociado un valor escalar 

[ ]min max,ix G G∈ , donde 1, , Fi n=  , 1, , Cj n=  , y max min 1G G G= − + . Normalmente, y sin 
pérdida de generalidad, se asume que min 0G = .     
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La cantidad de niveles de cuantificación G es normalmente una potencia de 2, por ejemplo, 
256, 1024, 4096.  Un valor comúnmente utilizado es 256G = . Esto significa que cada píxel 
puede tener asociado un valor entre 0 y 255, donde el valor 0 representa el color negro, el 
valor 255 representa el blanco, y los valores intermedios representan tonalidades o niveles 
de gris. En este caso es suficiente utilizar un byte para almacenar cada píxel, y se dice que 
la profundidad de la imagen es de 8 bits por píxel, ó 1 byte por píxel. Se debe tener en 
cuenta qué parámetro, físico o químico, está siendo representado como intensidad luminosa 
para realizar una interpretación adecuada de lo que se aprecia en la imagen. 
 

1.2 Imagen digital multibanda 
 
En una imagen digital monocromática, el valor de un píxel es un escalar entre 0 y 1G − .  
Las imágenes digitales multibandas se pueden ver como la imagen de una misma región, 
por ejemplo geográfica ó anatómica, en la cual cada píxel tiene asociado un vector 

( )1, ,i i ibx x x=  , donde 0 ik kx G≤ < ; 1, ,k b=  , y el valor b  define la cantidad de bandas. 
En general, los valores kG  pueden representar diferentes magnitudes, con diferentes 
intervalos de variación. Si se tiene, por ejemplo, que 256kG = , para todo 1, ,k b=  , se 
tendría una imagen con una profundidad de b bytes por píxel (ver Figura 1-3a). 
 
Otra manera de visualizar una imagen multibanda es mediante una secuencia de imágenes 
monocromáticas (ver Figura 1-3b). 
 

Figura 1-3 (a) Una imagen con b  bytes por píxel; (b) b bandas con un byte por píxel. 
 
Un ejemplo de imagen multibanda lo constituye una imagen a color. Una forma común de 
representar una imagen a color es mediante la utilización de 3 bandas R (Red), G (Green), 
B (Blue), con profundidad de un byte por píxel cada una. Si se considera la primera forma 
de representación tenemos una imagen con una profundidad de 24 bits por píxel. 
 
Hasta el momento se ha tratado el caso del muestreo y cuantificación en el plano, por lo que 
las imágenes analizadas son imágenes digitales bidimensionales. Es posible realizar el 
muestreo y la cuantificación en una tercera dimensión, la cual puede ser el espacio o el 
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tiempo. En estos casos estaríamos en presencia de imágenes tridimensionales (3D), donde 
la tercera dimensión puede ser el eje espacial z , o el eje temporal t . 
 
Las imágenes tridimensionales pueden ser vistas como una secuencia de imágenes 
monocromáticas o multibandas a lo largo del eje espacial z , o del eje temporal t . 
 

1.3 Imágenes tomográficas 
 
Los equipos tomográficos (del griego tome, que significa corte), tales como los tomógrafos 
de rayos X, o tomógrafos de resonancia magnética, permiten obtener imágenes de cortes o 
secciones, normalmente paralelos y uniformemente espaciados, de una región 3D. 
 

Figura 1-4 Corte asociado a una imagen tomográfica. 
 
En medicina, por ejemplo, estos cortes cubren una determinada región del cuerpo humano 
la cual contiene un órgano determinado o está asociada a un determinado fenómeno o 
proceso bajo estudio (ver Figura 1-4). Según la orientación del corte las imágenes pueden 
ser axiales, sagitales o coronales. En una imagen axial el corte divide al cuerpo en una parte 
superior y otra inferior y la vista se obtiene como si se estuviera mirando desde la parte 
inferior hacia arriba (desde los pies a la cabeza). En una imagen sagital el corte divide al 
cuerpo en una parte izquierda y una derecha. Por último en una imagen coronal el corte 
divide al cuerpo en una parte frontal y otra posterior. 
 
Si se consideran las dimensiones en el plano de un píxel en estas imágenes y el espesor del 
corte, tendríamos una extensión del píxel para el caso 3D en forma de un pequeño 
paralepípedo con tres dimensiones (largo, ancho y altura), el cual es llamado vóxel (volume 
element). El centro de cada vóxel coincide con el centro del píxel en la imagen (ver Figura 
1-5b). 
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Figura 1-5 Representación de una imagen mediante vóxeles.  

 
Cada vóxel representa un punto de muestreo y cuantificación de alguna magnitud medible, 
siendo la intensidad resultante proporcional a esta magnitud en todo el vóxel. En este caso 
la imagen puede ser considerada como una matriz 3D como se ilustra en la  Figura 1-5c. 
 
Las imágenes tomográficas poseen normalmente 256 256×  ó 512 512×  píxeles y una 
profundidad de 1 ó 2 bytes. En la Figura 1-6 se muestran tres imágenes de resonancia 
magnética de dimensiones 256 256×  y 2 bytes de profundidad que representan un corte 
axial del cerebro (a), uno coronal (b), y otro sagital (c). La dimensión de cada píxel en el 
plano es de 0.859 mm x 0.859 mm en todos los casos. El espesor del corte es de 5 mm. para 
las imágenes (a) y (c), y de 3 mm en el caso (b). 
 

 
Figura 1-6 Imágenes de resonancia magnética. 

 
Los tomógrafos permiten obtener cortes que no tienen por qué ser consecutivos. Esto 
genera un espacio entre cortes en el cual no se recupera información. Por ejemplo, en los 
casos de la Figura 1-6, los cortes (a) y (c) fueron tomados de una secuencia donde la 
separación entre cortes es de 1.5 mm. Por su parte en la secuencia del caso (b) la separación 
entre cortes es de 0.9 mm. Esto debe ser tenido en cuenta a la hora de realizar un 
procesamiento volumétrico que incluya todos los cortes. 
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Por último, consideraremos las imágenes de más de tres dimensiones. Los tomógrafos son 
capaces de generar imágenes en cuatro dimensiones (4D), realizando un muestreo en 
( ), , ,x y z t . Este es el caso, por ejemplo, de imágenes tomográficas de un corazón latiendo, 
donde las tres primeras coordenadas son espaciales, y la cuarta es temporal. 
 

1.4 La segmentación de imágenes 
 
La división de una imagen en varios componentes o regiones con algún significado 
asociado, y la asignación a cada píxel de la imagen de una etiqueta correspondiente al 
componente al que pertenece, se denomina segmentación de imágenes. En la Figura 1-7 se 
muestra una imagen del cerebro y las regiones de interés segmentadas.  
 

 
Figura 1-7 Imagen de resonancia magnética (izquierda) y regiones de interés 

segmentadas: sustancia gris, sustancia blanca y líquido cefalorraquídeo (derecha). 
 
Se puede plantear que la segmentación es el proceso en el que se extraen los objetos de 
interés presentes en las imágenes. El resultado de la segmentación puede ser la frontera de 
un objeto respecto a su exterior, o los puntos que forman su interior. La forma de 
representación del resultado de la segmentación está asociada a la manera de representar ya 
sea la frontera, o ya sea el interior del objeto. 
 
Las fronteras de los objetos delimitan las regiones que estos ocupan. Una vez que se hayan 
obtenido las fronteras es posible, en principio, reconstruir la regiones. De manera similar, si 
se tiene una partición de una imagen en regiones es posible hacer un seguimiento de la 
frontera de cada región. 
 
La segmentación de imágenes médicas, en particular las del cerebro, es un proceso de alta 
complejidad, debido a su compleja estructura como objeto tridimensional. A lo anterior se 
adicionan las ambigüedades inducidas por el proceso de adquisición, entre las que se 
encuentran: el ruido, los bajos contrastes, las heterogeneidades de intensidad y el efecto de 
volumen parcial [1], todo lo cual hace difícil la interpretación aún para los especialistas. 
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Estos elementos sugieren un enfoque que tenga en cuenta todos estos factores a la hora de 
obtener una representación de los objetos de interés. 
 
La calidad de una segmentación está dada por las características de sus componentes: deben 
ser coherentes desde el punto de vista espacial, mientras que componentes diferentes no 
deben ser semejantes [2, 3]. 
 
En el caso de imágenes digitales monocromáticas, como la mostrada en la Figura 1-7, los 
algoritmos de segmentación se basan fundamentalmente en dos propiedades básicas de los 
niveles de gris: la similitud, y la discontinuidad. La similitud está relacionada con la 
homogeneidad y se toma en calidad de criterio para la formación de regiones. Por su parte 
la discontinuidad es la medida de contraste entre el objeto y su exterior y se utiliza 
normalmente como base para la detección de puntos aislados, de líneas, y de bordes. En 
adelante se denominará borde a aquel conjunto conexo de píxeles que se encuentran en la 
frontera entre dos regiones. En este sentido el borde es concepto local, mientras la frontera 
de una región representa una idea más global. 
 
La conectividad es de gran importancia en la segmentación pues simplifica la definición de 
varios conceptos asociados con las imágenes digitales. Para establecer si dos píxeles son 
conexos es preciso determinar si son vecinos o adyacentes y si sus niveles de intensidad 
cumplen cierta propiedad, por ejemplo, si son iguales o parecidos en un cierto sentido que 
habría que precisar. Normalmente se consideran los 4 vecinos, ó los 8 vecinos de un píxel 
(Figura 1-8).  
 

Figura 1-8 Tipos de adyacencia. (a) - 4 vecinos; (b) - 8 vecinos 
 
Esta definición se puede generalizar a una vecindad alrededor de un píxel compuesta por el 
conjunto de píxeles que se encuentran a una distancia, no necesariamente euclidiana) menor 
o igual que un radio r dado. 
  
Una vez establecida la relación de adyacencia es posible entonces representar la imagen 
mediante un grafo no dirigido. Cada píxel se hace corresponder con un vértice, y se 
establece una arista entre aquellos vértices que se consideran adyacentes. Más adelante se 
abunda en estos temas.  
 



10 
 

 

Tradicionalmente la segmentación de una imagen se interpreta como una partición de ésta 
en regiones disjuntas, las cuales son homogéneas en cierto sentido. Una posible definición 
sería la siguiente 
 
Definición 1 Un conjunto de regiones { }1 2, , , KP P P P=  es una segmentación de una 
imagen Ι  en K  regiones si se cumple que [4] 
 

1. 
1

K
kk

P
=

= Ι


 

2. ,  k lP P k l= ∅ ≠


 
3. kP  es conexa, 1, 2, ,k K=   
4. ,  1, 2, ,kP k K= … , es homogénea en cierto sentido, mientras ,  k lP P k l≠



 deja de 
serlo, y kP  es adyacente a lP .  

 
Idealmente, aunque no necesariamente, cada kP  se debe corresponder con una región o 
estructura anatómica de interés en el caso de la segmentación de imágenes médicas. 
 
Si se permite que las regiones no sean disjuntas (condición 2), es decir, que se solapen, 
estaríamos en presencia de lo que se conoce como segmentación flexible (soft 
segmentation). Este tipo de segmentación puede ser importante en el caso de las imágenes 
médicas como vía para tratar con las ambigüedades presentes en las imágenes. 
 
La noción de segmentación flexible aparece a partir de una generalización del concepto de 
función característica de un conjunto la cual indica la pertenencia, o no, de un elemento a 
un conjunto. Si las regiones obtenidas no son disjuntas, es decir forman un recubrimiento, 
entonces un píxel de la imagen puede pertenecer a más de una región. Las funciones 
características pueden ser generalizadas mediante funciones de pertenencia que no 
necesariamente deben tomar los valores 0 ó 1. Las funciones de pertenencia pueden ser 
derivadas mediante técnicas difusas [5], o mediante técnicas estadísticas. En ambos casos la 
pertenencia de un elemento a un conjunto se especifica mediante un valor entre 0 y 1. Las 
funciones de pertenencia difusas pudieran ser sustituidas por densidades de probabilidad. 
 
La tercera condición impone una restricción de contigüidad a las regiones que se obtengan. 
Esto no carece de sentido, aunque puede suceder que un mismo órgano o tejido aparezca en 
varios lugares no contiguos de la imagen, lo cual debe ser tenido en cuenta en etapas 
posteriores a la segmentación. 
 
Por último, la cuarta condición está relacionada con el tipo de propiedades que deben 
poseer las regiones, por ejemplo, la uniformidad de los niveles de grises, y expresa además 
la maximalidad de las regiones. 
 
En la definición anterior no se incluye ningún criterio de calidad de la partición obtenida y 
se acepta cualquiera que satisfaga las condiciones especificadas en la definición.  Si a cada 
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miembro kP  de la partición P  se le asocia cierto costo ( )kJ P , el costo total de la partición 

( )TJ P  pudiera ser definido de manera aditiva como  

( ) ( )
1

K

T k
k

J P J P
=

= ∑ . 

 
El problema de la segmentación puede ser entonces planteado como un problema de 
optimización, 
 

( ) ( )* min
K

T TP
J P J P

∈Ψ
= , 

 
donde KΨ  representa el conjunto de todas las particiones factibles de cardinalidad K , y 

*P  la partición óptima en el sentido de menor costo, es decir, 
 

( )* arg min
K

TP
P J P

∈Ψ
=  

 
La solución de este problema está asociada a altos costos computacionales y normalmente 
se recurre a métodos heurísticos como alternativa viable. 
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2 Métodos de agrupamiento (clustering) 
 
La clasificación no supervisada, clasificación automática, o análisis de conglomerados 
(cluster analysis) ha sido utilizada en diversos contextos y disciplinas. Dentro de las 
principales aplicaciones se encuentra la segmentación de imágenes [6]. Aunque por el peso 
dentro del trabajo se le dedica a este tópico un capítulo aparte, este epígrafe se hace 
necesario para introducir los conceptos y enfoques clásicos. 
 
El principal propósito de la clasificación no supervisada consiste formar grupos de objetos 
tomando como base la semejanza. Se desea descubrir clases “significativas” (grupos, 
conglomerados, clusters); pero no se posee información sobre las características de estas 
clases, o incluso cuál es su cantidad. Por tanto, en este caso las cuestiones de qué y cómo 
hacerlo resultan de interés. Esto apunta al cuidado que se debe tener en cuanto a la 
interpretación de los resultados que se obtienen a luz de las suposiciones hechas y de las 
limitaciones de las técnicas que se utilicen [7].  
 
Evidentemente la formulación dada antes acerca del agrupamiento es demasiado general y 
abstracta como para formalizarla en un marco matemático apropiado. Han existido varios 
intentos de formalizar el problema del agrupamiento mediante la introducción de sistemas 
axiomáticos válidos para cualquier algoritmo de agrupamiento [8-11]. La idea principal de 
estos axiomas consiste en restringir la clase de algoritmos de agrupamiento solamente a 
aquellos que produzcan soluciones consistentes con el sistema axiomático dado.  
 
Por lo general los axiomas resultan bastante intuitivos incluyendo, por ejemplo, la 
independencia respecto al reordenamiento de los objetos. Se ha investigado un sistema de 
tres axiomas que incluye: (1) la invariabilidad respecto a la escala; (2) la riqueza (toda 
partición debe ser, en principio, posible); y (3) la consistencia (la contracción de las 
distancias entre pares de puntos que forman parte de un mismo grupo, y el aumento de las 
distancias entre puntos de grupos diferentes, no debe afectar el agrupamiento). Sin 
embargo, a pesar del carácter intuitivo de estos axiomas, se demuestra que el sistema en su 
conjunto es inconsistente, es decir, no existe ninguna función de agrupamiento que lo 
satisfaga a todos de manera simultánea [12].  
 
El principal señalamiento que se le puede hacer a estos enfoques axiomáticos está asociado 
al hecho de que la selección de los axiomas resulta un poco arbitraria y carente de 
justificación. Estos elementos confirman la dificultad de formalizar el problema del análisis 
de conglomerados o agrupamiento.  
 
Una conclusión a la que se puede arribar es que, en ausencia de información o supuestos 
adicionales, el análisis de conglomerados es por naturaleza una técnica experimental [13]. 
Esto conduce al hecho de que, en la práctica, el agrupamiento se realice bajo diferentes 
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enfoques, con variedad de objetivos diferentes y en muchas ocasiones con métodos más o 
menos heurísticos [14]. 
 
Como se ha comentado antes, tanto la discontinuidad como la similitud entre píxeles se 
utilizan para formar grupos de elementos semejantes en cierto sentido. Es por esta razón 
que usualmente la segmentación de imágenes se asocia con la formación de conglomerados 
(cluster analysis), conocida también como clasificación no supervisada o clasificación 
automática. 
 
El problema de la segmentación de imágenes se puede ver como la obtención de una 
partición tal que los píxeles pertenecientes a una región sean semejantes entre sí y que, por 
otra parte, se diferencien de aquellos pertenecientes a otras regiones. Normalmente también 
se impone la restricción de que las regiones sean conexas, es decir, que estén formadas por 
píxeles vecinos, y que posean cierta homogeneidad de la intensidad [15]. 
 
Otra opinión sobre la segmentación vista como un problema de formación de 
conglomerados se manifiesta en [3]. Según los autores la principal diferencia entre la 
segmentación y la formación de conglomerados consiste en que la primera se realiza en el 
dominio espacial de la imagen, mientras que el segundo se lleva a cabo en el espacio de las 
mediciones, es decir, el espacio de los rasgos o características, aunque se debe señalar que 
esta dicotomía es relativa toda vez que estos elementos pueden combinarse en una forma de 
representación que involucre a ambos.   
 
Comentando esta relación se llega incluso a plantear que, de la misma manera que no existe 
una teoría del agrupamiento o clustering, no existe tampoco una teoría de la segmentación 
de imágenes [3], y que la mayoría de las propuestas en el campo de la segmentación de 
imágenes son técnicas ad hoc por naturaleza [16]. Sin embargo, en esta tesis se hace un 
esfuerzo de estructuración de los métodos desde el punto de vista del análisis de 
conglomerados. 
 
Aunque el análisis de los métodos para lograr estos objetivos es esencial, no menos 
importante resulta el tema de la representación de los datos. Una representación adecuada 
de los objetos del espacio de entrada debe estar basada en ciertos datos. El problema de la 
representación de los datos resulta un tema medular en el reconocimiento de patrones [17].  
 

2.1 Representación de los datos 
 
Cualquier tipo de representación de los objetos constituye, de hecho, una simplificación.  A 
pesar de ello es de esperar que se retengan los rasgos más esenciales que permitan llevar a 
cabo la división del espacio de entrada en regiones de una manera satisfactoria. Un estudio 
sistemático sobre el problema de la representación no es un cuestión simple, y es muy 
dependiente del dominio de aplicación [18]. 
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Varios tipos de representación pueden ser utilizados. Así se puede citar la representación 
basada en rasgos, basada en píxeles u otras muestras, los modelos de probabilidad, los 
modelos estructurales, la representación basada en desemejanzas, basada en semejanzas, y 
la representación conceptual [19]. 
 
Las representaciones más comúnmente utilizadas son la representación vectorial y la 
representación basada en datos de proximidad a pares (semejanzas o desemejanzas) [20]. 
En el primer caso un conjunto { }1 2, , , nω ω ωΩ =   de n objetos es representado como n 
puntos en un espacio vectorial p-dimensional de rasgos, mientras en el segundo se tiene una 
matriz de proximidades de dimensión n x n. 
 

2.1.1 Representación vectorial 
 
Tradicionalmente los objetos de interés se han representado mediante vectores en cierto 
espacio de rasgos. Este tipo de representación se basa en características, codificadas 
numéricamente, las cuales en su conjunto forman un espacio vectorial, usualmente 
euclidiano, en el cual cada objeto es representado mediante un vector. A este enfoque se le 
denomina geométrico o estadístico. 
 

 X1   Xl   Xp

ω1               
               
               

ωi xi1     xil     xip

               
               

ωn               
 

Figura 2-1 Representación vectorial. 
 
En la Figura 2-1 se muestra esquemáticamente esta representación. Cada uno de los n 
objetos es representado mediante un vector de características o rasgos ,  1,ix i n=  , de 
dimensión p, igual a la cantidad de rasgos o características ,  1,lX l p= … , es decir, de 
manera compacta ( )1 2, , ,i i i ipx x x x=   para cada objeto iω ∈Ω , 1,i n=  . 
 
En el caso de las imágenes médicas, los objetos son los píxeles o vóxeles de la imagen, 
mientras el espacio de rasgos se toma, por lo general, como el espacio de los valores 
medidos. Estas mediciones realizadas en un espacio discreto bidimensional (píxeles), o 
tridimensional (vóxeles), denominadas intensidades de la imagen, pueden representar, por 
ejemplo, absorción de radiación como en el caso de las imágenes de rayos X, o la amplitud 
de la señales de radiofrecuencia en las imágenes de resonancia magnética. También es 
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posible que se realice más de una medición en cada localización, o simplemente que se 
utilicen varias imágenes de la misma región del cuerpo sometidas a un proceso previo de 
registro (registration) [21]. Por cualquiera de estas vías es posible asociar a cada 
localización un vector de características o rasgos [22]. 
 
Es posible utilizar otro tipo de información asociada a cada elemento de la imagen. Aquí se 
pueden incluir diferentes medidas de texturas [2] u otras magnitudes calculadas a partir de 
los valores de intensidad [23]. 
 
Se debe señalar que no existe una recomendación universal que indique cuáles rasgos o 
características son los más apropiados para utilizar en un contexto dado. Una tarea 
importante en este sentido consiste en la recolección de hechos y conjeturas sobre los datos 
así como la selección y extracción de características. Las técnicas de selección de 
características escogen aquellos atributos o rasgos más descriptivos y discriminatorios que 
proporcionen los mejores resultados al aplicar un método dado. Por su parte la extracción 
de características consiste en la aplicación de transformaciones a los datos originales con el 
fin de obtener otras nuevas que pudieran ser más prometedoras [6]. 
 
La principal objeción que se le puede hacer a este tipo de representación consiste en que la 
posible estructura de los objetos se pierde. Por ejemplo, las relaciones de vecindad entre 
píxeles de una imagen no son tenidas en cuenta. Este problema esencial con el uso de 
representaciones vectoriales ha sido señalado en [24], donde se propone la utilización de 
representaciones estructurales en las cuales se preserve la organización original de los 
objetos. 
 
Un elemento a favor del tipo de representación vectorial es la disponibilidad de una gran 
cantidad de métodos para enfrentar el problema de la clasificación no supervisada [6, 25]. 
 

2.1.2 Representación basada en proximidades 
 
Una representación adecuada de los objetos puede ser diseñada si se incorpora el 
conocimiento disponible del dominio de aplicación. Este es el caso de las relaciones de 
proximidad las cuales se pueden modelar mediante funciones de semejanza o de 
desemejanzas (distancias) [20]. Si se tiene en cuenta el contexto, es posible enriquecer la 
representación y tener en cuenta las relaciones estructurales presentes entre los objetos. 
 
Esta forma de representación lleva a una matriz de dimensión n n×  donde cada elemento  
está asociado a una cierta medida de proximidad ijρ  entre dos objetos iω  y jω  (ver Figura 
2-2). 
 
Una imagen es una colección de elementos (píxeles o vóxeles) ordenada espacialmente. Al 
utilizar una representación basada puramente en rasgos resulta problemático preservar la 
conectividad espacial entre píxeles vecinos. Estas relaciones espaciales pudieran ser 
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derivadas quizás a partir de la ciertas transformaciones de los rasgos; pero no estarían 
incluidas en la representación de manera explícita. Por ejemplo, las coordenadas de los 
píxeles pudieran incorporarse en el vector de rasgos y a partir de ellas y otros rasgos definir 
alguna medida de proximidad (semejanza). 
 

 ω1    ωj  ωn

ω1               
               
               

ωi         ρij     
               
               

ωn               
 

Figura 2-2 Representación basada en proximidades. 
 
En la segmentación de imágenes las características numéricas aparecen antes de tomar en 
cuenta el concepto de proximidad y están esencialmente ligadas a los valores de intensidad 
asociados a los elementos de la imagen (por ejemplo, píxeles). Sin embargo, la distribución 
espacial impone ciertas restricciones toda vez que un elemento presente en una imagen se 
aproxima, usualmente, mediante un conjunto de píxeles vecinos. En una representación 
basada únicamente en características no resulta evidente como incluir esta información 
estructural. Lo mismo ocurre en el caso que se desee incorporar cierto conocimiento 
adicional acerca del dominio. 
 
Una vía de solución a esta insuficiencia consiste en derivar medidas de proximidad que 
permitan tener en cuenta toda la información disponible. Esto sugiere la idea de utilizar la 
noción de proximidad como concepto primario asociado a la representación de los objetos. 
 
Las representaciones de proximidad pueden dividirse en representaciones relativas y 
representaciones conceptuales [20]. En la representación relativa se comparan objetos 
relacionados y se calcula alguna medida de proximidad. Las medidas de proximidad 
pueden representar distancias entre vectores de rasgos en el caso en que los objetos tengan 
asociados vectores de rasgos. Sin embargo, otras representaciones pueden ser posibles: 
grafos, árboles, cadenas, u otros modelos estructurales [20, 26]. Por ejemplo, a un píxel se 
le puede asociar un histograma de frecuencias de los valores de intensidad en una cierta 
vecindad y la medición de proximidad ijρ  entre dos píxeles cualesquiera estaría asociada a 
cierta semejanza entre dichos histogramas [27] . 
 
La representación conceptual, por su parte, extiende el análisis a la relación entre un objeto 
y otra cierta cantidad de ellos; o entre un modelo y un concepto; o entre dos conceptos. Tal 



18 
 

 

puede ser el caso de una consulta donde se tiene una imagen y se desean recuperar 
imágenes similares [28]. 
 
Se debe tener en cuenta que no existe una medida de proximidad (semejanza o 
desemejanza) universal que sea aplicable en todas las situaciones. Cualquier comparación 
entre objetos se realiza tomando como base un determinado contexto, o cierto punto de 
vista, y teniendo en cuenta determinadas características, las especificidades de los 
dominios, o cualquier información adicional disponible. 
 
Generalmente en calidad de medida de proximidad se toma una medida d que refleje la 
noción de cercanía entre los objetos. Lo más común es utilizar una métrica o función de 
distancia. 
 
Cualquier función de desemejanzas es una función 0:d +Ω×Ω → , donde 0

+  representa 
el conjunto de los reales positivos con el cero incluido, y Ω  es un conjunto de objetos. A 
continuación se presentan algunas propiedades que puede cumplir una función de 
desemejanzas 
 

1. ( ), 0d ω ω =   

2. ( ), 0i jd ω ω ≥  (no negatividad) 

3. ( ) ( ), ,i j j id dω ω ω ω=  (Simetría) 

4. ( ), 0    i j i jd ω ω ω ω= ⇒ =  

5. ( ) ( ) ( ), , ,i j i k k jd d dω ω ω ω ω ω≤ +  (Desigualdad triangular) 
 
Las propiedades (1) y (2) son muy intuitivas y representan la exigencia mínima para una 
función de desemejanzas. 
 
La propiedad (3) aunque es común que se cumpla puede que no sea satisfecha por una 
función dada. 
 
Por su parte la propiedad (4) se refiere a la invariabilidad dentro del espacio de los objetos. 
Diferentes objetos cuyas distancias entre sí sean cero no pueden ser discriminados y son 
tratados como miembros de una misma clase. Por lo tanto se debe tener cuidado con las 
funciones de desemejanzas que no satisfagan esta propiedad. 
 
Las funciones que cumplan todas las cinco propiedades se denominan métricas o distancias. 
Si solamente se satisfacen las propiedades (1) – (3) y la (5) entonces se denominan semi-
métricas. 
 
En otros casos se le pueden exigir otras condiciones adicionales a la función de distancia. 
Así por ejemplo, si se impone la condición adicional de que 
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6. ( ) ( ) ( ){ }, , ,  , max , , ,i j k i j i k k jd d dω ω ω ω ω ω ω ω ω∀ ∈Ω ≤   

 
entonces estaríamos en presencia de una distancia ultramétrica, o simplemente de una 
ultramétrica, que encuentra su utilización en los métodos de agrupamiento jerárquicos que 
se comentan más adelante. 
 
Algunos ejemplos de funciones de distancias para objetos con una representación vectorial 
son las siguientes. 
 

Minkowski:   ( )
1

1
,

q qp

q i j ik jk
k

d x x x x
=

 
= −  

 
∑ , q ≥ 1. 

Manhattan (City-block): ( )1
1

,
p

i j ik jk
k

d x x x x
=

= −∑  

Euclidiana: ( ) ( ) ( ) ( )( )2

2
1

, ,
p T

i j E i j ik jk i j i j
k

d x x d x x x x x x x x
=

= = − = − −∑  

Chebyshev:  ( ) ( )max 1, , maxi j i j k p ik jkd x x d x x x x∞ ≤ ≤= = −  

Mahalanobis: ( ) ( ) ( )1,
T

M i j i j i jd x x x x x x−= − Σ −  

 

donde ( ) ( )
1

1 n
T

i i i i
i

x x x x
n =

Σ = − −∑  es la matriz de covarianzas y 1−Σ  su inversa.  Aquí se 

asume un conjunto de n vectores filas en un espacio de dimensión p . 
 
En ocasiones se utilizan funciones o medidas de semejanzas o afinidades las cuales son de 
cierta manera contrapuestas a la noción de distancia o desemejanza en el sentido de que la 
semejanza entre dos objetos debe aumentar si la desemejanza disminuye. Particularmente la 
semejanza o afinidad debe aumentar a medida que los objetos sean más similares. 
 
Esto hace posible utilizar ciertas transformaciones para pasar de desemejanzas a 
semejanzas y viceversa. Así si ( ),d x y  es una función de desemejanzas, entonces cualquier 

función de ( ),d x y  decreciente y no negativa se puede tomar como una función de 

semejanzas, por ejemplo, ( ) ( )( )2, exp , /s x y d x y t= − , donde t  sería un cierto parámetro a 
definir. De la misma manera si se tiene una función de semejanzas normalizada, es decir 

( )0 , 1s x y≤ ≤ , entonces ( ) ( ), 1 ,d x y s x y= −  es una función de distancias [29]. 
 
La disponibilidad de diferentes medidas de proximidad, o de diferente conocimiento de 
expertos, sugiere la idea de su combinación [30]. La combinación de diferentes medidas 
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hace que la representación sea más universal y flexible, permitiendo tomar en cuenta 
diversos aspectos del problema que se analiza. Esta idea de combinar medidas de 
semejanzas está relacionada con la idea de combinar diferentes clasificadores [20]. 
 
Un ejemplo de medida de semejanza utilizada en aplicaciones de segmentación de 
imágenes es la siguiente [31]. 
 

( )
( )

( )
( )

2 2
1 2

,

, ,,
0 , ,

i jx x d i j

e e d i j rs i j
d i j r

σ σ

−
− −

 ⋅ <= 
 ≥

 

     
donde xi y xj representan los valores de intensidad de los píxeles i y j, respectivamente, 

( ),d i j  es la distancia euclidiana entre los píxeles i y j, r es un radio que delimita la 
vecindad que se analiza, y 1σ , 2σ  son parámetros de control. En este caso la semejanza 
está asociada tanto a la cercanía espacial como a la de los valores de intensidad. 
 
Una de las alternativas de representación de los datos de proximidad lo constituyen los 
grafos. Cada vértice del grafo representa un objeto, y cada arista se pondera con el valor de 
la medida de proximidad entre los objetos dados. Si la relación de proximidad no fuera 
simétrica se obtendría un grafo dirigido. La clasificación en este caso sería equivalente a un 
problema de partición del grafo. La utilización de grafos en este contexto permite hacer uso 
de todo el aparato teórico y algorítmico disponible en este campo. 
 
Finalmente se puede plantear que en el problema de la segmentación de imágenes, y de las 
imágenes médicas en particular, es necesario incorporar toda la información disponible 
desde el momento mismo de la representación de los datos.  Esto incluye también la 
cuestión de cómo medir la semejanza entre los elementos de la imagen, lo cual está muy 
asociado a la forma de representación, así como a los métodos aplicables en cada caso.   
 
Una análisis más detallado sobre diferentes medidas de desemejanzas para diferentes tipos 
de representación de los datos puede ser consultado en [20].  
 

2.2 Enfoques clásicos 
 
Dos estrategias básicas se han desarrollado para el problema de formación de 
conglomerados: los métodos particionales y los métodos jerárquicos, cada uno de los cuales 
incluyen una gran variedad de algoritmos como vía de implementación de estas estrategias.   
 
A diferencia del agrupamiento jerárquico, donde se obtiene un dendrograma de grupos o 
clusters anidados, el agrupamiento particional genera una única partición de los datos.  Por 
otra parte, mientras el agrupamiento jerárquico exige, por lo general, solamente una matriz 
de proximidades (distancias o semejanzas), el agrupamiento particional opera usualmente 
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en un espacio de características, normalmente euclidiano. A continuación se presenta una 
revisión de las principales estrategias y métodos. Más detalles se pueden consultar, por 
ejemplo, en [6, 13, 15]. 
 

2.2.1 Agrupamiento particional 
 
Formalmente el agrupamiento particional se puede plantear de la siguiente manera. Sean n 
objetos dados en un espacio métrico p-dimensional. El problema consiste en agrupar los n 
objetos en K clusters teniendo en cuenta un cierto criterio que favorezca el agrupamiento de 
objetos semejantes en un mismo cluster. El valor de K puede, o no, estar dado de antemano, 
aunque usualmente si lo está. 
 
Es posible examinar esta problemática desde una perspectiva de copertenencia a una clase o 
adyacencia. Supongamos que se tiene una matriz ijA a =   , donde 1ija =  solamente en el 

caso en que los objetos i y j estén en la misma clase y  0ija =  si no. Si K=1 la matriz A está 

repleta de 1’s ( ( )1A  ), y si K=n  la matriz A es la matriz identidad. En general, 1 K n≤ ≤ , la 
matriz A representa la relación binaria de equivalencia asociada a una partición de K clases. 
 
La cuestión de obtener una partición de los n objetos en K clases se puede interpretar como 
la descomposición de la matriz original ( )1A  cuando K=1 en otras dos matrices: 

( ) ( ) ( )1 K KA A B= + , donde ( )KA  describe las relaciones entre los objetos que se agrupan en 
cada clase, y ( )KB  señala las relaciones entre objetos de diferentes clases. En la Figura 2-3 
se muestra un ejemplo donde se utilizan 3 clases y se asume alguna permutación de las filas 
y columnas de la matriz de conexiones original de manera que cada clase es descrita por un 
bloque de la diagonal principal de la primera matriz de la descomposición. 
 

1 1 1 1 1 1 1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 1 1 1 1 1 1 1

= +  

Figura 2-3 Descomposición de una matriz de conexiones. 
 
Si se define alguna medida de desemejanza entre los objetos es posible entonces plantear la 
siguiente propiedad fundamental que relaciona la suma total de las desemejanzas y las 
desemejanzas internas (entre objetos de una misma clase, Within) y las cruzadas (entre 
objetos de diferentes clases, Between).  
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Sea una partición { }1 2,, , KP P P P=   de tamaño K del conjunto de n objetos 1, ,i n=  , y  

( ),i jd ω ω  una función de desemejanzas definida para cualquier de objetos iω  y jω . Se 
tiene entonces que 
 

( ) ( ) ( )
1 1 1 1 1

, , ,
i k j k i k j l

n n K K K

i j i j i j
i j k P P k l P P

l k

d d d
ω ω ω ω

ω ω ω ω ω ω
= = = ∈ ∈ = = ∈ ∈

≠

= +∑∑ ∑ ∑ ∑ ∑∑ ∑ ∑  

 
De forma abreviada esta descomposición se puede expresar 
 

T W BS S S= +  
 
Para un conjunto dado de objetos, el término de la izquierda es constante. A medida que el 
valor de K cambie así será la distribución de las sumas internas y cruzadas. En el caso de 
que todos los objetos formen una única clase (K=1) la suma cruzada será cero. De la misma 
manera si K n= , es decir, se tiene la partición más fina donde cada objeto es considerado 
una clase, y en este caso la suma interna sería igual a cero toda vez que 

( ), 0,  1, ,i id i nω ω = ∀ =  . 
 
La suma interna permite caracterizar en cierto sentido cada una de las clases, es decir, a 
medida que la suma interna de una clase sea más pequeña, más compacta será dicha clase. 
Por su parte la suma cruzada nos brinda una idea de la diferencia entre las clases: mientras 
mayor sea la suma cruzada, más diferentes serán las clases. Es por ello que esta 
descomposición se utiliza como base para la formación de criterios de evaluación de las 
particiones. 
 
La matriz ijA a =    puede ser utilizada también como una vía para especificar ciertas 
restricciones asociadas en los datos, como puede ser la estructura espacial que caracteriza a 
una imagen digital. La expresión T W BS S S= +  quedaría de la siguiente forma 
 

( ) ( ) ( )
1 1 1 1 1

, , ,
i k j k i k j l

n n K K K

ij i j ij i j ij i j
i j k P P k l P P

l k

a d a d a d
ω ω ω ω

ω ω ω ω ω ω
= = = ∈ ∈ = = ∈ ∈

≠

= +∑∑ ∑ ∑ ∑ ∑∑ ∑ ∑  

 
Las utilidades de esta notación alternativa son estudiadas más adelante. 
 
A continuación se presenta un análisis sobre los principales métodos de agrupamiento 
particional. 
 
Los criterios que se utilizan para realizar las particiones pueden ser clasificados como 
globales o locales. Un criterio se dice que es global cuando cada cluster es representado 
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mediante uno o varios prototipos y la asignación de los objetos se realiza de acuerdo a la 
mayor semejanza con dichos prototipos. Los criterios locales utilizan la estructura local de 
los datos para efectuar el agrupamiento, por ejemplo, mediante la asignación de un objeto y 
sus vecinos más próximos al mismo cluster, o mediante la identificación de regiones de alta 
densidad en los datos. 
 
De esta manera, si se denota por ( )J P  el criterio del agrupamiento, donde P representa 
una partición de los objetos, el problema puede ser planteado como un problema de 
optimización discreta, 
 

( )* arg min
kP

P J P
∈Π

=  

 
donde kΠ  representa el conjunto de todas las particiones de cardinalidad k del conjunto 
dado de objetos. 
 
Este planteamiento se ajusta a la definición de un problema de búsqueda. Según [32] un 
problema de búsqueda posee un conjunto de estados del mundo, un conjunto de operadores 
que cambian el estado, un estado inicial y un conjunto de estados metas, y la tarea consiste 
en hallar una secuencia de operadores que transformen el estado inicial en uno de los 
estados meta. 
 
La solución ingenua de este problema, consiste en evaluar todas las posibles particiones de 
tamaño K de los n objetos y escoger aquella que optimice el criterio seleccionado. Sin 
embargo, este enfoque de búsqueda exhaustiva es impracticable, excepto para conjuntos de 
objetos muy pequeños. 
 
La cuestión radica en que la cantidad de particiones de tamaño K de n objetos crece muy 
rápido en función de la cantidad de objetos y del tamaño de la partición. Para la cantidad de 
particiones de un tamaño K de n objetos, sin tener en cuenta el orden de los objetos dentro 
de cada grupo, ni el orden de los grupos dentro de la partición se verifica la ecuación en 
diferencias 
 

( ) ( ) ( ), 1, 1 * 1,S n K S n K K S n K= − − + −  
 
con las siguientes condiciones de frontera 
 

( ) ( ) ( ),1 1,  , 1,  , 0S n S n n S n K= = =  si K>n. 
 
Las soluciones de esta ecuación se denominan números de Stirling de segunda clase y se 
pueden calcular según la siguiente expresión [33] 
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( ) ( )
1

1, 1
!

K iK
n

i

K
S n K i

iK

−

=

 
= −  

 
∑  

 
En la Figura 2-4 se ilustra este comportamiento para diferentes valores de n y de K. Así, por 
ejemplo, para 19 objetos la cantidad de particiones de cardinalidad 6 asciende a 6.931x1011
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Figura 2-4 Comportamiento del espacio de búsqueda de las particiones  

 
Otra problemática importante que surge con este enfoque está relacionada con la selección 
de un criterio que se ajuste a la noción intuitiva de cluster de manera que la partición que 
optimice el criterio sea la “mejor”. Evidentemente al no existir una definición precisa del 
concepto de cluster, no se puede hablar de un criterio universal para la obtención del mejor 
agrupamiento. Los clusters se pueden diferenciar por su tamaño, por su forma, incluso por 
la manera en que se define la semejanza entre sus miembros. Cada criterio asume o impone 
cierta estructura de los datos por lo que si estos supuestos no se cumplen los resultados a 
los que se llegan pueden no ser satisfactorios. 
 
En la literatura se encuentran multitud de criterios para evaluar la calidad de un 
agrupamiento [34]. El más común es aquel que utiliza los centroides como prototipos de los 
clusters.  
 
Sea una partición { }1 2,, , KP P P P=  de un conjunto de n objetos iω , 1, ,i n=  , cada uno 

representado por un vector xi, 
1

k

k i
i Pk

x x
n ∈

= ∑  el centroide del cluster kP , y nk su cardinalidad, 
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asumiendo que en el espacio de definición de los objetos sea euclidiano y tenga sentido el 
cálculo de la media. 
 
La variación interna (within cluster variation) de un cluster kP , denotada por ( )W kJ P  se 
puede definir de la siguiente manera 
 

( ) ( )2 ,
k

W k E i k
i P

J P d x x
∈

= ∑  

donde ( )2 .,.Ed  representa la distancia euclidiana cuadrática. También es posible utilizar la 

distancia de Mahalanobis ( )2 .,.Md  definida con anterioridad.  
 
El valor ( )W kJ P  se conoce también como error cuadrático (square-error). El error 
cuadrático de la partición en su conjunto es la suma de los errores cuadráticos de cada uno 
de los clusters, es decir, 
 

( ) ( ) ( )2 2

1 1 1
,

k

K K K

W W k E i k k k
k k i P k

J P J P d x x n s
= = ∈ =

= = =∑ ∑∑ ∑  

 

donde     ( )2 21 ,
k

k E i k
i Pk

s d x x
n ∈

= ∑   

 
representa la varianza del cluster kP .  
 
Es por esta razón que los agrupamientos definidos de esta manera se denominan también 
agrupamientos de mínima varianza. Este tipo de criterio es útil cuando los clusters poseen 
formas esféricas y se encuentran bien separados unos de otros. 
 
Adicionalmente, se puede demostrar que 
 

( ) ( )2 21, ,
2

k k k

E i k E i j
i P i P j Pk

d x x d x x
n∈ ∈ ∈

=∑ ∑ ∑  

 
Luego puede escribirse lo siguiente 
 

( ) ( ) ( ) ( )2 2

1 1 1

1 1, ,
2

k k k

K K K

W W k E i k E i j
k k i P k i P i Pk

J P J P d x x d x x
n= = ∈ = ∈ ∈

= = =∑ ∑∑ ∑ ∑∑  
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Esta última expresión sugiere la posibilidad de introducir otros tipos de criterios [10, 25, 
35]. Es decir, si se asume una función de desemejanzas arbitraria ( ).,.d , entonces se 
pudiera escribir 
 

( ) ( ) ( )
1 1 ,

1 1 ,
2

k

K K

W W k i j
k k i j Pk

J P J P d x x
n= = ∈

= =∑ ∑ ∑  

 
Otro criterio que se puede asumir es el de la variación entre clusters (between cluster 
variation) el cual se puede expresar mediante la distancia entre los centroides respectivos. 
 

( ) ( )2

1 1
,

K K

B E k l
k l

l k

J P d x x
= =

≠

= ∑∑  

 
Al hacer la selección de un criterio o el otro se puede tener en cuenta su costo 
computacional. El cálculo de la variación interna, es decir, ( )WJ P  requiere 

( )
1

K

k
k

O n O n
=

  = 
 
∑ operaciones. Por su parte la variación entre clusters, ( )BJ P , puede ser 

calculada en ( )2O K  operaciones. 
 
Otros criterios en espacios euclidianos pueden ser derivados a partir de la matriz de 
covarianzas. Para los objetos de un cluster kP  dado es posible definir la matriz de 
covarianzas interna 
 

( ) ( )
k

T
k i k i k

i P
S x x x x

∈

= − −∑  

 
que no es más que la matriz de covarianzas sin el factor 1 kn , de los objetos del cluster kP . 
La matriz de covarianzas interna total sin el factor 1 n  se define como la suma de las 
matrices particulares de cada cluster, es decir, 
 

1

K

W k
k

S S
=

= ∑ . 

 
De la definición anterior se tiene que el criterio de la variación interna puede representarse 
como la suma de las trazas de las matrices kS , es decir, 
 

( ) ( )
1

K

W k
k

J P tr S
=

= ∑  
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donde además se cumple que ( ) ( )k W ktr S J P= . 
 
También es posible definir la matriz de covarianzas externa sin el factor 1 n  de la siguiente 
manera 
 

( ) ( )
1

K
T

B k k k
k

S n x x x x
=

= − −∑ , donde 
1

1 K

k k
k

x n x
n =

= ∑  

 
La matriz de covarianzas total sin el factor 1 n  se define como 
 

( ) ( )
1

n
T

T i i
i

S x x x x
=

= − −∑  

 
y se puede demostrar [15] que 
 

T W BS S S= +  
 
 y que 
 

( ) ( ) ( )T W Btr S tr S tr S= + . 
 
Si se tiene en cuenta que la matriz de dispersión total no depende de un agrupamiento 
concreto, mientras que las matrices de dispersión interna y externa sí, se puede notar que 
minimizar la dispersión interna (la variación interna) es equivalente a maximizar la 
dispersión externa (la variación entre clusters). 
 
Otras variantes de criterios a partir de las matrices de dispersión pueden ser consultados, 
por ejemplo, en [25, 34]. 
 
Una vez definido un criterio para el agrupamiento surge la problemática de la obtención de 
la partición óptima. Como ya se comentó antes, este problema es generalmente intratable 
desde el punto de vista computacional por lo que se recurre a métodos de búsqueda 
heurística. Estas son técnicas que brindan soluciones aceptables, pero que no garantizan 
llegar a la solución óptima (en ocasiones lo logran en términos de probabilidad).  
 
Dentro de estas técnicas se pueden citar los métodos heurísticos iterativos de mejoras 
locales, o de optimización local, los cuales utilizan una heurística local glotona (greedy 
heuristic), y los métodos estocásticos de optimización, tales como los algoritmos genéticos 
[36] y el enfriamiento estadístico (simulated annealing) [37], entre otros. 
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Uno de los enfoques más utilizados al buscar la partición óptima es la optimización 
iterativa. La idea consiste en comenzar con una cierta partición razonable y realizar 
movimientos de los objetos de un cluster a otro siempre y cuando estos movimientos 
conduzcan a una partición que mejore el valor del criterio [38].  
 
Este procedimiento, al igual que los escaladores de colinas (hill-climbing) sólo garantiza la 
obtención de un óptimo local y no uno global. Incluso, diferentes estados iniciales pueden 
conducir a diferentes soluciones. A pesar de estas limitaciones, la optimización iterativa es 
muy utilizada debido a que los costos computaciones son aceptables y mucho menores que 
en el caso de la búsqueda exhaustiva. 
 
Otro algoritmo muy conocido de optimización iterativa lo constituye k-means [8, 25]. Este 
algoritmo asume que los n objetos están representados en un espacio euclidiano y se desea 
agruparlos en K clusters utilizando el criterio del error cuadrático para evaluar cada 
partición. 
 
El algoritmo básico parte de un conjunto inicial de centroides los cuales sirven para obtener 
una partición inicial mediante la asignación de cada objeto al centroide más cercano, en el 
sentido de la distancia euclidiana. Una vez realizada la asignación se recalculan los 
centroides y se repite todo el proceso. El criterio de parada está dado por la ausencia de 
cambios en los centroides [39].  En la Tabla 2-1 se muestra este esquema básico. 
 

Tabla 2-1 Algoritmo k-means básico 
Algoritmo k-means básico 

1. Seleccionar K puntos como centroides iniciales. 
2. Mientras los centros no cambien hacer 
3.    Asignar cada objeto al centroide más cercano. 
4.    Asegurarse que cada cluster contenga al menos un elemento. 
5.    Reemplazar los centroides con las medias de cada uno de los clusters 

formados. 
6. Fin  

 
La complejidad computacional de este algoritmo es ( )O KnIp , donde I representa la 
cantidad de iteraciones y p es la dimensión del espacio. En efecto, si se asumen los 
centroides conocidos entonces en una pasada por los datos es posible calcular todas las Kn 
distancias a los centroides, y para cada objeto seleccionar la menor de estas. El cálculo de 
los nuevos centroides también se puede realizar en ( )O n operaciones. 
 
Se debe tener en cuenta que el algoritmo k-means puede conducir a clusters vacíos por lo 
que se deben tomar medidas apropiadas para garantizar la cantidad adecuada de estos, por 
ejemplo seleccionando un elemento del cluster de mayor error cuadrático. Por otra parte el 
algoritmo también es susceptible a la inicialización, es decir, diferentes conjuntos de 
centroides iniciales pueden conducir a particiones diferentes.  
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En ocasiones se utiliza un agrupamiento jerárquico (que será visto más adelante) para la 
determinación de los centroides iniciales. También se ensayan varias corridas y se 
selecciona la de menor error cuadrático. Un análisis de estas cuestiones puede ser 
consultado en [40]. 
 
Dentro de las diferentes variantes del algoritmo k-means se puede señalar el algoritmo 
ISODATA [41], el cual en un intento de encontrar la mejor partición permite la utilización 
de divisiones y fusiones de los clusters intermedios. 
 
Cuando en calidad de representantes de los clusters se realiza otra selección se pueden 
obtener otras variantes. Así por ejemplo, se puede señalar el algoritmo k-modes que 
selecciona en calidad de centroide de un cluster la moda [42], o el k-medois que propone 
seleccionar en calidad de representante de un cluster a uno de sus miembros según un 
criterio dado. Ejemplos de estos últimos lo constituyen los algoritmos CLARA (Clustering 
LARge Applications) [43] y CLARANS (Clustering Large Applications based upon 
RANdomized Search) [44]. 
 
Dentro del agrupamiento particional se distingue también el enfoque probabilístico. En este 
enfoque se considera que los datos se han obtenido como muestras independientes de un 
modelo de mezclas de diferentes distribuciones de probabilidad [45]. La opción usual para 
la obtención de los estimadores de máxima verosimilitud los parámetros de la mezcla de 
distribuciones es el algoritmo EM (Expectation Maximization) [46]. Un análisis sobre 
diversos aspectos metodológicos de la utilización de los modelos de mezclas se puede 
consultar en [47]. 
 

2.2.2 Agrupamiento jerárquico 
 
El agrupamiento jerárquico realiza de manera sucesiva una mezcla de grupos pequeños para 
formar otros más grandes; o una división de grupos grandes en otros más pequeños. Así se 
diferencian los algoritmos aglomerativos y los algoritmos divisivos.  
 
El resultado final es una jerarquía, o árbol de grupos o conglomerados anidados; también 
denominado dendrograma. Si el árbol posee una medida o índice asociada a la fusión o la 
división de las clases, entonces una tala de este árbol a un nivel dado representa una 
partición (o clustering) de los objetos. Talas sucesivas según el nivel inducen una sucesión 
de particiones anidadas, desde la más fina (hojas del árbol o clases singulares) hasta la 
menos fina (la raíz del árbol que representa el conjunto completo). 
  
La manera en que los clusters son mezclados (o divididos) depende de cómo esté definida 
la función de desemejanzas, que en este caso representa una función de desemejanzas 
conceptual. Los métodos divisivos se pueden basar en la construcción de grafos de 
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vecindad y la utilización de algún método para eliminar aristas en este grafo e ir creando los 
grupos o clases. 
 
En el agrupamiento jerárquico aglomerativo a partir de un agrupamiento inicial se procede 
a unir aquellos clusters que estén más cercanos en cierto sentido disminuyendo así la 
cantidad de estos. Este proceso se repite hasta que se obtenga un único cluster formado por 
todos los objetos. Por lo general el punto inicial de este proceso lo constituye el caso donde 
cada objeto representa un cluster, aunque es posible que tenga sentido comenzar el proceso 
por una partición distinta a la más fina. 
 
Sean n objetos 1, ,i n=   y una función ( ),k lD P P  que mide la desemejanza entre dos 
cluster Pk y Pl cualesquiera. Un algoritmo aglomerativo básico puede ser descrito como se 
indica en la  
Tabla 2-2. Esta propuesta posee una complejidad temporal y espacial ( )3O n .  

 
Tabla 2-2 Algoritmo jerárquico aglomerativo básico 

Algoritmo jerárquico aglomerativo básico 
1. Hacer { } ,  1, ,iP i i n= =   
2. Mientras la cantidad de clusters sea mayor que 1 hacer 
3.    Sean kP  y lP  los clusters que minimizan la función ( ),k lD P P  entre todos los 

clusters 
4.    k k lP P P=   
5.    Eliminar el cluster lP  
6.    Actualizar las desemejanzas entre el cluster creado y el resto 
7. Fin  

 
En este caso la función ( ),k lD P P  puede ser utilizada en calidad de medida para caracterizar 
cada nivel del árbol que se forma. 
 
Sean dos clusters kP  y lP  con cardinalidades nk y nl respectivamente y d(xi, xj) una medida 
de desemejanza (o distancia) entre dos objetos cualesquiera. Algunos de los principales 
criterios utilizados en el agrupamiento jerárquico aglomerativo son los siguientes: 
 

• Enlace simple (single linkage). En este caso la desemejanza entre dos clusters está 
determinada por los vecinos más próximos, es decir, 

 
( ) ( ), min min ,

k lk l i P j P i jD P P d x x∈ ∈= . 
 

Esto enfatiza la conectividad en los clusters y resulta en clusters alargados. 
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• Enlace completo (complete linkage). Aquí la desemejanza entre clusters se define 
mediante los vecinos más lejanos, es decir, 
 

( ) ( ), max max ,
k lk l i P j P i jD P P d x x∈ ∈=  

 
Normalmente es útil cuando los objetos forman clusters separados ya que enfatiza la 
compacidad de estos. No resulta apropiado si los clusters presentan formas 
alargadas. 

• Enlace basado en centroides (centroid linkage). Utiliza la distancia euclidiana entre 
los centroides de los clusters, es decir, 
 

( ) ( ), ,k l E k lD P P d x x= , 
donde 

1

k

k i
i Pk

x x
n ∈

= ∑  y  1

l

l j
j Pl

x x
n ∈

= ∑ . 

 
Se asume una representación vectorial de los datos. Este criterio puede producir 
dendrogramas no monótonos [15]. Esto ocurre cuando la distancia de un cluster 
obtenido por la unión de otros dos, r y s, a un tercero es menor que la distancia de 
cualquiera de los clusters componentes, r ó s a ese mismo tercero. 

• Enlace basado en el criterio de Ward (Ward’s linkage). Este criterio utiliza la suma 
de las distancias euclidianas cuadráticas de cada miembro de un cluster a su 
centroide. Este valor es conocido como el error cuadrático del cluster, o como 
inercia en la literatura francesa [48], y es utilizado también como criterio en el 
agrupamiento particional. El error cuadrático de una partición es la suma de los 
errores cuadráticos de cada uno de sus miembros. Al unir dos clusters cualquiera el 
error cuadrático de la partición aumenta.   
 
El criterio de Ward propone unir en cada paso aquellos dos clusters para los cuales 
el incremento del error cuadrático, obtenido después de la unión, es menor. Para el 
caso de las distancias euclidianas se demuestra que el incremento en el valor del 
error cuadrático se puede expresar únicamente en función de los centroides. De esta 
manera el criterio queda finalmente así 
 

( ) ( )2, ,k l
k l E k l

k l

n nD P P d x x
n n

=
+

, 

 
donde kx  y lx  representan los centroides de los clusters kP  y lP , respectivamente, 
tal y como en el caso del enlace basado en centroides. 

• Enlace promedio (average linkage). La desemejanza utilizada es el promedio entre 
clusters, es decir, 
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( ) ( )1, ,
k l

k l i ji P j P
k l

D P P d x x
n n ∈ ∈

= ∑ ∑  

 
Por lo general trabaja bien tanto en casos de clusters alargados como compactos. 
Tiende a producir clusters de varianza similar. 

 
Cabe señalar que aunque en la mayoría de los criterios se exige únicamente una 
representación basada en desemejanzas, los criterios de Ward y el enlace basado en 
centroides presuponen una representación vectorial en un espacio euclidiano. 
 
La selección de un criterio apropiado para el agrupamiento jerárquico es una cuestión 
esencial para el análisis de los datos. Sin embargo, existen muy pocas sugerencias teóricas 
para guiar esta selección. 
 
Desde el punto de vista de implementación existe la formula general de Lance-Williams-
Jambu [49, 50] que permite calcular las desemejanzas entre los nuevos clusters creados y el 
resto, en cualquier nivel de la jerarquía, a partir del agrupamiento actual. 
 
Se debe destacar que en el agrupamiento aglomerativo se requieren tanto las desemejanzas 
entre los objetos (al inicio del proceso) así como entre clusters. Esta situación se puede 
considerar un aspecto favorable pues no impone la exigencia de que los objetos posean una 
representación vectorial (excepto en los criterios del centroide y de Ward mencionados 
antes); tan sólo se requiere que sea posible calcular la desemejanza entre ellos. 
 
El agrupamiento jerárquico divisivo, por su parte, toma el camino inverso, es decir, se parte 
de un único cluster compuesto por todos los objetos y se procede a realizar divisiones para 
obtener sus componentes hasta que se obtenga una partición final donde cada cluster está 
compuesto por un único objeto. El principal problema que se presenta en este caso consiste 
en cómo restringir la búsqueda en el espacio de todas las posibles particiones con vistas a 
reducir su costo computacional.   
 
Un ejemplo de algoritmo jerárquico divisivo es aquel que se basa en el árbol de expansión 
mínimo o MST (Minimum Spanning Tree). Este algoritmo comienza por la construcción 
del árbol MST. Para ello se parte de considerar cada objeto como miembro de un árbol. En 
los pasos subsiguientes se busca el par de objetos más cercanos entre sí con la condición de 
que uno de ellos, por ejemplo p, se encuentre en el árbol actual y el otro, q, no. Se procede 
entonces a agregar el objeto q al árbol actual y se coloca una arista entre ellos (ver Figura 
2-5). 
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Figura 2-5 Árbol MST 

 
Una vez construido al árbol MST el procedimiento de división procede a eliminar la arista 
correspondiente a la mayor distancia (o menor semejanza) entre dos objetos. De esa manera 
se va obteniendo una jerarquía. El algoritmo termina cuando cada objeto forme un cluster 
independiente (ver Tabla 2-3). 
 

Tabla 2-3  Algoritmo jerárquico divisivo basado en el árbol MST 

Algoritmo jerárquico divisivo MST 
1. Construir el árbol MST a partir de la matriz de proximidades. 
2. Repetir 
3.    Crear un nuevo cluster eliminando la arista correspondiente a la mayor 

distancia (menor semejanza). 
4. Hasta que cada objeto forme un cluster  

 
Un método híbrido consistente en la utilización del algoritmo k-means para la obtención de 
una jerarquía de clusters, o simplemente de una partición, es el conocido como bisecting k-
means [51]. Esta variante es menos susceptible al problema de la inicialización.  En la 
Tabla 2-4 se muestra el algoritmo básico. Se puede notar que durante el proceso de 
obtención de la partición final se va generando un árbol binario. 
 
Se puede señalar que en el agrupamiento jerárquico resulta muy difícil separar el modelo 
del criterio que se utiliza, así como del método de búsqueda que se utiliza para encontrar el 
mejor agrupamiento en un momento dado. La naturaleza del modelo, es decir, la forma de 
los clusters está implícita en el algoritmo que se utiliza y no existe una función criterio 
global sino que se obtienen valoraciones locales con vistas a determinar los mejores 
candidatos para la aglomeración o para la división, según sea el caso. Se debe notar que 
diferentes funciones criterio pueden llevar a diferentes agrupamientos de los datos. 
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Tabla 2-4 Algoritmo bisecting k-means 
Algoritmo bisecting k-means básico 

1. Inicializar la lista de clusters con uno único cluster formado por todos los 
elementos 

2. Mientras la lista no contenga K clusters hacer 
3.   Seleccionar un cluster de la lista. 
4.   for i=1 to Cantidad de Iteraciones do  
5.        Dividir en dos el cluster utilizando k-means 
6.   end 
7.    Seleccionar la bipartición con menor error cuadrático del paso anterior. 
8.    Agregar la bipartición seleccionada a la lista de clusters  
9. Fin  

 
La matriz de proximidades (desemejanzas o semejanzas) que se utiliza en el agrupamiento 
jerárquico es por definición densa, es decir, se analizan todos los pares de objetos. Algunas 
variantes de estos métodos proponen reducir la densidad de esta matriz reduciendo la 
cantidad de entradas en esta matriz. Esto se puede lograr de diversas maneras, por ejemplo, 
omitiendo aquellos valores que no superen un valor dado de proximidad, o analizando para 
cada punto una cierta cantidad de sus vecinos más próximos.  
 
Una matriz construida de esta manera puede ser utilizada para representar los conceptos de 
cercanía o de conectividad la que puede ser vista además como un grafo. Este enfoque 
establece una relación entre el agrupamiento jerárquico y el particionamiento de grafos. En 
particular el algoritmo jerárquico divisivo MST (Minimum Spanning Tree) se basa en este 
enfoque [15]. 
 
Se debe tener en cuenta que la utilización de la distancia euclidiana para el agrupamiento 
jerárquico de datos espaciales tiende a formar clusters de forma convexa. Sin embargo, en 
muchas imágenes se aprecian objetos de formas arbitrarias. En este sentido se ha trabajado 
también con vistas a incorporar el concepto intuitivo de cluster como un componente 
conexo de forma arbitraria. Dos ejemplos lo constituyen los algoritmos jerárquicos 
aglomerativos CURE [52] y CHAMELEON [53]. 
 
Un elemento a resaltar en este punto es la similitud de las estrategias del agrupamiento 
jerárquico con las aplicadas en el caso de los métodos de segmentación orientados a 
regiones (que se verán más adelante). El análogo de la estrategia divisiva en el 
agrupamiento jerárquico lo constituye el proceso de división que se utiliza en los métodos 
de segmentación. Por su parte tanto en el agrupamiento jerárquico aglomerativo como en la 
segmentación se aplica el procedimiento de fusión (de regiones o de clusters). 
 
La presencia de estas estrategias comunes, o su variantes híbridas (por ejemplo, división - 
fusión), constituyen un argumento a favor de la posibilidad de tratar el problema de la 
segmentación de imágenes como un problema de clustering. 
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2.2.3 Estrategias de implementación basadas en los vecinos más 
próximos para el agrupamiento jerárquico aglomerativo sin 
restricciones 

 
El algoritmo general descrito en el apartado 2.2.2 presupone en cada paso la búsqueda del 
par de clusters que realizan la desemejanza mínima. Este proceso requiere un tiempo 

( )2nΟ  si se tiene en cuenta que se trabaja con una matriz de desemejanzas de n objetos.  
 
Por otra parte, en la construcción de la jerarquía se realizan n-1 fusiones de pares de 
clusters cada una de las cuales requiere un tiempo ( )2nΟ . Esto conlleva a que la 

complejidad temporal sea ( )3nΟ . La complejidad espacial, por su parte, es ( )2nΟ  debido 
a la necesidad de almacenar la matriz de desemejanzas. 
 
Implementaciones más rápidas se pueden lograr considerando los vecinos más próximos 
para todos los clusters. Sea una partición { }1 2,, , KP P P P=  . El vecino más próximo de un 

cluster kP  dado es aquel cluster lP  que se encuentra más cercano a él desde el punto de 
vista de las desemejanzas y se denotará por ( )l kP NN P= . Encontrar el vecino más próximo 

de un cluster requiere un tiempo ( )nΟ .  
 
Una vez que se tenga el vecino más próximo de cada cluster, la búsqueda del par de clusters 
más cercanos se puede realizar en un tiempo ( )nΟ . Esto significa que al utilizar la 
estrategia de los vecinos más próximos la complejidad del algoritmo está determinada por 
el tiempo que se necesita en recalcular los vecinos más próximos después de cada fusión.  
 
Los vecinos más próximos se deben recalcular para cada cluster que tenga como vecino 
más próximo a alguno de los dos clusters que se fusionan en la etapa dada. Esto puede 
conducir en general a ( )nΟ  actualizaciones de vecinos más próximos en cada interacción 
[54, 55]. Si las filas de la matriz de desemejanzas se mantienen en un montículo (heap), 
estas actualizaciones se pueden realizan en un tiempo ( )( )logn nΟ  lo que resulta en una 

implementación con un tiempo total ( )( )2 logn nΟ  y una complejidad espacial ( )2nΟ . 
 
Otra estrategia rápida de implementación se basa en el hecho de que bajo ciertas 
condiciones es posible obtener la misma solución utilizando un orden diferente de 
aglomeraciones en el algoritmo jerárquico aglomerativo. La idea consiste en la obtención 
de los pares de vecinos más próximos mutuos o recíprocos (reciprocal nearest neighbors, 
RNN). Se dice que un par de clusters kP  y lP  son vecinos mutuos o recíprocos si se cumple 
que ( )l kP NN P=  y ( )k lP NN P= . Esta estrategia rápida presupone que en cada paso se 
fusionan pares de vecinos mutuos [56]. 
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La estrategia de vecinos más próximos mutuos es aplicable si el criterio de aglomeración 
cumple con la propiedad de reducibilidad [57].  
 
Se dice que un criterio de aglomeración posee con la propiedad de reducibilidad si se 
cumple que 
 

( ) ( ) ( ){ }, min , , ,k l k m l md P P d P P d P P≤  ⇒  

( ) ( ){ } ( )min , , , ,k m l m k l md P P d P P d P P P≤   
 

 

 
Según Diday una condición necesaria y suficiente para que no ocurran inversiones en un 
algoritmo jerárquico aglomerativo es que el criterio de aglomeración utilizado cumpla la 
propiedad de reducibilidad [58]. Los criterios de enlace simple, enlace completo, enlace 
promedio y de Ward para el caso del agrupamiento jerárquico sin restricciones cumplen 
con esta propiedad, no así el criterio del enlace basado en centroides para el que no se 
puede garantizar la ausencia de inversiones (ver apartado 2.2.2). 
 
La búsqueda de los vecinos más próximos mutuos puede realizarse mediante el 
mantenimiento de una cadena completa de vecinos más próximos. Una secuencia 

( )1 2
, , ,

ri i iP P P P=   se denomina una cadena de vecinos más próximos respecto a una 

desemejanza dada si ( )1s si iP NN P
+

=  para todo 1 s r≤ < . 

 
Una cadena de vecinos más próximos se denomina completa si contiene al menos dos 
clusters y además los dos últimos son vecinos mutuos o recíprocos. La fusión de los 
vecinos recíprocos de una cadena completa de vecinos más próximos no afecta la relación 
entre otros objetos o clusters. Normalmente se asume que no existen dos desemejanzas 
entre pares de objetos o de clusters que sean iguales y por tanto se considera que una 
cadena completa de vecinos más próximos cumple las siguientes propiedades [54]. 
 
Propiedad 1: Las desemejanzas entre objetos o clusters decrecen de manera monótona a 
medida que se avanza en la cadena de vecinos más próximos. 
 
Propiedad 1: El enlace final de una cadena de vecinos más próximos siempre conecta a un 
par de vecinos más próximos mutuos. 
 
Propiedad 3: Una cadena de vecinos más próximos no puede contener un ciclo de más de 
dos objetos. 
 
A continuación se describe la estrategia basada en las cadenas de vecinos más próximos. El 
algoritmo comienza a construir una cadena de vecinos más próximos partir de un cluster 
arbitrario (singular o no) hasta que la cadena sea completa. 
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Dada una cadena completa ( )1 2

, , ,
ri i iP P P P=   se mezclan los clusters 

1ri
P

−
y 

ri
P que 

constituyen vecinos más próximos mutuos y se extraen de la cadena. Si la cadena resulta 
vacía después de la fusión, se comienza el proceso a partir de otro cluster cualquiera. El 
proceso termina cuando se queda un único cluster. 
 
Se debe notar que si el criterio de agregación cumple con la propiedad de reducibilidad, es 
decir, es libre de inversiones, entonces la cadena resultante es una cadena válida de vecinos 
más próximos. De esta manera es posible entonces obtener una cadena de vecinos más 
próximos completa a partir de la anterior extendiéndola de manera iterativa. 
 
La expansión de la cadena de vecinos más próximos y la comprobación de si  es completa o 
no requiere un tiempo ( )nΟ .  Como la operación anterior se debe ejecutar no más de 

( )2 1n −  veces, esto conduce a una complejidad temporal total ( )2nΟ  [54]. 
 
La complejidad espacial por su parte depende de si las desemejanzas entre clusters se 
pueden calcular en cada paso en tiempo constante, o si por el contrario están almacenadas. 
En el primer caso la complejidad espacial es ( )nΟ , mientras en el segundo es ( )2nΟ . 
 
Se debe tener en cuenta que para que esta estrategia sea exacta, es decir, que produzca los 
mismos resultados que el algoritmo estándar, el criterio de aglomeración debe satisfacer la 
propiedad de reducibilidad, es decir, debe ser libre de inversiones. 
 
Las cadenas de vecinos más próximos y los vecinos más próximos mutuos permiten dos 
variantes para la construcción de una jerarquía: 
 

1. Construir una cadena de vecinos más próximos. Al encontrar un par de vecinos más 
próximos mutuos proceder a su aglomeración y continuar la cadena a partir del 
cluster anterior al par de clusters recién fusionados. 

2. Determinar los vecinos más próximos de todos los objetos; obtener los vecinos más 
próximos mutuos; fusionarlos, y continuar el proceso. 

 
Respecto al cálculo de las desemejanzas se debe tener en cuenta si éstas se calculan en cada 
momento a partir de los datos originales, o si por el contrario se mantienen almacenadas y 
requieren actualizaciones en cada paso utilizando, por ejemplo, la fórmula de Lance – 
Williams – Jambu [49, 50]. 
 
Por último comentaremos una propiedad interesante del algoritmo estándar de 
agrupamiento jerárquico aglomerativo. Según este algoritmo en cada etapa se fusiona el par 
de clases cuyo valor de desemejanza es mínimo. Con esta premisa es válido lo siguiente 
[59]. 
 



38 
 

 

Propiedad 4: En cada etapa del algoritmo estándar de agrupamiento jerárquico 
aglomerativo sin restricciones el par de clases que se fusiona está compuesto por un par de 
vecinos más próximos mutuos. 
 
La validez de está propiedad se demuestra fácilmente. Supongamos que en una etapa 
cualquiera se fusionan los clusters kP  y lP . Eso significa que su desemejanza es la menor 
entre todos los pares posibles de clusters existentes en la etapa dada.  
 
De lo anterior se deduce que lP  es un vecino más próximo de kP . Si esto no fuera así 
entonces existiría otro cluster mP  que sería el vecino más próximo de kP  y por tanto 

( ) ( ), ,k m k ld P P d P P<  lo que contradice la premisa de que kP  y lP  es el par de desemejanza 
mínima. De manera similar se demuestra que kP   es el vecino más próximo de lP . Luego kP  
y lP  son vecinos más próximos mutuos. 
 

2.3 Otros enfoques 
 
La categorización de los algoritmos de agrupamiento no es sencilla. En ocasiones existen 
propuestas híbridas que incluyen las más diversas etapas y que las hace difícil ubicar en una 
categoría pura. A continuación se comentan algunas propuestas recientes.  
 
Un enfoque interesante para el agrupamiento general, tanto jerárquico como particional, 
basado en proximidades ha sido propuesto en [10]. Aquí el problema del agrupamiento es 
formulado como un problema combinatorio; se especifica una función objetivo, cuya idea 
es la formación de clusters compactos y que se basa en la suma normalizada de las 
desemejanzas intracluster (desemejanza promedio dentro de cada cluster) 
 

( ) ( ) ( )
1 1 ,

1 1 ,
2

i j k

K K

W W k i j
k k Pk

J P J P d
n ω ω

ω ω
= = ∈

= =∑ ∑ ∑  

 
En el caso que las desemejanzas sean distancias euclidianas cuadráticas, la función objetivo 
coincide con la función de costo utilizada en el algoritmo k-means. Se proponen algunas 
heurísticas para la optimización. Esta propuesta no es adecuada para la detección de 
clusters alargados ya que en la función objetivo se suman todas las desemejanzas 
intracluster sin tener en cuenta las posibles relaciones topológicas. 
 
La propuesta anterior se centra en la compacidad de los clusters como criterio primario.  
Sin embargo en ocasiones el énfasis en el criterio de la compacidad solamente no permite 
capturar las propiedades esenciales de los datos. En la Figura 2-6 se muestran dos ejemplos 
clásicos los cuales han sido procesados con el algoritmo k-means. Normalmente se 
esperaría que cada brazo de las espirales y cada círculo concéntrico formen un cluster.  
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Figura 2-6 Ejemplos donde el criterio de compacidad no es suficiente. 
 

Figura 2-7 Agrupamiento donde el criterio de conectividad es apropiado. 
 
En estos casos sería conveniente hacer una distinción entre la compacidad y la 
conectividad.  Una propuesta en este sentido es el denominado agrupamiento a pares 
basado en caminos (path-based pairwise clustering) basado en métodos basados en la teoría 
de grafos [35]. En este caso dos objetos se consideran semejantes si existe un camino 

Single Linkage Shi Malik with normalized cut
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dentro del cluster que no posea ningún arco con alta desemejanza. Aquí se mantiene la 
función objetivo, [10], pero las desemejanzas tienen en cuenta los posibles caminos entre 
dos objetos.   
 
Por otra parte, la aplicación de la teoría espectral de grafos ha conducido a los algoritmos 
espectrales de agrupamiento (spectral clustering algorithms) los cuales se basan en la 
utilización de los valores propios de alguna matriz de semejanzas (u otra derivada de ésta) 
entre los objetos [31, 60]. Una propiedad interesante de estos algoritmos es su capacidad de 
extraer clusters no convexos o disjuntos. En su etapa final se utilizan métodos particionales. 
En esencia estos algoritmos determinan una inmersión o proyección, en un espacio 
euclidiano, de la matriz de semejanzas transformada de manera apropiada, y por último 
aplican métodos particionales en este espacio (ver Figura 2-7).  
 
El concepto de proyección o inmersión es bastante general. Es aplicable tanto al problema 
de reducción de la dimensionalidad (encontrar representaciones de datos de grandes 
dimensiones en espacio de pequeñas dimensiones, usualmente de 2 ó 3), como al problema 
de encontrar representaciones vectoriales de datos de proximidad a pares. Ejemplos de 
estos métodos son el análisis de componentes principales (Principal Component Analysis - 
PCA) [61] y el escalado multidimensional (Multidimensional Scaling – MDS) [62]. Una 
panorámica de estos métodos puede ser consultada en [63]. 
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3 Los métodos de segmentación de imágenes 
 
Los métodos de segmentación de imágenes pueden agruparse en dos categorías: 
supervisados y no supervisados. En los métodos supervisados se dispone de un conjunto de 
muestras u objetos con sus correspondientes etiquetas que sirven con vía para la obtención 
de un clasificador, de manera que al presentarle una muestra desconocida éste le asigne la 
etiqueta correspondiente. Por su parte los métodos no supervisados persiguen como 
objetivo la búsqueda de los grupos “naturales” en los datos disponibles, para lo cual es 
preciso definir alguna noción de grupo que se ajuste a las necesidades concretas. Como el 
trabajo se centra en los métodos automáticos, en lo adelante se analizan fundamentalmente 
las técnicas no supervisadas. 
 
Se han desarrollado diversas técnicas de segmentación de imágenes [64], y se han 
propuesto varios esquemas de clasificación de estas técnicas [3, 6, 65]. 
 
Independientemente del enfoque que se utilice, y atendiendo al grado de intervención del 
usuario, los métodos de segmentación pueden considerarse automáticos o interactivos [66]. 
Lógicamente, a mayor componente manual, más lenta y tediosa resulta la segmentación. 
Sin embargo, los métodos automáticos son incapaces, en general, de obtener resultados 
adecuados en todas las situaciones, independientemente del enorme esfuerzo de 
investigación realizado [3, 16, 22, 65, 67]. La principal causa de esta dificultad radica en la 
necesidad de utilizar conocimiento adicional a la información contenida en las imágenes.  A 
pesar de todo, los métodos automatizados se deben convertir en complementos cruciales en 
el análisis de imágenes, particularmente de las imágenes médicas. 
 
Una clasificación compacta se brinda en [68] que agrupa los métodos de segmentación en: 
métodos basados en bordes, métodos basados en regiones, y métodos híbridos (ver Tabla 
3-1). 
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Tabla 3-1 Clasificación de métodos de segmentación [68] 

 
Por otra parte, cualquier método de segmentación necesita una valoración cuantitativa de su 
desempeño. En este sentido se requieren experimentos de validación. La validación se 
realiza normalmente utilizando un cierto modelo de verdad [67].   
 
El modelo más directo de validación consiste en la comparación de los resultados obtenidos 
por el método bajo análisis con los resultados obtenidos mediante la segmentación manual. 
Este enfoque se ve afectado por los problemas inherentes a la segmentación manual, la cual 
no garantiza un modelo de verdad perfecta toda vez que los resultados obtenidos por el 
operador pueden estar distorsionados. Independientemente de estos señalamientos, en 
muchas ocasiones se recurre a este enfoque de validación. 
 
Otro enfoque muy utilizado es aquel que hace uso de modelos físicos, o modelos 
computacionales [79]. Los modelos físicos brindan una descripción exacta del proceso de 

ESTRATEGIA MÉTODOS DESCRIPCIÓN 
Basada en bordes 
(Pretende delinear la 
interfase entre los 
objetos) 

Detección de  
contornos óptimos  

Plantean el problema del delineado del borde como un 
problema de optimización.  [69] 

Contornos activos  
o bordes 
deformables 

Se plantea un sistema mecánico que deforma un 
contorno inicial bajo determinadas fuerzas.  El contorno 
final es aquel que minimiza cierto funcional de energía 
[70] 

Detección guiada 
por el usuario (live-
wire) 

El usuario reconoce los bordes mediante la señalización 
de ciertos puntos y el proceso de delineado se realiza de 
manera automática y cooperada. [71, 72]  

Formas y 
apariencias activas  

Se imponen restricciones cerca de la forma del contorno, 
así como de los patrones de intensidad en su vecindad. 
[73, 74] 

Basada en regiones Umbralización Consiste en la binarización de una imagen, es decir, en 
su conversión a una imagen con dos niveles de gris. Ver, 
por ejemplo, [75, 76]  

Clustering Se plantea el problema como uno de clasificación no 
supervisada. 

Crecimiento de 
regiones 

Se pretende extraer regiones conexas a partir de ciertos 
puntos iniciales o semillas. 

División y fusión Están relacionados con el crecimiento de regiones; pero 
no necesitan semillas iniciales. 

Enfoques basados en 
grafos 

La segmentación se plantea como un problema de 
grafos, y su utiliza el aparato teórico asociado. [77, 78] 

Métodos basados en 
modelos estadísticos 

La clasificación de los objetos se realiza en términos de 
probabilidades. 

Watershed (línea de 
unión de aguas) 

La imagen se ve como una superficie 3D. Se realiza un 
proceso de inundación de esa superficie hasta que las 
cuencas de agua se encuentran. En ese momento se 
forman las líneas de unión de aguas. 

Híbrida (combina las 
fortalezas de las 
estrategias anteriores) 

 En muchas aplicaciones es necesario combinar varias de 
las técnicas descritas antes con el fin de obtener 
resultados satisfactorios. 
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adquisición de la imagen, aunque no representan de manera fiel la anatomía. Por su parte 
los modelos computacionales pueden ser más realistas en este último aspecto; pero simulan 
el proceso de adquisición utilizando solamente modelos simplificados; por ejemplo, de 
generación de ruido, o de variación de fondo. 
 
Una vez que se ha asumido un modelo de verdad, se precisa de la definición de un 
indicador para cuantificar la exactitud. La selección de este indicador es dependiente de la 
aplicación y puede estar basada, por ejemplo, en información sobre las regiones tal como la 
cantidad de píxeles clasificados erróneamente, ya sea porque pertenecen a la región de 
interés y no fueron incluidos (falsos negativos), o porque fueron incluidos y no pertenecían 
(falsos positivos). Un revisión de esta problemática puede ser consultada en [67]. 
 
A continuación se describen los métodos de segmentación tomando como base la 
clasificación presentada en [68]. 
 

3.1 Métodos basados en bordes 
 
Estos métodos se basan en la detección de discontinuidades o transiciones de los niveles de 
grises, el color, la textura, o cualquier otra magnitud de interés en la imagen. Los bordes 
marcan, precisamente, los lugares donde ocurren estas discontinuidades, y se encuentran en 
las fronteras de los objetos.  Una vez establecido el mecanismo o el criterio para la 
determinación de las discontinuidades o transiciones lo que ocurre es, en esencia, un 
proceso de clasificación de los píxeles de la imagen en dos clases: bordes y no bordes. 
 
Existen situaciones que estos métodos no contemplan, como es el caso de los denominados 
bordes perceptuales. En la Figura 3-1 se muestra un ejemplo: el aparente rectángulo 
enmarcado en los cuatro círculos no presenta discontinuidades respecto al fondo por ser del 
mismo color. 
 

 
Figura 3-1  Rectángulo de Kanizsa. 
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La detección de los bordes se realiza mediante operadores de detección. Sin embargo; por 
lo general las imágenes que se obtienen no pueden ser utilizadas directamente como 
resultados de la segmentación. La segmentación basada en bordes se apoya en los 
resultados obtenidos por medio de dichos operadores. En este sentido se requieren etapas 
suplementarias que combinen los bordes obtenidos con vistas a la formación de cadenas 
que se ajusten lo más posible a las fronteras de los objetos presentes en las imágenes. El 
objetivo final es obtener al menos una segmentación parcial donde se retengan solamente 
aquellas cadenas de bordes que tengan alguna correspondencia con los objetos de la 
imagen. 
 
Un método para el procesamiento local en las imágenes consiste en la utilización de 
máscaras espaciales o filtros que recorren por toda la imagen. Esto constituye un 
mecanismo de inclusión del contexto, en forma de píxeles vecinos, en las tareas de 
procesamiento de imágenes.  Un ejemplo de máscara se muestra en la  Figura 3-2. 
 

1 4 7

2 5 8

3 6 9

w w w
w w w
w w w

 
 
 
  

 

Figura 3-2  Máscara de 3x3 píxeles. 
 
Estos filtros pueden ser lineales o no. La manera más común de procesamiento consiste en 
obtener la suma de los productos de los coeficientes de la máscara y las intensidades de los 
píxeles que se encentran bajo ésta en una localización específica de la imagen, es 

decir,
9

1
i i

i
w x

=
∑ , donde ix  representa la intensidad presente en la posición i .  

 
Así, por ejemplo, si 1 9iw = , 1, ,9i =   el valor resultante de la aplicación del filtro sería 
la media de los valores de la vecindad incluyendo el píxel central. Si se toma 1 8iw = , 

1, ,9, 5i i∀ = ≠  el valor resultante sería la media de la vecindad sin incluir el píxel 
central. En cualquier caso el valor resultante se le asocia al píxel correspondiente a la 
posición 5.  
 
La utilización de este tipo de media ponderada en una ventana es muy común en varios 
operadores de procesamiento de imágenes. Una interesante reformulación de este proceso 
en el marco de un espacio vectorial, y el papel que juegan los diferentes subespacios se 
analiza en [80]. 
 
Si se tiene en cuenta que el resultado de esta operación se le asocia al píxel central, es 
posible entonces obtener una nueva imagen con estos valores. Mediante la definición de 
máscaras apropiadas el procesamiento se puede enfocar hacia la detección de 
discontinuidades, tales como puntos y líneas. Estos filtros lineales o suavizantes pueden ser 
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utilizados también para la reducción del ruido y pueden además producir cierto desdibujado 
de la imagen [81]. 
 
Aunque la detección de puntos y líneas tienen cierta importancia desde el punto de vista de 
la segmentación, es la detección de bordes el enfoque más común para la detección de 
discontinuidades. Los operadores de detección de bordes consideran que un borde es un 
conjunto de píxeles conexos que se encuentran en la frontera entre dos regiones que poseen 
distintas características de intensidad. Se asume que las regiones son lo suficientemente 
homogéneas como para que la transición se pueda determinar a partir de las 
discontinuidades de los niveles de grises. Sin embargo, ésta es también la característica del 
ruido que puede estar presente en una imagen. De ahí que cualquier operador que responda 
bien ante la presencia de un borde, lo hará también ante la presencia del ruido. 
 
Existen dos enfoques locales básicos: la diferenciación de primer y segundo órdenes. Estos 
operadores se basan en el cálculo del gradiente en cada punto. El vector del gradiente indica 
la dirección de mayor cambio de la función en un punto dado y se obtiene de la siguiente 
manera 
 

x

y

f
G xF

fG
y

∂ 
   ∂ ∇ = =  ∂  
 ∂ 

 

 
El módulo del vector, es decir la magnitud del gradiente, definido como 2 2

x yf G G∇ = + , 
representa la mayor tasa de crecimiento de f  por unidad de distancia.  Usualmente se toma 
de manera aproximada x yf G G∇ ≈ + . 
 
Por su parte, la dirección de esa variación la brinda el ángulo del vector, definido como 

1tan x

y

G
G

θ −
 

=   
 

. 

 
En el caso de las imágenes digitales para el cálculo del gradiente se parte de las 
aproximaciones de las derivadas a partir del cociente incremental 
 

( ) ( ) ( ), , ,
x

f x y f x x y f x y
G

x x
∂ + ∆ −

= ≈
∂ ∆

 , y 

( ) ( ) ( ), , ,
y

f x y f x y y f x y
G

y y
∂ + ∆ −

= ≈
∂ ∆

, 

 
donde x∆ y y∆ representan el incremento en el eje x  y en el eje y , respectivamente. 
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Así, en una imagen de dimensión 3x3 como la siguiente 
 

1 4 7

2 5 8

3 6 9

x x x
x x x
x x x

 
 
 
  

 

 
la primera y segunda derivadas en la dirección del eje x en el punto 5x  se aproximan de la 
siguiente manera 
 

8 5
f x x
x

∂
= −

∂
 

2

2 8 52 2f x x x
x

∂
= + −

∂
 

 
Supongamos que se tiene el siguiente perfil de dos regiones separadas por un borde 
 
 

a) 0  0  0  1  1 
b)  0  0  1  0  
c)   0  1  -1   

 
 
En a) se tiene el perfil original; en b) la primera derivada; y en c) la segunda derivada. 
Como se puede apreciar, la primera derivada brinda una respuesta alta en el lugar de la 
transición de la zona oscura (0´s) hacia la zona clara (1´s). Por su parte la segunda derivada 
presenta un cruce por cero en la zona de transición, es decir, en el borde. 
 
Entre los métodos que caen en esta categoría se encuentran los de Sobel (ver Figura 3-3), 
Roberts, Prewitt [81]. Estos métodos tiene en común la utilización de máscaras espaciales 
para la estimación de la magnitud del gradiente en diferentes direcciones. 
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Figura 3-3  Ejemplo de aplicación del operador de Sobel. 

 
 
Por su parte los métodos de segundo orden buscan los bordes en los sitios donde la segunda 
derivada tiene un cruce por cero. Para ello se basan en el operador Laplaciano definido 
como 

2 2
2

2 2

f ff
x y

∂ ∂
∇ = +

∂ ∂
.   

 
Sin embargo, el operador Laplaciano no es muy utilizado debido a su alta sensibilidad al 
ruido y a su incapacidad de detectar la dirección del borde. Su utilidad radica en la 
detección de bordes a partir de su propiedad de resaltar los cruces por cero. 
 
Con vistas a superar estas limitaciones se utiliza un filtro gaussiano de la forma 

 

( )
2 2

2, exp
2

x yh x y
σ

 +
= − − 

 
, 

 
dondeσ  representa la desviación estándar del filtro.   
 
El Laplaciano del filtro gaussiano (LoG - Laplacian of Gaussian) es 
 

2 2 2
2

4 2

2 exp
2

r rh σ
σ σ

   −
∇ = − −   

   
, 

 
donde 2 2 2r x y= + , yσ determina el grado de emborronamiento que ocurre. 
 
Una máscara espacial de 5 5× píxeles que aproxima al Laplaciano del filtro gaussiano se 
muestra en la Figura 3-4. 
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Figura 3-4  Máscara de 5x5 del LoG. 
 
En la línea de los métodos basados en el gradiente se puede señalar también el de Canny 
[82].  Para el cálculo del gradiente, este método utiliza la derivada de un filtro gaussiano. 
Con vistas a disminuir la influencia del ruido se utilizan dos umbrales que permiten detectar 
bordes fuertes y débiles. Los bordes débiles se incluyen en el resultado final sólo si están 
conectados con bordes fuertes. Este método es más robusto al ruido que los otros y más 
propenso a detectar los bordes reales presentes en la imagen.  
 
En la Figura 3-5 se muestra la aplicación de este método a una imagen de resonancia 
magnética. 
 
Otros métodos generales para la detección de bordes lo constituyen los basados en 
búsquedas en grafos. Con este fin se construye un grafo cuyos nodos se corresponden con 
los píxeles de la imagen. El grafo es ponderado asociando costos a los nodos y/o los arcos. 
Estos costos representan propiedades locales o globales de las fronteras que se pretenden 
obtener. La especificación de los costos es un elemento crucial en estos algoritmos. Un 
ejemplo de asignación de costos puede ser consultado en [81], págs. 592-593. 
 

 
Figura 3-5  Aplicación del método de Canny a una imagen de resonancia magnética. 

 
El problema de detección de bordes se trasforma en uno de búsqueda de caminos óptimos 
(usualmente de costo mínimo) en el grafo. En este sentido las dos técnicas más utilizadas 
han sido la búsqueda heurística en grafos y la programación dinámica. 
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En esta categoría de búsqueda de caminos óptimos se puede señalar el método de delineado 
de bordes guiado por el usuario denominado live-wire [71]. Este método combina el 
delineado automático del borde con la definición manual por parte del usuario de un punto 
inicial y otro final. Entre esos dos puntos se encuentra el camino óptimo que identifica al 
borde. Este procedimiento se ilustra en la Figura 3-6. 
 

 
Figura 3-6  Obtención de un camino óptimo según el método live-wire. 

 
Los métodos basados en grafos presentan el inconveniente de su complejidad y costo 
computacional. Su principal ventaja consiste en la robustez en presencia de ruido. 
 
Otro enfoque razonable consiste en la búsqueda de contornos de una forma dada. Este es el 
caso de la transformada de Hough, utilizada inicialmente para detectar líneas rectas y 
posteriormente se extiende a la búsqueda de formas definidas analíticamente [83-85].  
 
Dentro de la búsqueda de la frontera de un objeto se destaca también la aproximación 
basada en serpientes (snakes), y en general en contornos deformables y activos, cuyo 
objetivo es la construcción de una banda que de manera elástica e iterativa se va ajustando a 
la frontera de los objetos. Las snakes son curvas abiertas o cerradas que tienen asociado un 
funcional de energía y que se deforman bajo la acción de fuerzas internas y externas con el 
objetivo de minimizar el funcional. El contorno activo es un caso particular donde la curva 
es cerrada.  Más detalles sobre los modelos deformables se pueden encontrar en [86]. 
 
Los bordes, tal y como se obtienen por los métodos descritos se encuentran en general 
afectados por el ruido y comúnmente ciertas partes de las fronteras reales están ausentes. Se 
requiere por tanto tomar en consideración el contexto en que aparecen los bordes 
resultantes con el fin de mejorar la imagen resultante. 
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Los bordes resultantes deben ser extendidos o eliminados de manera que se puedan obtener 
las fronteras cerradas de los objetos. 
 
La relajación de bordes es un proceso iterativo que asocia a cada borde un valor de 
confianza en función de su tipo, es decir, de su vecindad. Este valor debe converger a cero 
(eliminación del borde), o hacia uno (el borde forma parte de la frontera) [87]. 
 
Otra idea para la formación de las fronteras lo constituye el seguimiento o rastreo de los 
bordes. En esencia el procedimiento consiste en hacer crecer la frontera a partir del punto 
de mayor intensidad en la imagen de bordes. Para ello se hace una búsqueda local y se 
incluye en el resultado el píxel más parecido al actual. El proceso continúa de manera 
iterativa. Este procedimiento funciona, en esencia, como el método de crecimiento de 
regiones que se comenta en el siguiente apartado. 
 
Las fronteras de los objetos delimitan las regiones que estos ocupan. Una vez que se hayan 
obtenido las fronteras es posible, en principio, reconstruir la regiones. De manera similar, si 
se tiene una partición de una imagen en regiones es posible hacer un seguimiento de la 
frontera de cada región.   
 
Se pueden diferenciar la frontera interna y la frontera externa de la región. La primera es un 
subconjunto de la región, mientras la segunda no lo es. Eso significa que dos regiones 
adyacentes poseen diferentes fronteras internas.  Lo mismo ocurre con las externas. 
 
En este sentido mejores propiedades poseen las fronteras extendidas.  La frontera extendida 
representa una frontera común entre las regiones, posee la misma forma que la frontera 
inter-píxeles, y se especifica en coordenadas de píxeles. 
 
Una presentación de diferentes algoritmos de relajación de bordes, de seguimientos de 
fronteras internas, externas y entendidas puede ser consultado en [87]. 
 

3.2 Métodos basados en regiones 
 
Los métodos basados en regiones tradicionales asumen que píxeles conexos y de similares 
características deben pertenecer a la misma región, es decir, tratan de identificar zonas 
cuyos componentes posean alguna propiedad en común. En este apartado se incluyen 
además aquellos métodos que relajan la condición de contigüidad de los píxeles, como es el 
caso de la umbralización. 
 
Estos métodos hacen uso de dos operaciones fundamentales que ya se han mencionado 
dentro de los métodos de agrupamiento (clustering): la fusión o agregación, y la división o 
separación. En el primer caso, las regiones vecinas se fusionan si cumplen con determinado 
criterio. Por su parte, la división de una región o clase ocurre cuando ésta no cumple un 
cierto criterio y genera regiones de menor tamaño que pueden cumplirlo. 
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También se encuentran algoritmos híbridos que combinan ambas operaciones. En cualquier 
caso se debe utilizar algún criterio para decidir cuándo dividir una región, o cuando 
fusionar o mezclar dos.  
 
A continuación se presentan varios métodos que generan regiones a partir de una imagen 
digital. Aunque la revisión no es exhaustiva, si ilustra la manera en que las operaciones 
fundamentales están presentes en las distintas propuestas dentro del área del procesamiento 
de imágenes. 
 

3.2.1 Umbralización 
 
Uno de los métodos más simples, antiguos y aún bastante utilizado es conocido por 
umbralización. Este método se basa en el histograma de la imagen. El histograma de una 
imagen es una representación de la frecuencia de ocurrencia de los niveles de grises (ver 
Figura 3-7). Cada imagen posee un único histograma; aunque lo contrario no se puede 
afirmar de manera general. Por ejemplo, un tablero de ajedrez con casillas blancas y negras, 
y un cuadrado, de las mismas dimensiones, con una mitad blanca y la otra negra poseen el 
mismo histograma. 
 
Cada elevación en el histograma, o moda, está asociada a una determinada región de la 
imagen. Los valles del histograma pudieran ser utilizados como posibles umbrales para 
separar esas regiones. La idea principal radica en que los píxeles con valores de niveles de 
grises por debajo del umbral se asocian a una región y el resto a otra. El mismo 
procedimiento se aplicaría para el caso de varios umbrales. La umbralización puede resultar 
un medio sencillo y efectivo de lograr la segmentación cuando las estructuras de interés 
presentan intensidades, u otras características cuantificables, contrastantes. 
 
Cuando se utiliza la información de toda la imagen en su conjunto para obtener un umbral, 
el método se denomina umbralización global, que puede ser múltiple si se utiliza más de un 
umbral. Si el método se aplica en una vecindad de un píxel se dice que la umbralización es 
local, también denominada umbralización dinámica o adaptativa. Este es el caso cuando la 
imagen se divide en varias sub-regiones y se realiza la umbralización mediante la selección 
de uno o varios umbrales en cada una de ellas por separado. 
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Figura 3-7  Imagen de RM, su histograma, segmentación mediante umbralización 

simple y mediante umbralización múltiple. 
 
 
La umbralización también se puede clasificar como simple o múltiple. Si en la imagen 
están presentes dos regiones diferenciables, el objeto y el fondo, estos pueden ser 
segmentados mediante un único umbral, es decir, mediante umbralización simple. En el 
caso que existan más objetos diferenciables por sus niveles de grises se requieren varios 
umbrales para su separación. Este tipo se conoce como umbralización múltiple. En la 
Figura 3-7 se muestra un ejemplo de una imagen de resonancia magnética segmentada 
mediante umbralización simple y umbralización múltiple. 
 
Normalmente la umbralización se aplica a los niveles de gris de la imagen, pero existe la 
posibilidad de utilizarla cuando los valores representan el gradiente, o cualquier otra 
propiedad asociada al contexto local. 
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Aunque como se señaló antes, los picos y valles del histograma de una imagen pueden 
servir de guía en la selección de un umbral, esto no resulta una tarea trivial.   
 
Se han propuesto varios métodos para la detección automática de umbrales así como varias 
clasificaciones de estos métodos [65, 88, 89]. 
 
El problema de la umbralización se puede analizar desde la perspectiva de la clasificación 
automática. Por ejemplo, el caso de la umbralización simple es equivalente a asignar un 
píxel a una de dos clases posibles, objeto o fondo. Para la umbralización múltiple se 
utilizarían más de dos clases. 
 
Un posible algoritmo que emana de la propuesta de Ridler y Calvard [90] se muestra en la 
Tabla 3-2. 
 

Tabla 3-2 Algoritmo iterativo según la propuesta de [90] 

Algoritmo iterativo de umbralización para dos clases. 
1. En ausencia de información adicional considerar, como una primera 

aproximación, que los cuatro píxeles de las esquinas de la imagen 
pertenecen al fondo, y resto de los píxeles se corresponden con el objeto. 

2. En el paso t calcular t
fµ  y t

oµ  como la media de las intensidades de los 
píxeles pertenecientes al fondo y al objeto, respectivamente.  Para la 
segmentación en el paso t se utiliza el umbral tT  determinado en el paso 
anterior (ver ecuación del paso 3). 

3. Calcular el nuevo valor del umbral según la ecuación 

 1

2

t t
f otT

µ µ+ +
=  

4. Si la magnitud 1t tT T+ −  es suficientemente pequeña entonces parar.  De lo 
contrario ir al paso 2. 

 
Entre los métodos más conocidos se encuentra el de Otsu [75] que utiliza la varianza como 
medida de separabilidad entre clases correspondientes al fondo y al objeto y propone 
maximizar la razón entre la varianza entre clases y una suma ponderada de las varianzas 
intraclase del fondo y del objeto con el fin de establecer un umbral óptimo. Este criterio 
guarda semejanza con lo visto en  el apartado 2.2 acerca de la descomposición de las 
desemejanzas internas y cruzadas entre clusters. 
 
Este método, uno de los más referenciados, brinda buenos resultados cuando las 
intensidades de los píxeles de cada clase están cercanas entre sí.  Algunas limitaciones del 
método de Otsu son discutidas en [91].  En [92] se propone una generalización al caso 2D. 
En la Figura 3-7 se muestra un ejemplo de la segmentación de una imagen de RM en dos 
clases mediante un umbral obtenido por el método de Otsu. 
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También se han realizado propuestas en el marco de los conjuntos difusos [5].  Un ejemplo 
lo constituye la asignación a los píxeles de valores de pertenencia en dependencia de sus 
diferencias respecto a las medias de cada clase [93]. Esta propuesta en su caso extremo 
coincide con el método de agrupamiento k-means. 
 
El histograma de la imagen no contiene información suficiente para caracterizar toda la 
imagen –en particular no toma en cuenta las características espaciales- por lo que los 
métodos que se basan solamente en él son sensibles, por ejemplo, al ruido y las 
heterogeneidades de intensidad que aparecen en las imágenes de resonancia magnética.  
Eso hace que no siempre logren obtener un umbral apropiado. Una manera de lograr 
mejoras consiste en utilizar información adicional. 
 
Es por esa razón que se han propuesto métodos de umbralización que utilizan, además de la 
distribución de los niveles de intensidad, la información espacial en las vecindades de los 
píxeles. La información espacial se ha utilizado, por ejemplo, en forma de frecuencias de 
co-ocurrencia de valores de píxeles en cierta vecindad, mediante funciones correlación, o 
modelos de dependencia lineal entre los valores de intensidad de los píxeles. Uno de los 
primeros intentos en este sentido es el de [94] que tiene en cuenta el promedio de los 
niveles de intensidad en una vecindad local con vistas a la definición de un umbral. 
 
También se ha ensayado el uso de la matriz de co-ocurrencias de niveles de grises para la 
umbralización [95]. La matriz de co-ocurrencias se define a través de la frecuencia de 
aparición de los niveles de grises a una distancia y en una dirección dadas [81]. De esta 
manera se obtiene un histograma bidimensional que captura la dependencia espacial de los 
niveles de gris en la imagen. 
 
En la Figura 3-8 se muestra el caso de una imagen y la matriz de co-ocurrencias calculada 
al asociar un píxel dado y el que se encuentra “a la derecha y hacia abajo”. Se resalta el par 
1 1−  según el desplazamiento definido. 
 

 
Figura 3-8  Ejemplo de una imagen con 3 niveles de grises y su matriz de co-

ocurrencias. 
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Normalmente se utilizan valores derivados de esta matriz como características de textura 
las cuales pueden ser utilizadas en tareas de clasificación [2, 96]. Utilizando las matrices de 
co-ocurrencias se han propuesto varios algoritmos de umbralización [97]. Para más detalles 
se puede consultar la reseña de [89]. 
  
La umbralización se utiliza en ocasiones como una etapa inicial en los procesos de 
segmentación.  También se han propuesto modificaciones a las variantes clásicas en el caso 
de la segmentación de imágenes médicas, las cuales incluyen información local sobre las 
intensidades, y sobre la conectividad [98]. 
 
Al utilizar la umbralización en el caso de la segmentación de imágenes médicas, el objetivo 
que se plantea consiste en determinar valores de intensidad, es decir umbrales, que 
permitan separar los diferentes tipos de tejidos. 
 
Una posible vía de determinación de un umbral consiste en seleccionar de una manera 
iterativa cada posible valor y evaluar la segmentación resultante tomando en cuenta ciertos 
criterios que permitan evaluar la calidad del resultado final.  Este enfoque ha sido utilizado 
para la segmentación de imágenes de cerebro de RM [98, 99]. 
 
Otra alternativa se basa en el hecho de que cada tipo de tejido posee una intensidad 
característica, y por tanto es de esperar que el histograma de intensidades exhiba un pico 
discernible para cada uno [100]. Luego, el problema de segmentar los tipos de tejidos se 
transforma en un problema, presumiblemente más simple, de encontrar esos picos. 
 
En este línea, por ejemplo, [101] utilizan el algoritmo k-means para obtener una partición 
del histograma en K  clusters (picos). En cada paso se ajusta el valor central de cada cluster 
de manera que se minimice la suma de las diferencias cuadráticas entre cada píxel y el valor 
central de intensidad de su cluster; con la subsiguiente posible modificación de la 
pertenencia de los píxeles en correspondencia con los nuevos valores de intensidad central 
que se obtienen. Este proceso se repite hasta que no ocurran cambios en los clusters. 
 
Otros ejemplos de segmentación de imágenes cerebrales de RM basados en la detección de 
picos en el histograma de intensidades pueden ser consultados en [102, 103]. 
 
En lugar de la búsqueda directa de los picos se han utilizado otras ideas.  Por ejemplo, [99] 
utilizan el percentil 70 de toda el área del histograma como cota superior del rango 
asociado al pico correspondiente al aire ya que el fondo negro asociado a este ocupa, por lo 
general, el 70 por ciento de toda el área de la imagen. 
 
Cabe señalar que en el histograma de una imagen típica de RM de cráneo los picos en 
general no se encuentran tan bien definidos y puede resultar problemático la selección de 
umbrales apropiados. 
 
Varios factores influyen en esta situación. Por ejemplo, el ruido provoca un 
ensanchamiento de los picos y una reducción de su altura. Por otra parte, otros tipos de 
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tejidos, como son el caso de los músculos y la grasa, aparecen con rangos de intensidad que 
se solapan con los tejidos cerebrales. Aún los mismos tejidos cerebrales exhiben un rango 
de valores amplio, toda vez que tanto la sustancia gris, como la sustancia blanca, están 
compuestos por núcleos celulares y por axones aunque en diferentes proporciones. 
 
Por otra parte el efecto de volumen parcial puede también a contribuir a una pobre 
definición de los picos. Esto puede ocurrir en zonas donde, producto a la resolución 
espacial de la imagen, concurren varios tipos de tejidos en un mismo píxel (o vóxel) con lo 
cual la intensidad resultante no se corresponde con la de un tipo de tejido en específico.  
Este efecto se puede mitigar si se opta por no incluir en el histograma aquellos píxeles que 
se encuentran en zonas de alta variación de intensidad, tal y como se propone por [103]. 
 
Estos factores provocan que, aún en el caso de que los picos sean identificables, la región 
de solapamiento entre ellos no muestre una clara división que permita establecer un umbral 
de manera única y definitiva. Por esta razón solamente en muy raras ocasiones los métodos 
de umbralización por si solos brindan resultados aceptables, y por tanto se utilizan de 
manera combinada con otros. 
 

3.2.2 Crecimiento de regiones 
 
El crecimiento de regiones [104] es uno de los métodos más simples basados en regiones.  
Se inicia con la selección de uno o varios puntos iniciales o semillas. La forma más habitual 
consiste en la selección aleatoria, o siguiendo cierta dirección de recorrido de la imagen. 
También son posibles otras formas de especificación de las semillas. 
 
Cada región crece mediante la unión de los píxeles vecinos que sean similares según cierto 
criterio de homogeneidad. En caso de no cumplirse el criterio para un píxel no etiquetado -
lo que significa que el píxel pertenece a otro objeto-, entonces se detiene la búsqueda en esa 
dirección. 
 
En calidad de criterios para el crecimiento de las regiones se puede seleccionar cierta 
medida de homogeneidad de la región, exigiendo que ésta no supere un umbral predefinido.  
También es posible exigir que la diferencia entre el valor de intensidad de un píxel dado y 
un prototipo de la región sea suficientemente pequeña. 
 
La idea de estos métodos consiste en formar regiones conexas de píxeles adyacentes 
partiendo de las semillas iniciales y asumiendo cierto criterio de homogeneidad. 
Precisamente estos son los dos puntos clave de este enfoque: cómo y cuáles semillas 
escoger, y cómo formular el criterio de homogeneidad. 
 
Supongamos que la imagen está compuesta por K  regiones 1, , KR R , y que para cada 
región i  se tiene un conjunto iS  de semillas iniciales escogidas mediante algún 
procedimiento automático, o seleccionadas manualmente por un operador. Denotemos por 
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( )N p  la vecindad de un píxel p dado, y sea ( ),g p q  una función que sirve como criterio 
de aglomeración.  
 
Un algoritmo simple para la formación de las regiones se ilustra en la Tabla 3-3. Como 
resultado se obtiene una imagen E  etiquetada, donde ( )E p  representa el índice de la 
región a la que pertenece el píxel p . El algoritmo utiliza como estructura de datos auxiliar 
un conjunto Q . 
 

Tabla 3-3 Algoritmo básico de crecimiento de regiones sin competencia 

Algoritmo básico de crecimiento de regiones sin competencia. 
1. Para todo píxel p de la imagen, si ip S∈ , hacer ( )E p i=  e insertar p en Q. 
2. Mientras Q ≠ ∅  hacer 
3.    Extraer p de Q. 
4.    Para todo ( )q N p∈ , tal que ( ) 0E q = , hacer 
5.       Si ( ),g p q verdadero= , ( ) ( )E q E p←  e insertar q en Q. 
6. Fin  

 
Una cuestión a tener en cuenta en el algoritmo dado anteriormente consiste en el hecho de 
que es posible que un píxel cumpla el criterio de semejanza para más de una región. Sin 
embargo; una vez que un píxel p  es etiquetado como perteneciente a una iR  esta decisión 
no puede ser revocada, aún en le caso que el píxel p  posea propiedades que lo hagan más 
semejante a otra región jR , i j≠ , cuyas semillas sean analizadas con posterioridad. Por 
otra parte, el criterio que se utiliza para decidir si un píxel pertenece a un objeto es local y 
depende sólo de las propiedades del píxel, o de una vecindad de este. 
 
Una propuesta más interesante sería definir una medida de la fuerza de semejanza o de 
conectividad de un píxel p respecto a una región iR . Esta medida puede estar dada, por 
ejemplo, por el costo de un camino óptimo desde iS  hasta el píxel p . 
 
En esta línea se ha propuesto el enfoque de la conectividad difusa absoluta [105, 106] para 
el caso de un único objeto. Si la fuerza de conectividad es superior a cierto umbral iT  se 
dice entonces que el píxel p pertenece a la región iR . 
 
En el caso que se tengan en cuenta varios objetos de manera simultánea la idea sería 
entonces asignar un píxel p  a aquel objeto cuya fuerza de conectividad con él sea mayor.  
En ese sentido se establece una especie de competencia entre los objetos por el píxel en 
cuestión. El enfoque de la conectividad difusa relativa [107, 108] se enmarca precisamente 
en este contexto. En esta propuesta hay que tener en cuenta el hecho de que para cada 
objeto puede existir su propia medida de conectividad. Esto plantea el problema de cómo 



58 
 

 

combinar estas medidas individuales toda vez que la validez de los resultados teóricos que 
se proponen requiere la definición de una medida única.  
 
En la propuesta inicial se utiliza la unión difusa de las medidas, implementada como el 
máximo de éstas [107], aunque como se señala en el mismo artículo, este es un punto que 
merece ser investigado con el fin de obtener formas más sofisticadas de combinar las 
medidas individuales que permitan mejorar la efectividad de la segmentación. 
 
Otro ejemplo de crecimiento de regiones con competencia entre las semillas lo constituye la 
transformada watershed (líneas de unión de aguas) [109]. Si vemos una imagen con una 
superficie 3D, donde la altura de cada píxel se corresponde con su valor de intensidad, 
entonces podemos esperar que los objetos de interés se encuentren a diferentes alturas y 
están delimitados por elevaciones más altas que las elevaciones internas y externas. Esto 
puede ocurrir, sobre todo, cuando la imagen que se analiza se corresponde con algún tipo 
de gradiente de la imagen original. Los “valles” –mínimos locales- que se forman pueden 
se utilizados, en principio, como punto de partida o semillas. 
 
No existe una definición única y precisa de la transformada watershed en la literatura [110]. 
De manera informal se describe como un proceso de inundación en la superficie de la 
imagen, comenzando con una fuente de agua en cada semilla y creando cuencas de 
inundación. Cuando el agua proveniente de diferentes cuencas se encuentra, se construye 
un dique para evitar que se mezclen cuencas diferentes. Estos diques forman las líneas de 
unión de agua (watershed lines), que se deben corresponder con los bordes de los objetos.  
 
Para el caso del crecimiento de regiones en lugar de comenzar la inundación por los 
mínimos locales, lo cual genera un fenómeno de sobre-segmentación (oversegmentation), 
es más conveniente utilizar marcadores, obteniéndose una cantidad dada de objetos 
solamente. 
 
En la Figura 3-9 se muestra un ejemplo de segmentación utilizando este enfoque.  Ahí se 
aprecia el fenómeno de sobre-segmentación y las posibles mejoras que se pueden obtener 
mediante la utilización de marcadores.  Se debe señalar que esto es solamente un ejemplo 
ilustrativo. 
 
Los enfoques anteriormente descritos se pueden implementar mediante la denominada 
Transformada Imagen – Foresta (Image Foresting Transform, IFT) [111]. Esta propuesta se 
basa en un enfoque grafo – teórico que utiliza la conectividad entre píxeles. La IFT define 
una floresta de caminos de costo mínimo sobre un grafo cuyos nodos son los píxeles de la 
imagen y cuyos arcos se definen mediante una relación de adyacencia entre píxeles. El 
costo de un camino se define mediante una función de costo dependiente de la aplicación, y 
por lo general tiene en cuenta propiedades locales de la imagen a lo largo de un camino –
tales como, la intensidad, el gradiente, la posición de los píxeles. 
 
Las raíces de este bosque comienzan en un conjunto inicial de semillas. Para funciones de 
costo adecuadas la IFT asigna a un camino de costo mínimo desde el conjunto de semillas 
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hasta cada píxel de la imagen, de manera tal que la unión de estos caminos es un bosque 
orientado que cubre toda la imagen. Para cada píxel de la imagen se obtiene tres atributos: 
su antecesor en el camino óptimo, el costo del camino óptimo, y la raíz –o alguna etiqueta 
asociada.  Para más detalles y algunas aplicaciones se puede consultar a [111]. 
 
 

Original

 

Sobresegmentación

 
Watershed con marcadores

  
Figura 3-9  Segmentación mediante la transformada watershed. 
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3.2.3 División y fusión 
 
La estrategia de crecimiento de regiones parte de un conjunto dado de semillas. Sin 
embargo, son posibles otros dos enfoques que prescinden de la utilización de semillas 
iniciales: uno ascendente y otro descendente. El primero consiste en partir de una serie de 
regiones que cubran toda la imagen y que se consideren homogéneas en cierto sentido y 
comenzar a unir aquellas que posean fronteras comunes con la condición de que la nueva 
región que se forme sea también homogénea. El segundo enfoque parte de la imagen como 
un todo y prosigue con la división sucesiva de aquellas regiones que no sean homogéneas 
mientras exista alguna. 
 
También es posible utilizar una estrategia híbrida es decir de división y fusión. En esta línea 
se encuentra el método propuesto por [112].  La idea consiste en ir en sentido opuesto al 
crecimiento de regiones y consta de dos fases. En la primera, se parte de una única región 
que representa toda la imagen; si dicha región no satisface un cierto criterio o predicado de 
homogeneidad, entonces la región se subdivide de manera secuencial en subregiones de las 
cuales se analiza su homogeneidad. Si una subregión está compuesta de puntos 
homogéneos, no se subdivide. En una segunda fase, las subregiones obtenidas que sean 
homogéneas son agrupadas. Por esta razón este procedimiento se conoce como método de 
división y fusión (split and merge). 
 
Usualmente se utiliza la estructura de árboles cuaternarios (quad-trees) en la fase de 
división. La idea consiste en dividir cada región que no satisface el criterio de 
homogeneidad en cuatro subregiones, comenzando por la imagen en su conjunto, y 
continuando de manera recursiva. 
 
Si se utiliza solamente la división se obtendrían regiones adyacentes de iguales 
características. Para evitar esto se puede utilizar entonces la fusión. La etapa de fusión 
consiste en la unión de los bloques adyacentes que fueron obtenidos mediante la 
descomposición anterior. 
 
El procedimiento se puede resumir de manera esquemática de la siguiente manera (ver 
Tabla 3-4). 
 

Tabla 3-4 Esquema del método de división y fusión 
Algoritmo básico del método de división y fusión. 

1. Comenzar con todo la imagen como un bloque. 
2. Mientras existan regiones Ri no homogéneas hacer 
3.    Dividir en cuatro cuadrantes la región Ri. 
4.    Fusionar aquellas regiones Rk y Rl que sean 

adyacentes y cumplan en su conjunto con el 
criterio. 

5. Fin  
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La Figura 3-10 muestra un ejemplo de este método. Se trata de un objeto semioscuro único 
con intensidad constante sobre un fondo blanco. El predicado criterio que se asume plantea 
que una región es homogénea si todos sus píxeles tienen la misma intensidad. 
 

 
Figura 3-10  Segmentación mediante división y fusión.  (a) representa la imagen 
original; (b) la división inicial en cuatro bloques; (c) la división final en bloques 

homogéneos; y (d) la segmentación resultante del proceso de fusión. 
 
En la primera división solamente la región inferior derecha cumple el predicado, por lo que 
no se divide. El resto de las regiones se dividen en cuatro cuadrantes como se muestra en la 
Figura 3-10b. Siguiendo el procedimiento se llega a la división final en regiones 
homogéneas Figura 3-10c, y por último se realiza la fusión de regiones adyacentes que 
cumplan con el criterio de homogeneidad (Figura 3-10d), aunque estas no sean de igual 
tamaño. Se debe señalar que es posible intercalar los procesos de división y fusión según se 
especifica en el esquema de la Figura 3-11. 
 
En la Figura 3-11 se muestra un ejemplo de este proceso de descomposición. En el ejemplo 
se parte de un bloque inicial de tamaño 256 256× . Las subsiguientes divisiones forman 4 
bloques de128 128× . Si alguno de estos no es homogéneo entonces de divide en 4 bloques 
de tamaño 64 64× , y así sucesivamente hasta llegar a bloques de tamaño1 1× . Aquí un 
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bloque se considera homogéneo cuando el valor absoluto de la diferencia entre la mayor y 
la menor intensidad de un bloque no supera un umbral dado. 
 
 

Imagen original

 

7933 bloques

 

Con la media de las intensidades por bloque

 

Figura 3-11  Descomposición de una imagen mediante árboles cuaternarios. 
 
Los métodos de crecimiento de regiones y los de división y fusión se han utilizado 
ampliamente en la segmentación de imágenes, tanto de manera independiente como 
combinados con otros métodos [113, 114]. 
 
El algoritmo de segmentación rápida adaptativa (Fast Adaptive Segmentation) parte de un 
conjunto de regiones primitivas pequeñas que se asumen homogéneas. Estas regiones 
primitivas se comienzan a mezclar hasta que no sea posible ninguna otra fusión. Dos 
regiones son fusionadas si la nueva región que se obtiene cumple el criterio de 
homogeneidad y además están separadas por un borde débil [115]. En el trabajo se 
investiga el efecto que tienen diferentes criterios de fusión en la calidad del resultado final, 
así como en el tiempo de procesamiento. 
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También se ha analizado el efecto de la selección manual de las semillas para la 
segmentación de imágenes de tonos de grises en una propuesta conocida como Seeded 
Region Growing (SRG) [116]. Cada semilla genera una región que no es más que un 
componente conexo compuesto por uno o más píxeles. Para un píxel dado se obtiene el 
conjunto de píxeles vecinos. Cada píxel vecino se analiza con vistas a determinar si es 
adyacente a alguna región. En caso de ser así se calcula una medida que representa una 
diferencia entre el píxel y la región. En caso de que el píxel dado sea adyacente a más de 
una región, entonces se calcula el menor valor de la medida y el píxel se adjudica a dicha 
región.  El proceso continúa hasta que todos los píxeles sean asimilados por alguna región.  
Este algoritmo es dependiente del orden de exploración de la imagen, es decir, diferentes 
órdenes de exploración pueden llevar a resultados diferentes. 
 
Con vistas a superar el efecto de orden de exploración sobre los resultados que se obtienen, 
se ha propuesto una mejora al algoritmo anterior conocida como Improved Seeded Region 
Growing (ISRG) que posee además un mayor grado de paralelismo [117]. Se propone un 
esquema de desempate cuando más de un píxel vecino posea el mismo valor mínimo de la 
medida en cuyo caso todos ellos se procesan en paralelo. No se realiza ninguna 
actualización hasta que todos los píxeles con la misma prioridad hayan sido examinados. Si 
un píxel dado no puede ser etiquetado debido a que pudiera ser asignado más de una región 
debido entonces se clasifica como “empatado” y no toma parte en el proceso de 
crecimiento. Una vez analizados todos los píxeles se examinan entonces los “empatados” 
con vistas a resolver el conflicto. Para ello se utiliza un criterio adicional que puede ser, por 
ejemplo, asignarlo a la región vecina de mayor tamaño. En los experimentos realizados los 
autores concluyen que el algoritmo produce segmentaciones consistentes. 
 
La propuesta de [118] consiste en la obtención de una descomposición jerárquica de la 
imagen para la que se parte de una partición inicial de la imagen y se aplica una estrategia 
de optimización paso a paso de manera que en cada iteración se mezclan aquellos 
segmentos que minimizan un criterio de mezcla. Eso significa que en cada iteración se 
fusionan los segmentos más semejantes. De esta manera el algoritmo va produciendo una 
secuencia de particiones que refleja la estructura jerárquica de la imagen. Este enfoque 
coincide en esencia con la estrategia de agrupamiento jerárquico aglomerativo que se 
comentó antes en los métodos de clustering. 
 
Al igual que en el caso de la umbralización, los métodos basados en regiones por sí solos 
por lo general no brindan resultados satisfactorios.  Es por esa razón que también aquí se 
han ensayado estrategias híbridas [119].  
 
Un análisis acerca de diferentes estrategias que integran información de los bordes y de las 
regiones con vistas a mejorar los resultados de la segmentación puede ser consultada en 
[120]. 
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4 Sobre la autocorrelación espacial 
 

4.1 Introducción 
 
El análisis de datos espaciales introduce en sus técnicas las propiedades topológicas o 
geométricas que posee el conjunto de los objetos del análisis. Estas técnicas han empezado 
a desarrollarse  en la segunda mitad del siglo XX, y están en auge debido a la cantidad de 
nuevos problemas que plantean las relaciones espaciales, en relación al punto de vista 
clásico de ausencia de relación espacial entre los objetos, y la gran variedad de campos de 
aplicación en las que se plantean. 
 
Las interacciones espaciales pueden ser interpretadas a luz del concepto de autocorrelación, 
entendida ésta como la correlación entre los valores de la misma variable. La 
autocorrelación es una característica común a muchos conjuntos de datos. Por ejemplo, los 
valores de intensidad de los píxeles de una imagen digital están relacionados, en general, en 
función de su proximidad en la imagen misma. También las páginas web enlazadas 
mediante hipervínculos son más propensas a compartir un mismo tema que aquéllas que 
sean seleccionadas al azar [121]. De la misma manera, es más probable que las proteínas 
que se encuentran en las mismas localizaciones de una célula compartan la misma función 
que proteínas seleccionadas al azar [122].  
 
La cercanía espacial frecuentemente conduce a observaciones autocorrelacionadas debido, 
por ejemplo, al efecto de algún fenómeno o variable [123]. 
 
La interacción temporal puede considerarse como el caso particular de la interacción 
espacial de una única dimensión. 
 
En este capítulo se introducen modificaciones de índices clásicos de autocorrelación 
espacial con el fin de equipararlos mejor. Se presentan sus propiedades fundamentales, se 
proponen otros índices, y se analizan algunos casos particulares de datos estructurados 
espacialmente. 
 

4.2 La autocorrelación espacial 
 
Dado un conjunto de objetos, { }1, ,i i nωΩ = =  , que están situados en un mapa, es decir,  
están estructurados espacialmente, se  les observan una o varias características, y respecto a 
éstas, se analiza una propiedad o un patrón de organización en el mapa. La autocorrelación 
espacial trata, precisamente, de delatar ese “patrón de organización”. Este término se presta 
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a diversas interpretaciones. Es por eso que los autores refinan un poco la definición, y la 
autocorrelación espacial se puede definir de varias maneras. 
  
En una interpretación, que podemos calificarla de descriptiva, se plantea que si los valores 
relativamente altos (bajos) de la magnitud analizada en una determinada localización están 
acompañados de valores relativamente altos (bajos) en las localizaciones vecinas, entonces 
puede hablarse de la existencia de autocorrelación positiva. Si por el contrario, los valores 
relativamente altos (bajos) se alternan con valores relativamente bajos (altos) en las 
localizaciones vecinas, la autocorrelación será negativa [124]. 
 
Una interpretación probabilista plantea que la autocorrelación espacial es una característica 
de los datos según la cual la presencia de una determinada calidad o cantidad de la variable 
analizada en las zonas vecinas hace más o menos probable su presencia en una región dada 
[125]. 
 
Otra interpretación de este concepto está asociada a la independencia, es decir, en qué 
medida el valor observado de una variable en una localización es independiente de los 
valores de la misma variable en las localizaciones vecinas [126]. 
 
Estas dos últimas interpretaciones no son las que interesan en el desarrollo de este trabajo, 
sino la primera, la calificada como descriptiva. 
 
La propensión de una variable a tomar valores semejantes (o diferentes) a sus vecinos se 
denomina dependencia espacial. Los índices dedicados a la medición de la autocorrelación 
espacial parten de una raíz común, materializada en una matriz, ijρ Ρ =   , cuyos valores 
dependen de los valores que tome(n) la(s) variable(s) en cuestión para cada par de objetos 
( ),i jω ω , y de un estadístico basado en el mismo. Por ejemplo [127]: 
   

ij ij
i j

a ρΓ = ∑∑  

 
Aquí los valores de la matriz ijA a =    representan una forma de medición de la adyacencia 
o contigüidad en los datos originales. La matriz A  se denomina de manera equivalente 
como matriz de adyacencias, de conexión, de contigüidad o de pesos espaciales. Por su 
parte, los valores de la matriz ijρ Ρ =    miden la proximidad entre los objetos iω  y jω  en 
otra dimensión distinta a la propiamente espacial, es decir, la de la(s) variable(s) 
observada(s). La medida de proximidad puede estar asociada a una función de desemejanza 
o de semejanza entre los objetos. 
 
Con vistas a representar la conexión de los datos, A, es posible utilizar la contigüidad de los 
objetos en el mapa (1, si iω  y jω  son contiguos, 0, si no lo son), o pesos basados en las 
distancias en el mapa entre cada par de objetos.  
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La contigüidad puede ser considerada a partir del concepto de vecindad. Por ejemplo, en un 
retículo regular es común utilizar las 4- u 8-vecindades (ver Figura 4-1). 
 
En general, estas vecindades pueden caracterizarse a partir de un radio y la distancia 
habitual euclidiana. Se consideran vecinos aquellos objetos que se encuentren a una 
distancia menor o igual que un r arbitrario estipulado. Así, la 4-vecindad se corresponde 
con  r=1, y la 8-vecindad a 2r = . En este trabajo se consideran también vecindades de 
radios mayores.  
 
En los casos de regiones irregulares se pueden considerar contiguos aquellos objetos que 
compartan alguna frontera en común. Si se tratara de puntos esparcidos en un cierto espacio 
se pueden considerar vecinos los k puntos más próximos, con k arbitrario.  

Figura 4-1 Tipos de adyacencia. (a) 4 – vecinos; (b) 8 – vecinos. 
 
En cualquiera de los casos anteriores se suele definir 1ija =  siempre y cuando los objetos 

iω  y jω  se consideren contiguos o vecinos, y 0ija = , si no. Es arbitrario considerar si un 
objeto es o no adyacente a sí mismo (propiedad reflexiva), o si es elemento de su propia 
vecindad. Habitualmente se  considera que no, es decir, que 0iia = . En el desarrollo de este 
capítulo esta cuestión resulta irrelevante, y la decisión dependerá del contexto práctico en 
se aplique la noción de autocorrelación. 
 
Otra alternativa para la definición de la matriz de adyacencias, A, es a través de alguna 
noción de distancia espacial, ijd ,  entre los objetos iω  y jω  , que puede ser lineal o a través 

de cierta red. Dada la distancia ijd  se puede considerar, por ejemplo, 1ij ija d= , 21ij ija d= , 

o sus variantes exponenciales, ijd
ija e−= y 

2
ijd

ija e−
= . En todos lo casos se debe tener en 

cuenta la posible indefinición en el caso de que algún 0ijd = , es decir, el caso en que dos 
objetos se ubiquen igualmente en el mapa, o en el caso de la propiedad reflexiva, pues 

0iid = . 
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Es importante tener en cuenta que al utilizar diferentes matrices de pesos espaciales se 
deben esperar diferentes valores para las medidas de autocorrelación. Las matrices de pesos 
espaciales como vía para representar las relaciones entre los objetos dan pie a la utilización 
de diferentes técnicas de análisis. 
 
A continuación se presenta una versión modificada de los índices clásicos de Moran y 
Geary, que toma en cuenta las relaciones de contigüidad en la definición de cualquier 
estadístico previo usado en su definición, y  que permite  tratarlos de una manera unificada, 
además de lograr otras propiedades interesantes. A partir de las ideas de Lebart es posible 
derivar un índice en este mismo contexto, y se presentará una versión modificada. Existen 
otros índices para evaluar la autocorrelación espacial, pero quedan fuera de este contexto 
[128].  
 
 

4.2.1 Definiciones y propiedades estadísticas previas 
 
En este apartado se presentan las definiciones de la media y la varianza en las que se basan 
los índices modificados de autocorrelación propuestos. Luego, se definen nuevas variables  
en función de las vecindades, y se calculan sus características propias, así como sus 
covarianzas respecto a  las demás variables, con el fin de ayudar a interpretar los índices de 
autocorrelación. 
 
Sea Ω  el conjunto de los n objetos, iω , 1, 2, ,i n=  , cada uno con un valor ix  asociado, y  
relacionados en una estructura de adyacencia expresada mediante una matriz de pesos 
espaciales ijA a =   , donde 1ija =  ,i j∀ , con , 1, ,i j n=  , si los objetos iω  y jω  son 

adyacentes, y 0ija =  en otro caso. La matriz de pesos espaciales puede ser vista como la 
matriz de adyacencias de un grafo donde cada objeto representa un vértice. En general, se 
suele considerar que 0iia = , pero no es necesario que sea así para las definiciones y 
propiedades que siguen. 
 
Una representación conjunta de los valores y los pesos consiste en desplegar en una fila las 
filas de la matriz A, en otra fila los valores correspondientes al objeto del primer subíndice 
de los pesos, y en otra los del objeto del segundo subíndice. Es análoga a la que 
habitualmente se hace para describir los datos brutos de dos variables sobre un conjunto de 
objetos. Esta representación tabular es la siguiente 

( ) ( )

1 2
1 2

1 2
1 2

   a                     b

i i in
n

i i i
n

n

a a a
x x x x x x
y y y x x x

  



  



  

 

Figura 4-2 Analogía en la representación tabular de los datos: (a)  habitual, y (b) 
datos espaciales. 
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Conviene remarcar este tipo de representación tabular de un grafo. Desde el punto de vista 
estadístico se suele definir una población o universo, Ω , y cada elemento del mismo, ω , es 
un registro, individuo, objeto, o unidad estadística. Las estadísticas se hacen sobre los 
valores que se observan en esos objetos.  
 
Cuando el conjunto de objetos está estructurado es necesario incorporar esta información en 
las estadísticas. En la representación tabular recién presentada, que es la idea básica de todo 
lo que se desarrolla a continuación, se considera como registro o unidad estadística, no un 
objeto, sino un elemento de adyacencia al que le corresponden dos valores, los de los 
objetos adyacentes. Un objeto queda representado por su conjunto de adyacencias, y el 
universo Ω  por el conjunto de adyacencias definido por la matriz A sobre Ω . 
 
Por ejemplo, una imagen se puede considerar como un retículo regular, y la intensidad en 
cada píxel como la variable en cuestión (ver Figura 4-3). En el ejemplo la matriz de 
adyacencias A se define mediante la 4-vecindad, según la cual para cada píxel iω  son 
adyacentes los píxeles que se encuentran encima, debajo, a la derecha y a la izquierda. 
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Figura 4-3 Imagen de ejemplo 

 
Si se consideran los 4-vecinos de los objetos iω , y se observan sus valores, se puede 
apreciar que 1ω  tiene una vecindad homogénea no muy diferente del valor que se le ha 
asignado. Lo mismo puede decirse de 2ω . 
 
Por su parte 9ω  tiene una vecindad  totalmente homogénea, pero muy diferente a su valor. 
En el caso de 4ω  y 6ω   ambos tienen la vecindad un poco más homogénea, pero más 
diferente del valor asignado.  
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El píxel 3ω , aún no teniendo una vecindad muy diferente a su valor, tiene una vecindad 
más heterogénea. Lo mismo puede decirse de 5ω , aún siendo su vecindad más amplia. Para 

7ω  se aprecia que tiene una vecindad del mismo tipo, pero él difiere un tanto de sus 
vecinos. Finalmente, 8ω  tiene una vecindad muy heterogénea. 
  
La definiciones que siguen, y sus propiedades, pretenden poner de manifiesto 
numéricamente este tipo de apreciaciones mediante índices convenientes. En los 
comentarios se supone que los valores aij son 0´s ó 1´s (caso habitual de una imagen), pero 
no se pierde la generalidad de las fórmulas para cualesquiera que sean los valores de 
adyacencia comentados anteriormente. 
 
El peso espacial de cada objeto iω  se define de la siguiente manera 

 

1

n

i ij
j

A a
=

= ∑  

 
y coincide con el grado del vértice asociado al objeto iω  en la representación basada en 
grafos. 
  
El peso espacial total se define como 
 

1 1 1

n n n

Total i ij
i i j

A A a
= = =

= =∑ ∑∑  

 
El valor TotalA  representa la cantidad total de conexiones presente en los datos, contadas 
doblemente si 0iia = , toda vez que ij jia a= . Es decir, 2TotalA  se corresponde la cantidad 
de aristas del grafo no orientado definido tomando como vértices los objetos y con matriz 
de adyacencias A . 
 
Considerando los pesos de cada objeto, la media de los valores se define como 
 

1

1 n

A i i
iTotal

x A x
A =

= ∑  

 
es decir, la contribución de cada objeto a la media es ponderada según su peso espacial.  
 
En el caso de un retículo regular, el efecto de esta ponderación provoca que la contribución 
de los objetos con menos (más) vecinos sea menor (mayor). Es decir, los bordes o 
márgenes del retículo contribuyen en menor medida que los puntos interiores, y las 
esquinas menos aún.  
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La media, así definida, será denominada como media modificada. En el cálculo de la media 
habitual no se consideran pesos espaciales 
 

1

1 n

i
i

x x
n =

= ∑ , 

 
o lo que es equivalente, se considera que todos los objetos tienen el mismo peso espacial. 
 
La definición de la media modificada, al tratarse de un sistema de pesos o ponderaciones, 
mantiene la propiedad habitual de la media, a saber 
 

( )
1 1

1 1 1 0
n n

i i A i i Total A
i iTotal Total Total

A x x A x A x
A A A= =

− = − =∑ ∑  

 
 
La varianza de los valores se define, en consonancia con lo anterior, de la siguiente manera 
 

( )22

1

1 n

A i i A
iTotal

s A x x
A =

= −∑  

 
 
a diferencia de la varianza habitual,  
 

( )22

1

1 n

i
i

s x x
n =

= −∑ . 

 
La varianza, así definida, es denominada también como varianza total modificada.  
 
Cuando los pesos iA  de cada objeto son iguales, la media y la varianza modificadas 
coinciden con las habituales. En el caso de retículos regulares (imágenes) y 4-vecindad, los 
puntos interiores tienen peso proporcional a 4, los márgenes a 3 y las esquinas a 2. Si el 
retículo es grande (resolución alta de imágenes), la influencia de los márgenes es pequeña, 
y, por tanto, los valores de la media y de la varianza  tienden a ser iguales en los sistemas 
habitual y modificado. 
 
Por supuesto, al tratarse simplemente de un sistema de pesos, se verifica la propiedad 
fundamental que relaciona la media y la varianza 
 

( )22

1

1min
n

A i ix iTotal

s A x x
A =

= −∑  

 
La relación del mínimo con otro tipo de desviaciones es la siguiente 
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( ) ( )2 22

1

1 n

A i i A
iTotal

s A x x x x
A =

= − + −∑  

 
Para ayudar a su interpretación, conviene recordar la propiedad de la varianza que la 
relaciona con el valor medio de las diferencias entre los valores de todos los objetos 
tomados de dos en dos donde cada objeto iω  actúa con su respectivo peso espacial, iA . El 
resultado coincide con la varianza 2

As  (multiplicada por el factor 2, debido al hecho que 
cada comparación se hace dos veces; también se contabilizan las diferencias nulas de un 
objeto respecto a sí mismo si 0iia ≠ ). A continuación se presenta dicha relación. 
 

( ) ( )( )( )

( ) ( )

( )( )

( )

22

2 2
1 1 1 1

22
2 2

1 1 1 1

2
1 1

2
2 2

1 1

1 1

1 1

12

1 1

n n n n

i j i j i j i A j A
i j i jTotal Total

n n n n

i j i A i j j A
i j i jTotal Total

n n

i j i A j A
i jTotal

n n

j i i A i j j
j iTotal Total

A A x x A A x x x x
A A

A A x x A A x x
A A

A A x x x x
A

A A x x A A x
A A

= = = =

= = = =

= =

= =

− = − − =

= − + −

− − − =

= − +

∑∑ ∑∑

∑∑ ∑∑

∑∑

∑ ∑ ( )

( ) ( )

2

1 1

2
1 1

2 2 2
2 2

1 1

12

1 1 2

n n

A
i j

n n

i i A j j A
i jTotal

n n

j Total A i Total A A
j iTotal Total

x

A x x A x x
A

A A s A A s s
A A

= =

= =

= =

− −

− − − =

= + =

∑ ∑

∑ ∑

∑ ∑

 

 
El núcleo de todas las definiciones y propiedades que se desarrollan a continuación se 
basan precisamente en la consideración del valor que toman estas diferencias cuadráticas 
medias con el sistema de pesos ij Totala A  en lugar de las recién mostradas 2

i j TotalA A A , es 
decir, en la siguiente expresión 

( )2

1 1

1 n n

ij i j
i jTotal

a x x
A = =

−∑∑ . 

 
Los valores de una variable se tipifican o estandarizan como es habitual, pero respecto a la 
media y varianza modificadas 
 

i A
i

A

x xz
s
−

=   
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Este conjunto de valores iz , 1, 2, ,i n=  , con el sistema de pesos espaciales 
correspondiente iA ,  1, 2, ,i n=  , tiene media 0 y varianza 1. 
 
Dada la matriz de adyacencias, A, entre los objetos, se define la covarianza de una variable 
X consigo misma (autocovarianza) respecto al sistema de pesos ij Totala A  como la media de 
los productos cruzados de las desviaciones respecto a la media modificada 
 

( ) ( )( )
1 1

1cov ,
n n

ij i A j A
i jTotal

X X a x x x x
A = =

′ = − −∑∑  

 
La variable X' es una reordenación de la variable original X, que expresa los valores en las 
vecindades de los objetos (ver Figura 4-3). Sus características principales (media y 
varianza) son las mismas que las de la variable X. 
 
La vecindad de un objeto puede ser caracterizada por la media de sus valores. Este valor 
puede interpretarse como una suavización o filtrado cuando cada valor es sustituido por la 
media de su vecindad (ver apartado 3.1)  
 

1

1 n

i ij j
ji

y a x
A =

= ∑ . 

 
Este conjunto de valores tiene las siguientes características 
 

1 1 1 1 1 1

1 1 1 1 1n n n n n n

i i i ij j ij j i j A
i i j i j jTotal Total i Total Total

y A y A a x a x A x x
A A A A A= = = = = =

= = = = =∑ ∑ ∑ ∑∑ ∑ , 

 
y 
 

( )22

1

1 n

y i i A
iTotal

s A y x
A =

= −∑  

 
La covarianza de la variable Y con la variable X, que en adelante será denominada xys , 
coincide con la autocovarianza de X con X', y la covarianza de la variable Y respecto a  X' 
con la varianza de Y. 
 

( ) ( )( )

( ) ( ) ( )

1

1 1

1cov ,

1 1 cov ,

n

xy i i A i A
iTotal

n n

i i A ij j A
i jTotal i

X Y s A x x y x
A

A x x a x x X X
A A

=

= =

= = − − =

′= − − =

∑

∑ ∑
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( ) ( )( )

( ) ( )

( ) ( )

1 1

1 1

2

1

1cov ,

1

1

n n

ij i A j A
i jTotal

n n

i A ij j A
i jTotal

n

i A i i A y
iTotal

Y X a y x x x
A

y x a x x
A

y x A y x s
A

= =

= =

=

′ = − − =

= − − =

= − − =

∑∑

∑ ∑

∑

 

 
Por otra parte, se pueden considerar los “errores” entre cada valor ix  y su correspondiente 
valor suavizado según la vecindad, iy  
  

i i iv x y= − . 
 
Las características de este conjunto de valores son 
 

( )
1 1

1 1 0
n n

i i i i i A
i iTotal Total

v Av A x y x y
A A= =

= = − = − =∑ ∑ , 

  
 y 
 

( ) ( ) ( )( )222 2 2

1 1

1 1 2
n n

v i i i i i A i A A y xy
i iTotal Total

s A x y A x x y x s s s
A A= =

= − = − − − = + −∑ ∑  

 
Así pues, inversamente, la autocovarianza de la variable X , que coincide con xys , puede 
calcularse a partir de las varianzas de estas tres variables 
 

( )2 2 21
2xy A y vs s s s= + −  

 
Si la variable Y es un suavizado de la variable X, 2

vs  se puede interpretar como una 
distancia cuadrática entre la estructura original y su suavizado. 
 
Las relaciones entre esta variable V con las anteriores X, X’ e Y, en términos de covarianzas 
o productos cruzados, son las siguientes 
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( ) ( )( )

( ) ( ) ( )( )

( )

1

1

2 2 2 2

1cov ,

1

1
2

n

i i A i i
iTotal

n

i i A i A i A
iTotal

A xy A y v

X V A x x x y
A

A x x x x y x
A

s s s s s

=

=

= − − =

= − − − − =

= − = − +

∑

∑  

 

( ) ( )( )

( ) ( )

( ) ( )

( ) ( )( )( )

( )

1 1

1 1

1

1

2 2 2 2

1cov ,

1

1

1

1
2

n n

ij j A i i
i jTotal

n n

i i ij j A
i jTotal

n

i i i i A
iTotal
n

i i A i A i A
iTotal

xy y A y v

X V a x x x y
A

x y a x x
A

x y A y x
A

A x x y x y x
A

s s s s s

= =

= =

=

=

′ = − − =

= − − =

= − − =

= − − − − =

= − = − −

∑∑

∑ ∑

∑

∑

 

 

( ) ( )( ) ( )

( )
1

2 2 2 2

1cov , cov ,

1
2

n

i i A i i
iTotal

xy y A y v

Y V A y x x y X V
A

s s s s s

=

′= − − = =

= − = − −

∑
 

 
Consideremos la diferencia entre dos valores ( )i jx x−  para aquellos objetos contiguos, es 
decir, las diferencias en las vecindades, en lugar de calcularlas respecto a los valores 
medios 
  

ij i jw x x= − . 
 
Estas diferencias  son afectadas por un sistema de pesos para el cálculo de estadísticos. 
Lebart [129, 130] y Ollier [131]  consideran el sistema 2

i j TotalA A A  y ( )ij i j i jw A A x x′ = − . 

Aquí, en cambio, se utiliza el sistema de pesos ij Totala A . Se tienen las siguientes 
características de este conjunto de valores ijw   
 

( )
1 1 1 1

1 1 0
n n n n

ij ij ij i j A A
i j i jTotal Total

w a w a x x x x
A A= = = =

= = − = − =∑∑ ∑∑ , y 
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( ) ( ) ( )( )222

1 1 1 1

2 2 2 2

1 1

2 2

n n n n

w ij i j ij i A j A
i j i jTotal Total

A xy A y v

s a x x a x x x x
A A

s s s s s
= = = =

= − = − − − =

= − = − +

∑∑ ∑∑
 

 
 
De esta expresión se deducen otras para las covarianzas anteriores 
 

( ) ( )

( )

( )

( ) ( )

2 2

2

2 2 2

2 2

1cov , cov ,
2

1cov ,
2

cov ,
1cov , cov ,
2

xy A w

w

A w v

w v

X X X Y s s s

X V s

X Y s s s

X V Y V s s

′ = = = −

=

′ = − +

′ = = −

 

 
Reagrupando de manera conveniente se obtiene 
 

( ) ( ) ( ) ( )
( ) ( ) ( ) ( ) ( ) ( )
( ) ( ) ( ) ( )

( )

2

2

2

2

cov , cov , cov , cov ,

cov , cov , cov , cov , cov , cov ,

cov , cov , cov , cov ,

2cov ,

A

y

v

w

s X X X V X Y X V

s X X X V X Y X V X Y Y V

s X V X V X V Y V

s X V

′= + = +

′ ′ ′= − = − = −

′= − = −

=

 

 
Las covarianzas de la variable W con las variables X, X’, Y y V son 
 

( ) ( )( )

( ) ( )

( ) ( ) ( )

( )

1 1

1 1

2

1

2 2 2 2

1cov ,

1

1 cov ,

1 1
2 2

n n

ij i A i j
i jTotal

n n

i A ij i j
i jTotal

n

i A i i i A xy
iTotal

w A y v

X W a x x x x
A

x x a x x
A

x x A x y X V s s
A

s s s s

= =

= =

=

= − − =

= − − =

= − − = = − =

= = − +

∑∑

∑ ∑

∑
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( ) ( )( )

( ) ( )( )( )

( ) ( ) ( )

1 1

1 1

2 2 2 2 2

1cov ,

1

1 1cov , cov ,
2 2

n n

ij i j i A
i jTotal

n n

ij i A j A i A
i jTotal

xy A w A y v

X W a x x x x
A

a x x x x x x
A

s s X V X W s s s s

= =

= =

′ = − − =

= − − − − =

= − = − = − = − = − − +

∑∑

∑∑  

 

( ) ( )( )

( ) ( ) ( ) ( )

( ) ( )

1 1

1 1 1

2 2 2 2

1cov ,

1 1

1cov ,
2

n n

ij i A i j
i jTotal

n n n

i A ij i j i A i i i
i j iTotal Total

xy y A y v

Y W a y x x x
A

y x a x x y x A x y
A A

Y V s s s s s

= =

= = =

= − − =

= − − = − − =

= = − = − −

∑∑

∑ ∑ ∑  

 

( ) ( )( ) ( ) ( )

( ) ( )

1 1 1 1

2 2 2

1

1 1cov ,

1 2

n n n n

ij i i i j i i ij i j
i j i jTotal Total

n

i i i i i v A y xy
iTotal

V W a x y x x x y a x x
A A

x y A x y s s s s
A

= = = =

=

= − − = − − =

= − − = = + −

∑∑ ∑ ∑

∑
 

 
Para finalizar con las definiciones previas se considera  la variabilidad en las vecindades de 
cada objeto iω , denotada por T , no en relación al valor ix , sino respecto al valor suavizado 
en la vecindad, es decir, iy  
 

ij i jt y x= −  
 
Sus características principales son 
 

( )
1 1 1 1 1 1

1 1 1 0
n n n n n n

ij ij ij i j i i ij j
i j i j i jTotal Total Total

t a t a y x A y a x
A A A= = = = = =

 
= = − = − = 

 
∑∑ ∑∑ ∑ ∑ , y 

 

( ) ( ) ( )( )

( )( )

222

1 1 1 1

2 2 2 2 2 2 2

1 1

1 1

12 2

n n n n

t ij i j ij i A j A
i j i jTotal Total

n n

A y ij i A j A A y y A y
i jTotal

s a y x a y x x x
A A

s s a y x x x s s s s s
A

= = = =

= =

= − = − − − =

= + − − − = + − = −

∑∑ ∑∑

∑∑
 

 
Desde el punto de vista interpretativo, esta varianza es la media de las diferencias 
cuadráticas medias en las vecindades. 
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Así, se tiene la siguiente descomposición de la varianza modificada total o global 
 

2 2 2
A y ts s s= + . 

 
Esta relación expresa que la varianza global se descompone como suma de la varianza de 
los valores medios o suavizados de las vecindades ( iy ), y la suma ponderada de las 
varianzas locales de las vecindades respecto a su valor medio o suavizado. Es decir, es la 
descomposición clásica de la varianza entre (between) las vecindades y dentro (within) de 
las mismas. 
 
Siempre que la matriz A sea simétrica, la varianza de la variable T tiene también otro 
sentido (equivalente). Con la reorganización de los subíndices y respectivos sumandos se 
tiene 
 

( )22

1 1

1 n n

t ij i j
i jTotal

s a x y
A = =

= −∑∑  

 
Se observa que se miden las diferencias de cada valor con los de su vecindad “alisada” o 
promediada. 
 
De la descomposición 2 2 2

A y ts s s= +  y de igualdades anteriores se deducen las siguientes 
 

( ) ( )( ) ( ) ( )( )2 2 2

2 2 2 2 2

cov , cov , cov , cov ,

1 1
2 2

t A y

w w v w v

s s s X Y X V X Y Y V

s s s s s

= − = + − − =

 = + − = − 
 

 

   
Así, se tiene la descomposición de la variabilidad entre los objetos, como suma de la 
variabilidad respecto a los valores medios de las vecindades y la variabilidad de las 
respectivas vecindades.  
 

2 2 2
w v ts s s= +  

 
Además, en este caso, para cada objeto iω , en particular, se cumple esa misma relación, en 
virtud de la propiedad de mínimo de la varianza, mencionada al principio de este apartado 
 

( ) ( ) ( )2 22

1 1

1 1n n

ij i j i i ij i j
j ji i

a x x x y a y x
A A= =

− = − + −∑ ∑  

 
pues basta ver para ello el desarrollo de 
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( )2

1

1 n

ij i i i j
ji

a x y y x
A =

− + −∑  

  
Es decir, la variabilidad de un objeto iω  respecto a sus vecinos, se descompone en la suma 
de la variabilidad dentro de la vecindad y la variabilidad entre el objeto dado y la media de 
su vecindad (valor suavizado).  
 
Las covarianzas de la variable T  respecto de las cuatro variables anteriores son 
 

( )
( )
( )

cov , 0

cov , 0

cov , 0

X T

Y T

V T

=

=

=

 

 

( ) ( )( )

( ) ( ) ( )( )

( )( ) ( )( )

( ) ( )

( ) ( )

1 1

1 1

1 1 1 1

2

1 1

1

1cov ,

1

1 1

1

1

n n

ij j A i j
i jTotal

n n

ij j A i A j A
i jTotal

n n n n

ij j A i A ij j A j A
i j i jTotal Total

n n

i A ij j A A
i jTotal

n

i A i i A
iTotal

X T a x x y x
A

a x x y x x x
A

a x x y x a x x x x
A A

y x a x x s
A

y x A y x
A

= =

= =

= = = =

= =

=

′ = − − =

= − − − − =

= − − − − − =

= − − − =

= − −

∑∑

∑∑

∑∑ ∑∑

∑ ∑

2 2 2 2
A y A ts s s s− = − = −∑

 

 

( ) ( )( )

( ) ( )( )( )

( )( )

1 1

1 1

1 1

2 2 2

1cov ,

1

1

n n

ij i j i j
i jTotal

n n

ij i i i j i j
i jTotal

n n

ij i j i j
i jTotal

A y t

W T a x x y x
A

a x y y x y x
A

a y x y x
A

s s s

= =

= =

= =

= − − =

= − + − − =

= − − =

= − =

∑∑

∑∑

∑∑

 

 
Las relaciones encontradas pueden resumirse, de forma sintética, utilizando únicamente los 
valores de 2

As , 2
ys  y xys  (ver Tabla 4-1)). 
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Tabla 4-1 Relaciones entre las variables analizadas 

 
 
En el ejemplo presentado anteriormente (ver Figura 4-3) los valores de cada variable así 
como sus covarianzas son los siguientes (ver Tabla 4-2). 
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Tabla 4-2 Valores de las variables analizadas para el ejemplo de la Figura 4-3 
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4.2.2 El índice modificado de Moran 
 
El índice modificado de Moran, I*, es un caso especial de la fórmula general de medición 
de autocorrelación  anteriormente mencionada 

 
ij ij

i j
a ρΓ = ∑∑  

 
en la que los pesos espaciales ija  son relativizados respecto al peso total TotalA , y  los ijρ  
son los productos cruzados de los valores típicos o estándares, iz  y jz , es decir,  
 

ij i jz zρ =  
 
A continuación en la Figura 4-4 se muestran las ubicaciones de los valores de los productos 
cruzados. Las ubicaciones han sido alteradas aleatoria y levemente para mostrar la cantidad 
de coincidencias espaciales. 

1

2

3

4

5
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El índice de autocorrelación espacial de Moran se define de la siguiente manera. 
 

( )( ) ( )( )

( )

*

1 1

1 1 1 1
2

2

1

1

1

n n
j Ai A

ij
i jTotal A A

n n n n

ij i A j A ij i A j A
i j i jTotal

n
A

i i A
i

x xx xI a
A s s

a x x x x a x x x x
A

s A x x

= =

= = = =

=

−  −
= =  

  

− − − −
= =

−

∑∑

∑∑ ∑∑

∑

 

 
Este índice es una modificación del índice de Moran [132], I , en el que se consideran la 

media y la varianza habituales, 
1

1 n

i
i

x x
n =

= ∑  y ( )22

1

1 n

i
i

s x x
n =

= −∑ , respectivamente. 

  
Por tanto, cuando los pesos espaciales iA  son iguales el índice modificado de Moran, *I , 
coincide con el clásico, I . Por otra parte, en el caso de retículos regulares y  4-vecindades, 
como los puntos interiores tienen peso igual a 4, los márgenes a 3 y los vértices a 2, si el 
retículo es amplio, la influencia de los márgenes es pequeña, y como los valores  de la 
media, y de la varianza tienden a ser iguales en los sistemas clásico y modificado, los de 
ambos índices de autocorrelación también tienden a ser muy parecidos. 
 
El índice de Moran, por su parte, se puede considerar como un caso especial del coeficiente 
de correlación lineal de Pearson, r, que mide la relación lineal entre dos variables 
 

( )( )

( ) ( )

( )( )

( ) ( )

( )( )

1 1

2 2 2 2

1 1 1 1

1

1

1

1 1

1
1

n n

i i i i
i i

n n n n

i i i i
i j i j

n

i i n
i i i

ix y x y

x x y y x x y y
nr

x x y y x x y y
n n

x x y y
x x y yn

s s n s s

= =

= = = =

=

=

− − − −
= = =

− − − −

− −   − −
= =      

∑ ∑

∑ ∑ ∑ ∑

∑
∑

 

 
donde xs , ys  representan las desviaciones estándares de las variables x e y, respectivamente.  
 
En efecto, si se considera la relación de una variable consigo mismo atendiendo a la 
adyacencia de los objetos, A  ( ija  toma el valor uno si se considera el par ( ),i jx x , y el 
valor cero no se considera), y se calcula r, se tiene el índice de Moran. Es decir, en esencia, 
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el índice de Moran mide la correlación lineal entre la variable y sus vecinos espaciales 
obtenidos según la matriz de conexiones A . 
 
En el caso del índice clásico no se trata exactamente de la correlación lineal de Pearson. De 
hecho el coeficiente de Pearson se ubica siempre entre -1 y +1, y sin embargo, el índice 
clásico de Moran puede rebasar estas cotas. Esto se ilustra en el siguiente ejemplo (ver 
Figura 4-5). 
 
 

2

4

2

4

1

4

2

4

2

 
I=-1.0577, I*=-0.9245 

Figura 4-5 Imagen de ejemplo 
 
La razón de esta diferencia estriba en que en el cálculo de la media y la varianza para el 
índice clásico  no se tiene en cuenta la relación de contigüidad. Es decir, para el cálculo de 
estos dos estadísticos los pesos de todos los objetos son iguales, y para el cálculo de la 
covarianza, en el que los objetos toman parte en función de su adyacencia, no. 
  
En el caso del índice modificado de Moran, *I , sin embargo, al considerarse los pesos 
espaciales en todos los cálculos embebidos en la fórmula del coeficiente de Pearson, se 
cumple, evidentemente, la propiedad de r de ubicarse entre los límites -1 y +1. 
 

*1 1I− ≤ ≤  
 
En el ejemplo anteriormente detallado (ver Figura 4-3) * 0.2857I = − , lo cual denota que 
hay cierta autocorrelación negativa que se aprecia en la imagen misma pues los valores 
altos tienden a tener en su vecindad valores bajos, y viceversa. 
 
Una expresión de I* usando la variable de vecindad Y, que resulta interesante desde el 
punto de vista interpretativo, es la siguiente. 
 

( )( ) ( )( )
1 1 1*

2 2

1 n n n
i

ij i A j A i A i A
i j yiTotal Total

xy
A A A

Aa x x x x x x y x sA AI r
s s s

= = =

− − − −
= = =

∑∑ ∑
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donde rxy es el coeficiente de correlación lineal entre las variables X e Y, y, por tanto, está 
limitado por -1 y +1. Como y As s≤ , podría ser que aun estando X e Y totalmente correladas 
(rxy=1, por ejemplo), I* no alcanzara la cota (I*<1, si sy<sA). 
 
El hecho de que +1 y -1 sean, en general, las cotas  máxima y mínima del índice 
modificado de Moran, no significa que se puedan alcanzar para cualquier estructura de 
adyacencia o vecindad. En efecto, la estructura espacial definida por la matriz de 
adyacencia, A , permite precisar más estas cotas [130].  
 
Respecto al rango de los posibles valores del índice de Moran se puede consultar el trabajo 
[133], citado también por [134]. Allí se demuestra que para una matriz de pesos espaciales 
no negativos ijA a =    de dimensión n la cota inferior y superior de los valores del índice 

de Moran vienen dadas por ( ) min1 1t
n nn A λ  y ( ) max1 1t

n nn A λ , respectivamente; donde minλ y 

maxλ  son los autovalores extremos de la matriz QAQ , también llamada matriz centralizada, 

donde la matriz 1 1t
n nQ I n= −  siendo ( )1 1,1, ,1 T

n =  . Si uno de los autovalores extremos 
obtenidos es cero, entonces el segundo menor (o mayor, según sea al caso) es la cota 
mínima (o máxima). 
 
A continuación, en la Figura 4-6, se muestran algunos ejemplos ilustrativos del índice 
modificado de Moran, según la distribución de los datos en un retículo 3x3 con adyacencias 
definidas a partir de la 4-vecindad. Se obtienen diferentes valores del  índice de 
autocorrelación espacial que van desde valores positivos en el caso (a) hasta valores de 
autocorrelación espacial negativa en el caso (d). 



  
 

 

89 

 
 

 

5

4

3

4

3

2

3

2

1

 
(a) 

I *=0.5714 

 

4

2

0

7

5

3

9

8

6

 
(b) 

I *=0.5727 
 

1

0

1

0

1

0

1

0

1

 
(c) 

I *=-1 

 

2

4

2

4

1

4

2

4

2

 
(d) 

I *=-0.9245 
 

Figura 4-6 Ejemplos de regiones con los valores asociados del  índice modificado de 
autocorrelación espacial de Moran  (usando 4 – adyacencia) 

 
 
También es posible comparar el índice modificado de Moran para diferentes niveles de 
contigüidad, es decir, utilizando diferentes tipos de vecindades. En ocasiones los datos 
pueden estar altamente autocorrelacionados de manera local, es decir, en vecindades 
cercanas, pero pueden dejar de serlo al tomar vecindades más amplias. 
 
El estudio del índice modificado de Moran  puede apoyarse, además de la interpretación 
anteriormente dada de la correlación lineal de Pearson, en dos instrumentos o herramientas: 
el denominado gráfico de Moran [135] y los indicadores locales de asociación espacial 
[136]. 
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4.2.2.1 El gráfico de Moran 
 
El gráfico de dispersión de los pares de valores ( ),i jx x  para aquellos cuyo peso espacial, 

ija , es distinto de cero, proporciona una interpretación añadida del índice modificado de 
Moran. En efecto, ya que el índice modificado de Moran se puede expresar como el 
cociente de una covarianza y la varianza de una de las variables implicadas, se puede 
pensar en la pendiente de una recta de regresión obtenida por el método de los mínimos 
cuadrados 
 

( ) ( )*
2 2 2

cov , cov , xy

A A A

sX X X Y
I

s s s
′

= = =  

 
Como se tiene la expresión de la covarianza con X  para dos variables, X' e Y, cuyos valores 
medios coinciden ( Ax ), se tienen la misma recta de regresión para ambos gráficos de 
dispersión (X vs. X', X vs. Y). En el ejemplo de la Figura 4-3, para entender conjuntamente 
ambos gráficos, hay que reparar en que ambos ejes de ordenadas están dimensionados con 
distintas escalas de  valores típicos, pues, en general, 2

As  y 2
ys  son distintos (ver Figura 4-7).  
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Esta segunda interpretación es la que propone Anselin [135] usando las medias y varianzas 
habituales, y una normalización sobre las filas de la matriz de adyacencias, A, para que 
todos los objetos tengan el mismo peso y lo denomina gráfico de dispersión de Moran.  
 
El índice modificado de Moran, aún brindando una visión global acerca de la 
autocorrelación espacial, no ofrece ninguna información sobre la estructura subyacente. Por 
ejemplo, es interesante conocer qué regiones o zonas contribuyen en mayor medida a la 
autocorrelación espacial global, o si existen concentraciones locales de valores semejantes, 
o hasta qué punto la autocorrelación global obtenida enmascara localizaciones o zonas 
atípicas. 
 
Más aún, desde el punto de vista de la utilidad predictiva de la regresión, y considerando la 
interpretación mediante los valores medios de las vecindades ( iy ), parecería más útil que la 
variable independiente  fuera precisamente Y, y la dependiente X;  es decir, que conocido el 
valor medio de la vecindad de un objeto, si el valor del índice *I  fuera extremo (cercano a 
+1 ó -1) se pudiera predecir en buen grado cuál sería el valor del objeto en cuestión. 
 
El gráfico de Moran ofrece una ventaja sobre el índice, y es que descompone la asociación 
espacial en cuatro zonas o cuadrantes, y permite detectar objetos extraños, así como los 
objetos que ejercen más influencia en el valor de *I . 
 
Cada uno de los cuatro cuadrantes que determina el valor de la media Ax  se corresponde 
con diferentes formas de autocorrelación espacial, de manera análoga a como ha quedado 
reflejado en la definición misma del índice. Allá cada punto se refería a un par de objetos 
vecinos, y aquí cada punto designa a un objeto junto a sus vecinos o junto a su vecino 
medio. El primer y tercer cuadrantes están asociados a formas positivas, mientras el 
segundo y cuarto representan formas negativas de autocorrelación espacial. 
 
Todo ello está ligado a la descomposición de *I  en suma de valores relacionados con los 
objetos. 
 

4.2.2.2 Índices locales de Moran 
 
El índice modificado de Moran (y, en general, cualquier índice de autocorrelación) refleja 
si hay o no agrupamientos (concentraciones, clusters) espaciales de valores altos (bajos), 
pero no revela dónde esto ocurre, o incluso si los valores afectados son los altos, los bajos, 
o ambos, pues consiste en  promediar las variaciones locales de la autocorrelación espacial.  
 
Esto ha llevado al desarrollo de índices locales de autocorrelación espacial. Para el caso del 
índice de Moran, observando la posibilidad de descomposición aditiva de *I  
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*

1 1

1 1n n
j Ai A

i ij
i jTotal i A

x xx xI A a
A A s s= =

−  −
=   

  
∑ ∑  

 

( )( )

*

1 1

2

1 1

    

n n
j A j Ai A i A

i ij ij
j ji A A A i A

i A i A

A

x x x xx x x xI a a
A s s s A s

x x y x
s

= =

− −      − −
= = =      

      
− −

=

∑ ∑
 

 
Así pues, el índice modificado de Moran es el valor medio de los índices locales 
 

* *

1

1 n

i i
iTotal

I A I
A =

= ∑  

 
El cálculo de *

iI  equivale, en cierto sentido, a la ubicación del objeto iω  en el gráfico de 
Moran con coordenadas ( ),i ix y , ya que el denominador 2

As  es común a los *
iI  de todos los 

objetos.  
 
El punto de vista adoptado por los índices LISA (Local Indicators of Spatial 
Autocorrelation) de Anselin [136], es más adecuado para detectar la influencia de un objeto 
en el valor global del índice ( I  en su caso, en lugar de *I ), pues considera los valores i iA I  
(correspondientes a los *

i iA I  de aquí), y descompone el valor del índice global como suma 
(no ponderada) de los locales. 
 
En el caso del ejemplo que se viene analizando (ver Figura 4-8), el objeto 9ω , que se ubica 
en la esquina inferior derecha de la imagen, es el que ofrece el valor mínimo, con gran 
diferencia respecto a los demás, debido a la gran disparidad entre el valor medio de la 
vecindad respecto al valor medio (2-3) y el suyo propio (5-2). Los objetos 4ω  y 6ω , que ya 
habían sido detectados como equivalentes, tienen también un valor negativo, pues respecto 
al valor medio (3) sus valores, el asignado y el medio de la vecindad,  están opuestos. 
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Figura 4-8 Valores de los índices locales de Moran 

 

4.2.3 Índice modificado de Geary 
 
Si en la raíz común general para la medición de autocorrelación espacial formulada 
anteriormente 
 

 ij ij
i j

a ρΓ = ∑∑ , 
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además de la matriz de contigüidad o pesos espaciales, ijA a =   , se considera ijρ Ρ =    

como una matriz de desemejanza entre los objetos iω  y jω ,  se pueden obtener otros 
índices. Más concretamente, en el caso de una variable, se puede definir Ρ  así 
  

( ) ( )2
2

2
i jj Ai A

ij i j
A A A

x xx xx xz z
s s s

ρ
−− −

= − = − = 
 

 

  
y el índice modificado de autocorrelación espacial de Geary  [137] de la siguiente manera 
 

( )

( ) ( )

( )

2
2*

1 1 1 1

2 2

2
1 1 1 1

2 2
2

1

1 1 1 1
2 2

1
1 1 1
2 2 2

n n n n
j Ai A

ij i j ij
i j i jTotal Total A A

n n n n

ij i j ij i j
i j i jTotal w

n
A A

i i A
i

x xx xC a z z a
A A s s

a x x a x x
A s

s s A x x

= = = =

= = = =

=

− −
= − = − = 

 

− −
= = =

−

∑∑ ∑∑

∑∑ ∑∑

∑

 

 
Puede pensarse que el factor 1 2  que precede a la ponderación se aplica para compensar, en 
el caso habitual en que la matriz A es simétrica, el hecho de que  los sumandos aparecen 
dos veces. Lo mismo podría haberse pensado para el índice de Moran cuando fuera 0iia = , 
pero en aquel caso no aparece este factor. 
 
Este índice, así definido, es una modificación del índice de Geary [137], en el que se 
consideran la media y varianza habituales. Además, esta última es considerada desde el 
punto de vista de la estimación insesgada, es decir, promediando las diferencias cuadráticas 
a la media con ( )1 1n −  en lugar de hacerlo 1 n .   
 

( ) ( )

( )

( )

( )

2
2 2

1 11 1 1 1

22

11 1 1 1 1

1 1

1

2 2
2

1

n nn n n n
ji

ijij i j ij i j
i ji j i j

nn n n n n

in nij i ij
ii j i i j

ij
i j

x xx xan a x x a x x
s s

C
x xa x x a

a
n

= == = = =

== = = = =

= =

− −
−− − −  

 = = =
   −−    
     − 

∑∑∑∑ ∑∑

∑∑∑ ∑ ∑∑
∑∑

 

 
Los valores del índice de Geary se encuentran normalmente entre 0 y 2 (pero pueden 
superar este último [138]). La relación que hay entre los índices de Moran y de Geary es la 
siguiente [139] 
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( )

( )

2

1

2

11 1

1

n

i i
i

nn n

iij
ii j

A x x
n nC I

n x xa

=

== =

 
 −

−  = −   −  
   

∑

∑∑∑
 

 
Se observa que esta relación de complementariedad entre los índices se ve afectada por el 
número de objetos, n. Si los pesos de la matriz de adyacencia A fueran normalizados 
proporcionalmente por las filas, es decir, si todos los objetos tuvieran el mismo peso Ai=1, 

y 
1 1

1
n n

ij
i j

a
= =

=∑∑ , y se considerase el índice Geary con la varianza habitual en lugar de hacerlo 

con el factor ( )1 1n − , ambos índices serían complementarios respecto a la unidad [131]. 
 
Sin embargo, esta misma propiedad de complementariedad la cumplen los índices 
modificados sin hacer ninguna consideración. En efecto, * * 1I C+ = . Para demostrar esta 
relación de complementariedad respecto a la unidad, basta con tomar en cuenta que 
 

( )*
2

cov ,

A

X Y
I

s
= , ( )*

2

cov ,

A

X V
C

s
= , y 

 

( ) 2 21cov ,
2A wX Y s s= − , ( ) 21cov ,

2 wX V s=   

 
Una consecuencia inmediata de esta relación de complementariedad, junto con la anterior 
desigualdad *1 1I− ≤ ≤ , es que los valores del índice modificado de Geary están 
estrictamente entre 0 y 2  
 

*0 2C≤ ≤ . 
. 
Al igual que en el caso del índice de Moran, estos límites pueden ser más precisos, 
dependiendo de la estructura de los datos reflejada en la matriz de adyacencia A . 
 
En relación con este índice, Lebart introduce una modificación [130], calculando la 
diferencias cuadráticas de cada valor respecto al valor promedio de su vecindad, tomando 
en cuenta los pesos espaciales, es decir, la media modificada, en lugar de calcularlos 
únicamente respecto a todos los valores vecinos. Sin embargo, no toma en cuenta los pesos 
espaciales para calcular esa nueva varianza “local” (tal y como él la denomina) y la 
compara con la varianza habitual, tal y como propuso Geary (prescindiendo del factor 
multiplicativo 1 2 ).  
 



96 
 

 

En realidad, desde el punto de vista de este trabajo, teniendo como base la igualdad 
2 2 2
w v ts s s= + , lo que se propone es tomar una parte de las diferencias por pares adyacentes 

( 2
vs ). 

 
Si se usasen los pesos y la varianza modificada se tendría el índice modificado de Lebart 
[129]  
 

( ) ( )

( )

2 2
2

1* 1
2 2

2

1

1 n n

i i i i i i
iTotal v i

n
A A

i i A
i

A x y A x y
A sL

s s A x x

= =

=

− −
= = =

−

∑ ∑

∑
 

 
Los límites generales de este índice son: *0 4L≤ ≤ . En efecto,  por la definición misma se 
tiene que * 0L ≥ , y, desarrollando su relación directa con el índice modificado de Geary se 
tiene 
 

( )2

1 1*
2

2 2

1 1 1 1 1 1
2 2 2

2 2
* *

2 2 2

1 ( ) ( )

1 1 1( ) ( )( ) ( )
    2

cov( , )    2 2 2

n n

ij i j i j
i jTotal

A
n n n n n n

ij i j ij i j i j ij i j
i j i j i jTotal Total Total

A A A

t t

A A A

a x x y x
A

L
s

a x x a x x y x a y x
A A A

s s s
s sW TC C

s s s

= =

= = = = = =

− − −
= =

− − − −
= − + =

= − + = −

∑∑

∑∑ ∑∑ ∑∑
 

 
Como  2 2 2

A y ts s s= +  entonces * *2 4L C≤ ≤ . 
 

4.2.3.1 El gráfico de Geary 
 
Teniendo en cuenta la expresión del índice de Geary en términos de cociente de una 
covarianza y una varianza, se puede buscar su interpretación como si fuera la pendiente de 
una regresión lineal. 
 

( ) ( )2
*

2 2 2

cov , cov ,1
2

w

A A A

X W X VsC
s s s

= = =   

 
En efecto, si hace el diagrama de dispersión de las variables X vs. W y X vs. V, las 
regresiones lineales de W y V sobre X  tienen por pendiente el índice modificado *C . 
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Teniendo en cuenta que W X X ′= −  y V X Y= − , se tienen los siguientes gráficos para el 
ejemplo analizado (ver Figura. 4-9). 
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El cálculo de *
iC  equivale, en cierto sentido, como sucedía con *

iI , a la ubicación del objeto 

iω  en el gráfico de Geary con coordenadas ( ),i ix w , ya que el denominador 2
As  es común a 

los *
iC  de todos los objetos. Se entiende que cuanto más alto sea su valor más diferente es 

la vecindad de un objeto respecto al valor del mismo.   
  
Al ser no negativos todos los valores del índice local, y ser la suma de todos el valor del 
índice global modificado, cada sumando *

i iAC  expresa su contribución al valor definitivo 
(éste es el enfoque original de LISA). Más aún, se pueden explicar estas contribuciones en 
términos porcentuales, lo que ayuda a detectar más fácilmente los objetos más 
contribuyentes al valor de *C  
 

*
*

* *

i
i

Total i i

Total

A C
A A C

C A C
=  

 
En la Figura 4-10 se observa la disposición de los objetos en la que se refleja la disparidad  
de 9ω  y su vecindad, y la de 7ω . 
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Figura 4-10 Valores de lo índices locales de Geary 

 
Por su parte, el índice modificado de Lebart también ofrece la posibilidad de definir un 
índice local que lo descomponga aditivamente en valores no negativos, tal que L* 

( )2
*

2
i i

i
A

x y
L

s
−

=

resulte ser 
el valor medio de los valores del índice local. En efecto, si se considera 
 

 

 
se tiene que 
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* *

1

1 n

i i
iTotal

L A L
A =

= ∑ . 

 
La Figura 4-11 muestra que los objetos 9ω  y 7ω , situados en dos vértices, son los más 
dispares en relación a sus respectivas vecindades, consideradas éstas con valores medios, y 

3ω  y 5ω  los más similares (de hecho, son iguales). 
 
 

 
Figura 4-11 Valores de los índices locales de Lebart 
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4.2.4 Nuevos índices de autocorrelación espacial 
 
La relación entre las varianzas de las distintas variables definidas al principio sugiere la 
definición de algunos otros índices. Dichas relaciones son las siguientes 
 

2 2 2
A y ts s s= +  y 

 
2 2 2
w v ts s s= +   

 
Cada una ellas conlleva la definición de los correspondientes índices. Aquí también se 
determinan sus relaciones con los índices de Moran, Geary, y con el índice de Lebart. 
 

4.2.4.1 Índices de vecindad η 
 
La relación 2 2 2

A y ts s s= +  con 
 

( )22

1

1 n

A i i A
iTotal

s A x x
A =

= −∑ , ( )22

1

1 n

y i i A
iTotal

s A y x
A =

= −∑ , y ( )22

1 1

1 n n

t ij i j
i jTotal

s a y x
A = =

= −∑∑  

 
expresa la descomposición de la varianza modificada global como suma de la varianza 
entre (between) las vecindades, consideradas éstas como valores promediados, y la varianza 
dentro (within) de las mismas. 
 
Este segundo sumando tiene otro sentido (equivalente) con la reorganización de los 
sumandos, tal y como ha quedado señalado anteriormente 
 

( )22

1 1

1 n n

t ij i j
i jTotal

s a x y
A = =

= −∑∑  

 
En efecto, de esta forma se observa que se miden las diferencias de cada valor con los de su 
vecindad,  suavizada o promediada. 
 
La igualdad de varianzas puede expresarse más adecuadamente para los fines perseguidos 
como  
 

2 2

2 2 1y t

A A

s s
s s

+ =  
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El cociente 2 2
y As s  da la proporción de varianza global explicada por la variabilidad entre 

(between) las vecindades, tomadas en términos medios, y el cociente 2 2
t As s , la proporción 

explicada por la variabilidades dentro (within) de las vecindades. 
 
Cada uno de los cocientes sugiere una medida de autocorrelación espacial, y se tiene, 
además, la complementariedad de ambos respecto a 1. 
 
Si se tomara como índice de autocorrelación 2 2

y As s  se tendría 
 

( )

( )

2

* 1
1

2

1

n

i i A
i
n

i i A
i

A y x

A x x
η =

=

−
=

−

∑

∑
 

 
Este es un índice parecido al índice de determinación de un modelo, que en este caso se 
trata de la media de la vecindad.  
 
Su rango va desde de 0 a 1. Si se acerca a 0 denotará una ausencia de autocorrelación, y si 
se acerca a 1 una gran autocorrelación, sea ésta positiva o negativa. 
 
Teniendo en cuenta que 2

ys  es precisamente ( )cov ,X Y′ , y la varianza de X ′  es 2
As , *

1η  se 
puede interpretar también como la pendiente de la recta de regresión de la variable Y 
respecto de X' (ver Figura 4-13).  
 
Junto a este índice podrían considerarse también los índices locales para cada objeto iω , 
siguiendo la metodología LISA 
 

( )2
*
1 2

i A
i

A

y x
s

η
−

=  

 
Hay que hacer notar que no se trata de valores tipificados, pues, en general, aunque Ax  sea 
la media de la variable Y,  2

ys  no es igual a 2
As .  

 
En la Figua 4-12 se muestran los valores de los índices locales calculados en un ejemplo. 
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Figura 4-12 Gráfico de los índices locales *

1iη  
 
El valor interpretativo de este índice no es, sin embargo, alto, en cuanto que no toma en 
consideración los valores asignados a los objetos mismos, sino a los de sus vecinos. 
 
Su suma ponderada por los pesos espaciales iA  es el índice propuesto 
 

* *
1 1

1

1 n

i i
iTotal

A
A

η η
=

= ∑  

 
La contribución de un determinado objeto iω  se mediría multiplicando este índice local por 
su propio peso espacial *

1i iAη .  
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Por otra parte, el cociente 2 2

t As s  también podría considerarse como un índice de 
autocorrelación parejo al índice de Geary, en cuanto que mide las diferencias resultantes de 
los valores medidos respecto a los de las vecindades (promediados), en lugar de hacerlo 
respecto a los valores medidos de la vecindad. 
  

( )

( )

( )

( )
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1 1 1 1*
2
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1 1

n n n n
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Su rango de valores es también entre 0 y 1. Si se acerca a 0 indica que hay una gran 
autocorrelación, y si a 1 su ausencia. 
 
Al igual que su índice complementario, *

1η  ( 2 2
1 2 1η η+ = ) se puede interpretar como la 

pendiente de la recta de regresión en un gráfico de dispersión (ver Figura 4-13), y se 
pueden definir índices locales.  
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cada valor con los valores 'alisados' de su vecindad, la covarianza cambia de signo y el 
índice resulta ser la pendiente de la recta de regresión de dicha variable respecto a X'. 
  
Asociado a este índice también pueden considerarse  los índices locales para cada objeto iω   
 

( )2

1*
2 2

1 n

ij i j
ji

i
A

a y x
A

s
η =

−
=

∑
 

 
Su suma ponderada por los pesos espaciales iA  es el índice propuesto 
 

* *
2 2

1

1 n

i i
iTotal

A
A

η η
=

= ∑  

 
La contribución de un objeto iω  al valor del índice es *

2i iAη .  
 
En la Figura 4-14 se muestran los valores de los índices locales calculados en un ejemplo. 
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Figura 4-14 Gráfico de los índices locales *

2iη  
 
Podría definirse otro índice en relación a la doble definición de *

2η   

( )2

1*'
2 2

1 n

ij i j
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a x y
A

s
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−
=
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pero carece, en principio, de interés por su dificultad de ser interpretado. En general, 

aunque sea  * *'
2 2

1

1 n

i i
iTotal

A
A

η η
=

= ∑ , es * *'
2 2i iη η≠ . 
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4.2.4.2 Índices de vecindad δ 
 
De la otra relación entre varianzas 
 

2 2 2
w v ts s s= +  

 
donde 
 

( )22

1 1

1 n n

w ij i j
i jTotal
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A = =

= −∑∑ , ( )22

1

1 n

v i i i
iTotal

s A x y
A =

= −∑ , y ( )22

1 1

1 n n

t ij i j
i jTotal

s a y x
A = =

= −∑∑  

 
se pueden hacer consideraciones análogas a las hechas en el subapartado anterior 
 

2 2

2 2 1v t

w w

s s
s s

+ =  

 
El cociente 2 2

v ws s  es una proporción de lo que explican las diferencias entre los valores 
medios de las vecindades y los medidos, respecto a todas las diferencias. 
  

( )

( )

2

* 1
1 2

1 1

n

i i i
i

n n

ij i j
i j

A x y

a x x
δ =

= =

−
=

−

∑

∑∑
 

 
Sus posibles valores están acotados por 0 y 1. Los valores bajos delatan una alta 
autocorrelación, y los altos poca autocorrelación. 
 
Al ser 2

vs  la covarianza entre las variables X-X' y X-Y, *
1δ  puede ser interpretado como la 

pendiente de la recta de regresión de X-Y respecto a X-X' (ver Figura 4-15). 
 
Obviamente, también se puede entender *

1δ  como la media de los valores locales que toma 
en cada objeto 
 

( )2
*
1 2

i i
i

w

x y
s

δ
−

=  y 

 
* *
1 1

1

1 n

i i
iTotal

A
A

δ δ
=

= ∑  
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Estos índices locales no aportan ninguna información si se calculan los índices locales de 
Lebart, pues los numeradores en la definición son los mismos, y sólo se diferencian en los  
denominadores. 
 
Por la otra parte, el cociente 2 2

t ws s  es una proporción de lo que explican los valores 
suavizados de las vecindades. 
 

( )

( )

( )

( )

2 2

1 1 1 1*
2 2 2

1 1 1 1

n n n n

ij i j ij i j
i j i j
n n n n

ij i j ij i j
i j i j

a y x a x y

a x x a x x
δ = = = =

= = = =

− −
= =

− −

∑∑ ∑∑

∑∑ ∑∑
 

 
Su valores pueden resultar entre 0 a 1. Si se acerca 1 quiere decir que los valores alisados 
son próximos a los medidos, es decir, que hay alta autocorrelación, y si a 0, que hay baja 
autocorrelación. 
 
Como 2

ts  es ( )cov ,X T′  y 2
ws  la varianza de X-X', *

2δ  resulta ser la pendiente de la recta de 
regresión de (X-X') vs. (Y-X') (ver Figura 4-15). 
 
 

-3 -2 -1 0 1 2 3

-3

-2

-1

0

1

2

3



  
 

 

109 

Para este índice también pueden considerarse  dos índices locales para cada objeto iω , 
según se considere el ordenamiento de la descomposición del numerador 
 

( )2

1*
2 2

1 n

ij i j
ji

i
w

a y x
A

s
δ =

−
=

∑
 

 

( )2

1*'
2 2

1 n

ij i j
ji

i
w

a x y
A

s
δ =

−
=

∑
 

 
que, como puede observarse, son proporcionales a *

2iη  y *'
2iη , respectivamente, y, por tanto, 

no aportan ninguna información novedosa. 
 

4.2.5 Relaciones entre los diversos tipos de índices  
 
En este trabajo se han definido diferentes índices de autocorrelación espacial basados en la 
noción de varianza o covarianza de determinadas variables estadísticas derivadas de una 
inicial. Es de esperar, por tanto, que aun cuando cada uno de ellos expresa una faceta 
distinta de la autocorrelación, están relacionados entre sí.  
 
Los índices globales presentados pueden ser descompuestos como sumas ponderadas de los 
índices locales respectivos. De hecho, se interpretan como valores medios de los mismos. A 
continuación se describen las principales relaciones encontradas entre los índices globales, 
y entre los locales. 
 

4.2.5.1 Relaciones entre índices globales 
 
El índice *

1δ  ( 2 2
v ws s ) está relacionado con el índice de Lebart ( 2 2

v As s ) por tener el mismo 
numerador, y, por tanto, recordando la fórmula del índice modificado de Geary ( 2 22w As s ), 
se tiene 
 

* * *
12L C δ= , o 

 
*

*
1 *

1
2

L
C

δ =  
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De esta relación y de los límites de * *
1 y C δ , se deducen también los límites del índice 

modificado de Lebart: *0 4L≤ ≤ . 
 
De la relación de igualdad 2 2 2

w v ts s s= + , dividiendo por 2
As  se tiene * * *

22C L η= + . Por tanto 
 

* * *
22L C η= − , o 

 
* * *
2 2C Lη = −  

 
Las relaciones * * *

12L C δ=  y * * *
22L C η= −   pueden resultar de gran utilidad para analizar la 

relación entre los índices modificados de Geary y de Lebart. 
 
Para * 2 2

2 t As sη =  y de * 2 2
2 t ws sδ = , al tener el mismo numerador, se establece la siguiente 

relación 
 

* * *
2 22Cη δ=  

 
Resumiendo, los índices globales de autocorrelación presentados en este apartado son 
expresables en función de únicamente dos: *C y *L  (ver Tabla 4-3). 

 
Tabla 4-3 Relación entre los diferentes índices 

 
 
Los índices calculados para el ejemplo de la Figura 4-3 se muestran en la Tabla 4-4. 
 
Tabla 4-4 Valores de los índices calculados para el ejemplo de la Figura 4-3 
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4.2.5.2 Relaciones entre índices locales 
 
De la igualdad establecida en el subapartado de definiciones previas y propiedades, se tiene 
la igualdad análoga a 2 2 2

w v ts s s= +  
 

( ) ( ) ( )2 22

1 1

1 1n n

ij i j i i ij j i
j ji i

a x x x y a x y
A A= =

− = − + −∑ ∑  

 
Si se dividen ambas partes de la igualdad por 2

As , se tiene 
 

* * *
22 i i iC L η= +  

 
Por otra parte, * * *

12i iL C δ=  y * * *
2 22i iCη δ= , con lo cual los índices locales *

iC  y *
iL  son 

suficientes para expresar *
2iη , *

1iδ  y *
2iδ . Quedan al margen los índices *

2' iη  y *
2' iδ , que están 

relacionados  mediante la fórmula * * *
2 2' 2 'i iCδ η= . 

 
Por una analogía con la igualdad anterior, conviene señalar que, si bien la ecuación 

2 2 2
A y ts s s= +  expresada según sus definiciones sugiere una igualdad para cada objeto iω  

 

( ) ( ) ( )22 2

1 1 1

1 1 1n n n

i i A i i A ij i j
i i jTotal Total i

A x x A y x a y x
A A A= = =

 
− = − + − 

 
∑ ∑ ∑  

 
en general, es falso que los sumandos respectivos coincidan  
 

( ) ( ) ( )22 2

1

1 n

i A i A ij i j
ji

x x y x a y x
A =

− ≠ − + −∑  

 
por lo cual no es posible establecer, dividiendo por 2

As , una relación entre *
1iη  y *

2iη . 
Tampoco se puede establecer una relación funcional entre *

iI  y *
iC . 

 
Resumiendo se tienen, al menos, cinco índices locales no relacionados directamente: *

iI , 
*
iC , *

iL , *
1iη  y *

2' iη , y uno, *
2iη , relacionado con dos de ellos. 

 
Para el ejemplo de la Figura 4-3 se tienen los resultados que siguen (ver Tabla 4-5). 
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Tabla 4-5 Valores de los índices locales calculados para el ejemplo de la 
Figura 4-3 

 
 
La matriz de correlaciones se muestra en la Tabla 4-6. 
 

Tabla 4-6 Matriz de correlaciones entre los índices para el ejemplo de la 
Figura 4-3 

 
 

4.2.6 Casos particulares de estructura espacial 
 
En este apartado se consideran determinadas estructuras espaciales, caracterizadas por la 
matriz de adyacencias A, que resultan interesantes porque definen situaciones extremas, y 
sirven de referencia para la interpretación de otras estructuras. 
 
En cada una de ellas se analiza el comportamiento de los valores de los índices de 
autocorrelación globales y locales detallados en los apartados anteriores.   
 

4.2.6.1 Caso a) 
 

La matriz de adyacencias, A, está repleta de 1s  ( 1ija = , , 1, ,i j n= … , incluidos los 1iia = ), 

y se designa como A U= . Se trata de un conjunto sin estructura espacial: * 1C =  ( * 0I = ), 
* 1L = . 
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En efecto, iA n= , y 2

TotalA n= .  El sistema de pesos espaciales tiene la propiedad de que 
 

ij j

Total Total Total

AAa i
A A A

=  , pues 2 2 2
1 n n
n n n

=  

 
la cual es análoga a la de independencia de sucesos en teoría de la probabilidad. Se diría 
que un objeto es espacialmente independiente de sus vecinos, precisamente porque es 
adyacente a todos, incluido a sí mismo. 
 
Además, se tiene entonces que tanto la media como la varianza modificadas resultan ser las 
habituales 
 

2
11

1 1 1
1

A
Total

A x
n

n n n
x = x nx xi i i ii= i= i=A n

= = =∑ ∑ ∑  

 

( ) ( ) ( )2 2 21 1 12  
1 1 1A 2

Total

2A nA
n n n

s = x - x x - x x - x = si i i ii= i= i=nA n
= =∑ ∑ ∑  

 
El valor del índice modificado de Geary, siempre que haya cierta variabilidad ( 

2 0s ≠ ),  es, 
por tanto, * 1C =  
 

( )

( )

( )

2 2
1 1 1 1

2 2
1 1

2 2
1 1

2 2
1 1

2
2*

2

2 2

2

( ) (

( ) (

( ) 2( )( ) ( )

( ) ( )( )

1 1 1 1 1
2 2

1 1 1
2
1 1 1
2

1 1 1 2 2
2

n n n n
j

j
i j i jTotal

n n

j
i j

n n

i j j
i j

n n

i j
i j

a
A

x xi x x x x)ij is

x x x x)i

x x x x x x x xi

n x x x x x xi

C
A n s

n s

n s

n s

= = = =

= =

= =

= =

−

−

−

−
− −

− −

− − − − + −

− − −

 
= = =  

 

= =

= =

=

∑∑ ∑∑

∑∑

∑∑

∑ ∑
1

2
1

2( )
1 1 1

n

i

n

i
x xis n

=

=

−

 
= 

 
 = = 
 

∑

∑

 

 
En realidad, al estar todos los valores conectados con todos los demás, la autocorrelación 
espacial no tiene sentido, pues no hay tal. Se puede tratar como si fuera el caso del enfoque 
clásico o habitual, en el que los 1s representan copertenencias a una clase (apartado 2.2.1). 
En el enfoque clásico no se consideran adyacencias espaciales, aunque, de hecho, desde 
este enfoque, resulte ser equivalente a que todos los objetos sean adyacentes espacialmente 
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a todos los demás. Por tanto, * 0I = , lo cual denota más explícitamente  la ausencia de 
autocorrelación espacial. 
 
El índice modificado de Lebart, por supuesto, también toma el valor * 1L =  que denota la 
misma situación anterior. En efecto, como  
 

1 1

1 1n n

i ij j j
i ii

y a x x x
A n= =

= = =∑ ∑ ,  

 
se tiene que 

( ) ( )2 2
2

1* 1
2 2

1 1

1

n n

i i i i
iTotal i

A

A x y n x x
A nL

s s
= =

− −
= = =

∑ ∑
 

 
Por tanto, de las relaciones encontradas, se tiene que los valores de los nuevos índices 
propuestos son 
 

* * *
2 2 1C Lη = − =   y  * *

1 21 0η η= − =  
 
En cuanto a los índices locales,  se tiene que, como iy x= , los de Moran son nulos 
  

( )( ) ( )( )*
2 2 0i A i A i

i
A

x x y x x x x x
I

s s
− − − −

= = =  

 
y los de Geary son una función cuadrática de los valores típicos o estándares 

 

( ) ( ) ( )
2

2 2*
2 2 2

1 1 1

2
2

1 1 1 1 1 1 1 1 ( ) ( )
2 2 2

1 1    1 ( 1)
2 2

n n n
i j

i ij i j i j
j j ji A

i
i

x x
C a x x x x x x

A s n s n s

x x z
s

= = =

−
= = − = − − − =

 − = + = +  
   

∑ ∑ ∑
 

 
Por lo que se refiere a los índices locales de Lebart,  es de señalar que estos son 
precisamente los  cuadrados de los valores típicos 
 

( ) ( )2 2 2
* 2

2 2
i i i i

i i
A

x y x x x xL z
s s s
− − − = = = = 

 
 

por lo que  
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( )* *1 1
2i iC L= + . 

 
La ausencia de autocorrelación queda también reflejada en los nuevos  índices η  
propuestos 
 

( ) ( )2 2
*
1 2 2 0i A
i

A

y x x x
s s

η
− −

= = =  

 * * *
2 2 1i i iC Lη = − =  

( ) ( )2 2

1 1*'
2 2 2

1 1

1

n n

ij i j i
j ji

i
A

a x y x x
A n

s s
η = =

− −
= = =

∑ ∑
 

 

4.2.6.2 Caso b) 
 
El conjunto de objetos, Ω, no tiene más adyacencias que las que asocian los objetos  
consigo mismo. Esta situación, en el caso de que aij sea binario, 0 ó 1, se puede expresar de 
la siguiente manera 
 

1,   
0,   ij

si i j
a

si i j
=

=  ≠
 

 
La matriz de adyacencias, A, es la matriz con la diagonal repleta de 1s y el resto de 0s, es 
decir, la matriz identidad: 1A D= . 
 
En este caso se tiene que el peso total de cada objeto es igual a 1, es decir, 1iA = , de donde 
se obtiene que el peso total del conjunto es igual a n, o sea, TotalA n= . 
 
Las fórmulas de la media y la varianza definidas antes se mantienen en relación a las 
habituales. Así se tiene que 
 

11
1 1A

Total

A x
n

n n
x = x xi i ii= i=A

= =∑ ∑  

 

( ) ( ) 22 21 12
1 1A

Total

A sA
n n

s = x - x x - xi i ii= i=nA
= =∑ ∑  
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El índice modificado de Moran, que coincide con el coeficiente de correlación lineal de la 
variable consigo misma, vale 1 
 

2
* 1

1 1
1 1 1Total

AAa
A A

x xx xn n n x xji iI iji j is s sA n
= = =

−− −
∑ ∑ ∑
= = =

    
          

 

 
Por tanto, * 0C = , y como y xi i= , * 0L = . 
 
Este resultado indica que para un conjunto de objetos esparcidos en el espacio sin relación 
entre ellos excepto consigo mismo, independientemente de los valores asociados, se obtiene 
los valores  mínimos para *C  y *L , y, por tanto, el máximo para *I , lo que indica que la 
autocorrelación es totalmente positiva. 
  
Los valores de los nuevos índices  η   propuestos son 
 

* * *
2 2 0C Lη = − =   y  * *

1 21 1η η= − =  
 
Los índicesδ no se pueden calcular por tener el denominador de su definición nulo. Los 
índices locales tampoco tienen sentido por la ausencia de vecindad. 
 

4.2.6.3 Caso c) 
 
La matriz de adyacencias, A, está repleta de 1s   ( 1ija = , , 1, ,i j n= … , salvo los 0iia = , tal 
y como se define habitualmente). Se puede expresar como la diferencia de las  matrices de 
los dos casos anteriores:  1A U D= − , donde U es la matriz del caso a) anterior repleta de 
1s, y 1D  es la matriz con la diagonal repleta de 1s y el resto de 0s, es decir, la matriz 
identidad.  El grafo correspondiente es completo. 
 
Hay que señalar que éste es el caso de relación que habitualmente se considera en un 
análisis de datos sin estructura entre los objetos, es decir, no se consideran las adyacencias 
reflexivas de los objetos.  
 
Luego, 1iA n= − , y ( )2 1TotalA n n n n= − = − . 
  
Ello conduce a que la media y la varianza sean las habituales, como en los dos casos 
anteriores.  
 

( ) ( )1 1
1

1
1 1 1A

Total

A n-1 x
n n n

n n n
x x x xi i i ii= i= i=A −

∑ ∑ ∑= = = =  
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( ) ( ) ( ) ( )1 21
( 1)

2 2 21 12
1 1 1A

Total

A n sA An n

n n n
s x - x x - x x - xi i i ii= i= i=nA

−
−

∑ ∑ ∑= = = =  

 
En cuanto al índice modificado de Moran se llega a lo siguiente 

 

1 1 1 1

1 1 1

* ( )

2

     

1 1

1

1

( 1)

   
( 1)

( 1)

n n n n

i j i jTotal

n n n

i i i

AAa u i
A A

x x x xx x x xj ji iI ij ij ijs s s s

x xx x x xji i
s s s

x xi
s

A n n

n n

n n

= = = =

= = =

−

−

− −− −

−− −

−

     = = =         −     
      = =     −       

 = −  

∑∑ ∑∑

∑∑ ∑

[ ]
1 1 1

2
1 10

( 1) 1

n n n

i j i

x x x xj i
s s

n
n n n= = =

−
− −      = − = −     − −    

∑∑ ∑

 

 
El valor del índice modificado de Moran  
 

* 1
1

I
n
−

=
−

 

 
coincide con la esperanza del índice clásico de Moran en el caso de independencia entre los 
valores asignados a los objetos. Para establecer este valor se hace el supuesto de que aii=0. 
Se obtiene así el mismo valor para el índice clásico de Moran desde dos puntos de vista 
distintos.  
 
Hay que tener en cuenta que, sin embargo, en el desarrollo que estamos presentando 
 

ij j

Total Total Total

AAa i
A A A

≠ , 

 
lo que indica que no son completamente independientes en ese contexto, si bien se 
aproxima a ello cuando n es grande, 
 

1 ( -1) ( -1)
( -1) ( -1) ( -1)

n n
n n n n n n

≠  

 
Consecuentemente, el índice modificado de Geary es 
 

* * 11 1
1 1

nC I
n n

= − = + =
− −

. 
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Para el cálculo del índice modificado de Lebart, se tienen en cuenta el valor medio de la 
vecindad 

1 1 1
- -

-1 -1 -11 1

n n n
y a x x x x xij j ij iA n n ni j j
i

 
 ∑= = =∑ = = 

, 

y su desviación respecto a xi , 
 

( )1
11 1

nnx y x x x x xi ii i nn ni
 − = − − = −  −− − 

, 

 
y así se tiene que 
 

( ) ( )( )22

1* 1
2 2

21

1

1 1 ( 1)
( 1)

n n

i i i
i iTotal

A

n
x xin n

n

A x y n
A n nL

s s
= =

−
−  

 
− 

− −
−= = =

∑ ∑
. 

 
Por su parte, se tiene que los valores de los nuevos índices propuestos son 
 

2
* * *
2

22 2 (2 )
1 1 1 1 1 1

n n n n n nC L
n n n n n n

η − = − = − = − = − − − − − − 
   

y  
2

* *
1 2

11
1n

η η  = − =  − 
 

 
En cuanto a los índices locales,  se tiene que, como 
 

1
1 1i i

n
n n

y x x−
− −

= , e 1 1
( )

1 1 1i i i
n

n n n
y x x x x x x−

−
− − −

− = − = − , 

 
 los de Moran son proporcionales a los cuadrados de los valores típicos 
 

( )( ) ( )2
* 2

2 2

1 1
1 1

i A i A i
i i

A

x x y x x x
I z

s n s n
− − −− −

= = =
− −

 

 
Para los índices locales de Geary 
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( ) ( ) ( )
2

2 2*
2 2 2

1 1 1

2 2
2

1 1 1

2
2

1 1 1 1 1 1 1 1 ( ) ( )
2 2 1 2 1

1 1 1    ( ) 2 ( )( ) ( )
2 1

1 1    1 ( 1)
2 1 1 2

n n n
i j

i ij i j i j
j j ji A

n n n

i i j j
j j j

i
i

x x nC a x x x x x x
A s n s n s n

n x x x x x x x x
n s n

x xn n z
n s n

= = =

= = =

−
= = − = − − − =

− −

 
= − − − − + − = −  

 − = + = +  − −   

∑ ∑ ∑

∑ ∑ ∑  

 
En cuanto a los índices locales de Lebart 
 

( ) ( )2 22 2
* 2

2 21 1
i i i

i i
A

x y x xn nL z
s n s n
− −   = = =   − −   

 

 
En los nuevos  índices η  propuestos se tiene 
 

( )2
* 2
1 2 2

221 1
1 ( 1)

i A i
i i

A

y x x x z
s n s n

η
− −−   = = =   − −   

 

 
2

* * * 2 2 2 2
2

1 12 ( 1) 1
1 1 1 1 1 1 1i i i i i i i

n n n n nC L z z z z
n n n n n n n

η −     = − = + − = − = +     − − − − − − −     
 

( ) ( ) ( )

( )

22 2

11*'
2 2 2

22

2
2

11
1

1
11 1

1 1

nn

j iij i j
jji

i
A

i

i

x x x xa x y
nA

s s
n s x x nn n z

s n n

η ==

 
− − −−  −  = = =

− −
− −= = −

− −

∑∑

.  

 
Los valores de todos los índices locales se aproximan, lógicamente, a los valores de los 
índices del caso a) en el que todos los objetos son adyacentes a todos, incluidos ellos 
mismos, cuando n se hace grande. 
 

4.2.6.4 Caso d) 
 
En este caso se considera que la estructura de las relaciones de los objetos de Ω consiste en 
una partición, es decir, la matriz de adyacencias A puede verse, mediante reorganización de 
sus filas y columnas, como una matriz organizada diagonalmente en K bloques, cada uno de 
los cuales representa la conexión entre nk objetos de determinados subconjuntos. 
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Si cada bloque se representa por la matriz de adyacencias Ak,  

0k
ija =

k=1,2,...,K , en la cual se 
tiene  si ωj no es de  la misma parte, entonces 
 

1

K
k

k
A A

=

= ∑  

 
Hay que aclarar que el hecho de organizarse en K bloques no implica que cada bloque esté 
neceariamente repleta de 1s, es decir, no es necesario que el subgrafo correspondiente sea 
completo. 
 
Los casos extremos  K=1 y K=n están ya analizados, pues se trata de los casos a) y b), 
respectivamente. Incluso el caso c) puede considerarse como un caso particular extremo 
(K=1). 
 
En general se tiene  que 
 

1 1 1 1

1 1 1k
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k k k
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2 2 2

1 1

1 1=   ( )k k

K K
k k

A Total Total AA A
k kTotal Total

s A s A x x
A A= =

+ −∑ ∑  

 
En esta última igualdad, el primer sumando es un promedio de las varianzas dentro de cada 
bloque (within), y el segundo una varianza entre los bloques (between). Con estas 
expresiones se pueden expresar los valores globales de los índices en función de los valores 
que alcanzan dentro de cada bloque particular, y los valores entre los bloques. 
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Se observa que el valor global del coeficiente no es el valor medio del de las partes 
correspondientes a los bloques, sino que los valores de los índices de los bloques están 
afectados por unos coeficientes dependientes de las varianzas parciales 2 2

k AA
s s .  
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Además, está el término de la varianza entre (between) las partes  relativizada respecto a la 
varianza global (algo así como la razón de correlación), que es una cantidad positiva entre 0 
y 1. 
 
El índice de Geary, por su parte, se descompone así 
 

2
* 2 *

2 2
1 1 1 1

1 1 1 ( )
2

k k
k

n n kK K
k k k Total A
ij i j k

k i j kA Total Total A

sAC a x x C
s A A s= = = =

= − =∑∑∑ ∑  

Aquí también es preciso a señalar que *C no es un valor promediado por las varianzas y 
pesos espaciales de los índices particulares.  

Al ser * * 1k kC I+ = , se verifica que 

( )

( ) ( )( )

2 2
2* * * *

2 2 2
1 1 1

2
2 22

2 2 2
1 1 1

1

1 1           1

k k

k

k

k k k

k k kK K K
Total Total TotalA A

k k AA
k k kTotal A Total A A Total

k k kK K K
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A AA A A
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s sA A AC I C I x x
A s A s s A

sA A Ax x s x x
A s s A s A
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∑ ∑ ∑

∑ ∑ ∑
 

 
En cuanto al índice modificado de Lebart se tiene una relación similar 
 

( )2 2 *
2

1 1 1* *
2 2 2

1

1 1k

k
k

nK K
k k k k
i i i Total k kKA

k i kTotal Total Total A
k

kA A Total A

A x y A s L sA A AL L
s s A s

= = =

=

−
= = =

∑∑ ∑
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A partir de estas  fórmulas se hacen las siguientes consideraciones: 
 

 Cuando todos los valores medios de las partes conexas coinciden 

( k AA
x x= ,  1, 2,...,k K= ), entonces 2 2

1
= k

K
k

Total A Total A
k

A s A s
=

∑ , y, por tanto, *I   *C   y  *L  

son los valores medios (ponderados por pesos espaciales y varianzas parciales) de 
los valores parciales *

kI  *
kC   y *

kL , respectivamente. Y viceversa. 
El hecho de que las K partes, además de tener  la misma media kA

x ,  tengan la 

misma varianza ( 2 2 0k AA
s s= ≠ ), no implica necesariamente que sea * 0I =  y * 1C =   

(ausencia de autocorrelación), ya que en ese caso serían el valor medio de los 
valores parciales, ponderados estos sólo por los pesos espaciales 
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* *

1

kK
Total

k
k Total

AI I
A=

= ∑    *

1

*
kK
Total

k
k Total

AC C
A=

= ∑   * *

1

kK
Total

k
k Total

AL L
A=

= ∑  

 
 Si todas las partes fueran totalmente homogéneas ( , , 1, 2, ...,k k i j ni j kx x ==  

2 0,  1, 2, ,kA
s k K= = … , siendo 2 0As ≠ , es decir, si hubiera al menos dos valores 

medios parciales distintos), entonces * 1I =  , * 0C =  y * 0L = , lo cual indica que se 
trata de una situación de autocorrelación positiva máxima. Esta situación es 
equiparable  al caso b) de objetos no relacionados con los demás, que es un caso 
particular de la estructura en bloques:  K=n, nk=1,  k=1,2,...,n, con 0iia ≠  y las 
partes totalmente homogéneas. 
Para establecer este resultado general hay que acudir a la definición misma de *C , 
ya que las *

kC  no podrían definirse 

1 1 1

2

* 1 1 0
2

k kn nK

k i j ATotal

k k
i jkaij

x x
C

sA = = =

− 
 = =
 
 

∑∑∑  

 
 Si las partes no estuvieran en absoluto autocorreladas ( * 0kI = , * 1kC = , 1, 2,...,k K= ) 

entonces  
2

*
2

1

k
kK
Total A

k Total A

sAC
A s=

= ∑  

y el conjunto global Ω  estaría autocorrelado positivamente, *0 1C< ≤ , ya que 
2 2

1
 k

K
k

Total A Total A
k

A s A s
=

≥ ∑ . 

No se podría alcanzar la máxima autocorrelación positiva ( * 1I =  , * 0C = ) pues 
ello implicaría que 2 0,    1, 2, ,kA

s k K= = … , lo cual es contradictorio con 
* 1,    1, 2, ,kC k K= = … . En cambio, podría llegar a ser * 1C =  si todos los valores 

medios fueran iguales ,    1, 2,...,k AA
x x k K= = .  

Un caso particular que refleja esta situación es aquella en la que en cada una de las 
K partes todos los objetos están relacionados con todos los demás de su parte, y es, 
además, el caso de una relación de adyacencia reflexiva ( 1,    1, ,iia i n= = … ). 

Entonces se tendría k
i kA n=  2k

Total kA n= , 2

1

K

Total k
k

A n
=

= ∑ , con  * 1,   1, 2, ,kC k K= = …  

(por tanto, 2 0,  1, 2, ,kA
s k K≠ = … ). Así  
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Es decir, si las partes no están autocorreladas  * 0,   1, 2, ,kI k K= = …  en absoluto, 
entonces  

2 2

2 1

1
2

*

1 ( )k

K

k AK A
k

k
k

A

I

n x x
n

s

=

=

−

=

∑
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lo cual indica una autocorrelación no negativa, que sólo es nula ( * 0I = , * 1C = ) 
cuando los valores medios parciales coinciden. 
  
Si la relación espacial no fuera reflexiva ( 0,  1, ,iia i n= ∀ = … ), las fórmulas 
anteriores  habría que precisarlas considerando para cada parte que 1k

i kA n= − , 

( 1)k
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1
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En cuanto a los índices locales, basta considerar las definiciones para establecer la relación 
entre los valores parciales y globales 
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lo cual indica que los valores de los índices locales parciales de Moran pueden variar 
mucho cuando el contexto cambia a todos los bloques. 
 
Sin embargo, la relación es más directa cuando se trata de los valores de los índices locales 
de Geary 
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− −
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Y lo mismo sucede con los de Lebart 
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Para los nuevos  índices η  propuestos se tiene 
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Resumiendo, los índices locales del estilo de Geary ( * * * *'

2 2, , ,i i i iC L η η ) tienen una relación 
directa entre los parciales y los globales, pero los del estilo del de Moran ( * *

1,i iI η ), no. 
 

4.2.7 Aplicación del  índice modificado de Geary a particiones 
 

4.2.7.1 Introducción  
 
En este apartado se trata de aplicar los índices del apartado anterior a la estructura de 
partición del conjunto de objetos { }1 2, , , nω ω ωΩ =  . Se asume que a cada objeto se le 
asocia cierta magnitud, ,  1, ,ix i n=    y ciertas adyacencias reflejadas por la matriz A, 
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cuyos elementos aij denotan la relación espacial de los objetos iω  y jω   (si aij=0, no son 
adyacentes).   
 
En realidad sólo se analizan el índice modificado de Geary y sus respectivos locales, pues 
el de Lebart no parece muy apropiado para esta aplicación, debido a lo complejas que 
resultarían las expresiones que se obtienen, como se mostrará más adelante. Tampoco se 
consideran los índices locales de Moran, por razones análogas.  
 
El punto de partida de este apartado podría ser el análisis de una partición cualquiera del 
conjunto de los enlaces o adyacencias entre los objetos de Ω, pero dado que prácticamente 
interesa más una partición del conjunto mismo Ω, se considerará únicamente la partición 
del conjunto de adyacencias inducida por una partición de Ω.  
 
La  partición inducida del conjunto de adyacencias consta de dos partes: las adyacencias 
entre los objetos de una misma parte de la partición de Ω  (within, W) y las adyacencias 
entre objetos de partes distintas de Ω  (between, B), es decir, entre los objetos fronterizos. 
Así la matriz de adyacencias, A, se descompone aditivamente en dos matrices de las 
mismas dimensiones (ver apartado 2.2.1) 

A W B= +  
 
Esta descomposición induce otra del índice modificado de Geary, en la cual la parte 
correspondiente a B, la de los objetos fronterizos, tiene un significado especialmente 
interesante. 
 

4.2.7.2 Notaciones previas para una partición 
 
Se considera  una partición de Ω  en K partes, es decir, K partes  no vacías y disjuntas entre 
sí, de tamaños nk (k=1,2,...,K) cuya unión se corresponde con Ω, con 
  

1

K

k
k

n n
=

= ∑  

 
Cuando se define una partición de K partes sobre los objetos Ω, implícitamente se define 
una partición de 2 partes en el conjunto de adyacencias que definen su estructura espacial, 
representados por las matrices W y B. Es decir, en virtud de la partición la matriz de 
adyacencias, A, puede descomponerse como suma de dos matrices, una relativa a las 
adyacencias dentro (within, W) de las partes, y otra relativa a las adyacencias fuera de cada 
parte, o sea, entre (between, B) las partes: A=W+B con ij ij ija w b= + ,  en el cual, si ωi y ωj  

son de la misma parte bij=0, y si de distinta wij=0. 
 
Por tanto, hay que hacer notar que los pesos espaciales de cada objeto se reparten en dos 
clases: los correspondientes a las adyacencias internas a su parte, y los correspondientes a 



126 
 

 

las de otras partes. De forma que en los wij se toman únicamente en cuenta los pesos 
espaciales internos a las partes, y en los bij los  pesos espaciales fronterizos (between) entre 
las partes.  
 
Si se reorganizaran convenientemente las filas y columnas de A, de acuerdo a la partición 
definida, la matriz W estaría distribuida en bloques correspondientes a las partes de la 
partición, y la matriz B, por el contrario, se caracterizaría por tener dichos bloques repletos 
de 0’s (ver Figura 2-3).  Las notaciones que  se emplearán en lo que viene se incluyen en la 
Tabla 4-7. 
 
Las relaciones directas entre estas varianzas, según el teorema de descomposición de la 
varianza respecto a la partición, son 
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Tabla 4-7 Notaciones empleadas 
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1 knK
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s B x x
B = =
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La relación entre  las varianzas globales se obtiene aplicando el mismo teorema de 
descomposición de la varianza 2

As  a la partición del conjunto de adyacencias en W y B. Tal 
y como se procede habitualmente, se tiene, por un lado, una combinación (pooled) o 
promedio de las varianzas internas (within),  
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2 2Total Total
W B

Total Total

W Bs s
A A

 
+ 

 
 

 
y, por otro, una varianza entre las partes (between),   

 

( ) ( )2 2Total Total
W A B A

Total Total

W Bx x x x
A A

 
− + − 

 
. 

 
Es decir, 
 

( ) ( )2 22 2 2Total Total Total Total
A W B W A B A

Total Total Total Total

W B W Bs s s x x x x
A A A A

   
= + + − + −   

   
 

 
Esta fórmula se puede expresar también, evitando el valor medio total, Ax , de la siguiente 
manera 
 

( )22 2 2Total Total Total Total
A W B W B

Total Total Total Total

W B W Bs s s x x
A A A A

 
= + + − 

 
 

 
Otra fórmula interesante, que pone de manifiesto las varianzas  internas a las partes, y 
aplicando la descomposición de la varianza 2

Ws  en función de la partición de objetos, es la 
siguiente 
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4.2.7.3 Indices modificados asociados a una partición 
 
Según la descomposición ij ij ija w b= +  el numerador del índice modificado de Geary puede 
así mismo descomponerse 
 

 ( ) ( ) ( )2 2 2

1 1 1 1 1 1

n n n n n n

ij i j ij i j ij i j
i j i j i j

a x x w x x b x x
= = = = = =

− = − + −∑∑ ∑∑ ∑∑  

 
Para establecer las relaciones entre el índice modificado de Geary global y los respectivos 
índices de las partes, y luego analizar las diversas situaciones, es necesario reescribir las 
fórmulas anteriores distinguiendo las clases a las que pertenecen los objetos. Para ello, 
atendiendo a la pertenencia de los objetos a las partes ( k k k

ij ij ija w b= + ), se tiene 
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que, teniendo en cuenta que 0k

ijw =  cuando los objetos ωi y ωj  pertenecen a distintas 

partes, y  0k
ijb =  cuando pertenecen a la misma, se convierte en 
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Dadas estas relaciones, el índice modificado de Geary se puede expresar  en función de los 
índices de las partes 
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Cuando la partición definida sobre Ω   tiene la propiedad de que las partes son totalmente 
homogéneas dentro de sí mismas (whitin, k k

k
i W W

x x x= ≡ ,  2 * 0k kW
s C = ), entonces 
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De donde se ve que *C  es inferior a *

BC . 
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Si, además, las partes son muy heterogéneas entre sí (between, 2 2

1
( ) /k

kK
Total

W AW
k Total

W x x s
A=

−∑  

alto), *C  es claramente inferior a *
BC , lo cual denota una  alta autocorrelación positiva. 

 

Por ejemplo, en el caso de una imagen real de alta resolución las vecindades de los píxeles, 
por lo general, son muy homogéneas lo cual implica que *C se acerque a 0. La 
segmentación de dicha imagen en sus clases naturales agrupa los píxeles homogéneos en 
clases y *

BC  no tendría por qué ser bajo. 
 
  
Sin tomar en cuenta los tamaños de las partes, el índice *

BC  es el que realmente caracteriza 
la autocorrelación de la partición definida. En efecto, atendiendo a la pertenencia de los 
objetos a las partes, si las partes fueran totalmente homogéneas ( k k

k
i W W

x x x= ≡ )  *
BC  se 

podría expresar de la siguiente manera 
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1 ' 1

2
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1
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k k
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k kTotal
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donde 

 
'
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1 1
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b bij
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y al ser 2 0kB

s =   y k k
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1 1 1=   ( )k k k

K K K
k k k

B Total Total B Total BB B W
k k kTotal Total Total

s B s B x x B x x
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Es decir, *

BC  sería el índice de un grafo con menos nodos (más sencillo, reducido) en el que 
los nodos originales de una misma parte se fundirían en un único nodo, y las adyacencias 
entre los nuevos nodos serían la suma de las adyacencias iniciales entre los objetos que 
pertenecen a una y otra parte. 
 
En la Figura 4-16 se muestra la partición de un retículo en 4 partes totalmente homogéneas, 
y su correspondiente grafo reducido en el caso de 4-vecindades. 
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Figura 4-16 Ejemplo de grafo reducido de una imagen 

 
 
 
Por su parte, el  índice modificado de Lebart, 
 

( )2

1*
2

1 n

i i i
iTotal

A

A x y
AL

s
=

−
=

∑
, 

 
presenta dificultades a la hora de relacionar *L  con los *

kL  y *
BL , pues en las vecindades de 

los elementos fronterizos hay que distinguir los objetos interiores a una parte y los 
fronterizos para realizar los cálculos correspondientes.  En general,  el numerador de *L  
puede desglosarse en dos partes 
 

( ) ( ) ( )2 2 2

1 1 1 1 1 1

k k kn n nK K K
k k k k k k k k k
i i i i i i i i i

k i k i k i
A x y W x y B x y

= = = = = =

− = − + −∑∑ ∑∑ ∑∑  

 
Los objetos interiores de las partes no presentan problemas porque es 0k

iB = , pero en los 
fronterizos k

iy , la media de la respectiva vecindad debe descomponerse en dos, la 
correspondiente a su parte y la de la frontera, y luego tratar se separarlos en el desarrollo 
del binomio cuadrado para llegar a los *

kL  y *
BL , lo cual es muy complicado. 

 
En lo adelante la aplicación de los índices de autocorrelación del apartado anterior se limita 
al índice modificado de Geary. No se descarta el uso de los índices locales en otras 
problemáticas. 
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4.2.7.4 Indice modificado de Geary asociado a una partición en un 
espacio estructurado.  

 
A continuación se va a proceder a una disquisición sobre los posibles valores de *C  y de 

*
BC  asociado a determinada partición, en relación a distintas estructuras reflejadas por la 

matriz de adyacencias,  A. 
 
Si la matriz de adyacencias tiene bloques (más de uno), lo que refleja que en la estructura 
espacial de Ω existen varios componentes conexos, el hecho de que determinada partición 
considere en una misma parte a partes de distintas componentes, no tiene mucho interés 
desde el punto de vista operativo. Es más procedente considerar la nueva partición que se 
obtiene de las intersecciones  no vacías por pares de las partes de la partición y las 
componentes conexas. Este procedimiento llevaría a considerar una estructura de 
particiones de componentes conexos. 
 
Las disquisiciones siguientes se hacen distinguiendo primero, por conveniencia, diversos 
casos en que K=1,  es decir, aquellos en los que todos los objetos de Ω  son conexos entre 
sí, y luego diversos casos en los que hay K (K>1) componentes conexos. 
 
 

4.2.7.4.1 Caso a) 
 
Ω es un conjunto sin estructura espacial. La matriz de adyacencias, A, es 1ija =  , 

, 1, ,i j n= …  (incluidos los aii=1): A U= . Se tiene, según el apartado anterior, que  * 1C = . 
 
Si la partición definida sobre Ω  es la menos fina (K=1, parte única, Ω), sus características 
principales son 
 

1 1 1
1

1 1 1

1                                   

                             1                0

                                                     0

ij ij ij ij ij ij

ij ij ij ij ij

i i i

K n n a a w w b b
a w b w b

A n W n B

= = = = =

= + = =

= = =
1 2 1 2 1                                           0Total Total TotalA n W n B= = =

 

 
Por tanto, * *

1 1C C= ≡  y *
BC  no tiene sentido. 

 
Si se define, en cambio, la partición menos fina (cada objeto ωi constituye una parte, { }iω , 
de Ω), se tiene que 
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Se tiene además, que respecto al interior de las partes (within) 
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y  respecto a las fronteras entre las partes (between) 
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que se corroboran en las fórmulas de descomposición de las varianzas 
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Por tanto, 
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Así el valor del índice modificado de Geary asociado a la partición es 
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que corrobora la igualdad 
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en el que 2 * 0k kW

s C = . En efecto, 
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El valor del índice *

BC  asociado a la partición coincide con el valor de *C  en el caso de que 
la matriz de adyacencias, A, representa el grafo completo de Ω ( 1ija =  si i j≠  y 0iia = )  
que es la estructura espacial habitual del análisis de datos en la que los objetos no están 
relacionados entre sí. 
En el caso de una partición cualquiera K, 1 K n< ≤ , la matriz A se descompone como la 
suma de dos matrices (ver apartado 2.2.1): A W B= + , donde W es una matriz diagonal de 
bloques (ver apartado 4.2.6.4), y representa la relación binaria de copertenencia de objetos. 
Se tiene en este caso que * 1C =  y que * 1kC = , por lo que  
 

2 2
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1 1k
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de donde se obtiene 
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Se observa que en el valor del índice *

BC  toman parte las varianzas internas, fronterizas y 
totales, y se corrobora que ( )* 1BC n n= −  en el caso K n= .  
 
Por otra parte, si las clases fueran totalmente homogéneas ( 2 0kW

s = ), * 2 2
B Total A Total BC A s B s= , 

en el que el numerador es constante. 
 

4.2.7.4.2 Caso b) 
 
Ω  está completamente estructurado. Ω no tiene más adyacencias que las que asocian los 
objetos  consigo mismo 
 

1,   
0,   ij

si i j
a

si i j
=

=  ≠
 

 
La intersección de cualquier partición sobre Ω es la partición más fina de partes singulares, 
que no están conectadas. Se sabe que * 0C = , mientras que *

BC  no tiene sentido. 
 

4.2.7.4.3 Caso c) 
 
La estructura espacial de Ω está representada por un grafo completo cuya matriz de 
adyacencias, A, es tal que ( 1ija =  si i j≠  y 0iia = ). 
 
Se sabe, por el apartado anterior, que * 1C n n= − , por lo que Ω apenas tiene estructura 
espacial (tanto menos en cuanto n se hace más grande). Desde el punto de vista de la 
autocorrelación espacial, los problemas clásicos del análisis de datos tienen esta estructura 
(ver apartado 4.6.2.3). 
 
En el caso de que la partición de Ω  sea la menos fina (K=1), todos los objetos son 
interiores a la parte única, y, por tanto, *

BC  no tiene sentido. Y en el caso de la partición más 
fina (K=n), todos los objetos y todas las relaciones de adyacencia son fronterizos, por lo 
que ( )* 1BC n n= − , es decir, *C  mismo. 
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Esta coincidencia es interesante, pues indica de alguna manera que las relaciones de los 
objetos consigo mismo no aportan ninguna información relevante. En el caso a) * *

BC C< , 
lo que indica que hay más autocorrelación positiva que la que realmente hay. Otra cuestión 
distinta es que la consideración de la relación reflexiva resulte más cómoda para el 
desarrollo de las fórmulas, pues en ese caso la fórmula resulta análoga al caso de 
independencia entre los objetos. 
 

4.3 Conclusiones 
 
En el presente capítulo se ha realizado un estudio basado en las nociones de autocorrelación 
espacial de Moran y Geary. A partir de considerar como unidades estadísticas las relaciones 
espaciales entre los objetos, en lugar de considerar los objetos en sí, se han modificado las 
definiciones de media y varianza. 
 
Esto ha permitido establecer una relación de complementariedad entre los índices 
modificados de Moran y Geary. Se ha propuesto un índice de autocorrelación espacial a 
partir del concepto de variabilidad local de Lebart. 
 
Por otro parte, las fórmulas de descomposición de la varianza han posibilitado la definición 
de nuevos índices de autocorrelación espacial cuyas propiedades han sido analizadas, así 
como sus relaciones con los mencionados anteriormente. 
 
La metodología LISA (Local Indicators of Spatial Spatial Association) ha permitido asociar 
índices locales a cada uno de los índices globales de autocorrelación espacial. Ellos 
posibilitan profundizar en el conocimiento de la estructura espacial de los datos. 
 
La aplicación del índice de Geary al estudio de las particiones de un conjunto de objetos 
con relaciones espaciales ha determinado la definición de un índice de autocorrelación 
espacial asociado a particiones, *

BC , que toma en cuenta únicamente las fronteras entre las 
clases de una partición. En posteriores capítulos este índice denominadoa simplemente BC . 
 
Se han analizado casos particulares de estructura espacial y el comportamiento en estos 
casos de los índices mencionados. 
 
El caso habitual de datos no estructurados ha resultado ser un caso particular en este 
contexto. 
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5 Clustering con restricciones 
 

5.1 Introducción 
 
Los algoritmos de clustering que han sido analizados anteriormente tratan los objetos de 
manera independiente ignorando cualquier tipo de relación que pudiera existir entre ellos. 
El criterio principal que se plantea es el de la compacidad de los clusters. Sin embargo, en 
el caso de la segmentación de imágenes por lo general los píxeles vecinos poseen 
características similares y es de esperar, por tanto, que se encuentren en el mismo cluster. 
Esta idea está en correspondencia con la primera ley de la geografía de Tobler que plantea 
que todo está relacionado, pero las cosas cercanas están más relacionadas que las cosas 
lejanas [140]. En el caso de las imágenes médicas esto se traduce en el hecho de que 
generalmente un píxel dado pertenece a la misma clase de tejido que sus vecinos; o lo que 
es lo mismo, es muy poco probable que una estructura anatómica consista en un único píxel 
de la imagen. La información espacial asociada a los píxeles vecinos puede ser muy útil 
para la segmentación. 
 
Los algoritmos de clustering con restricciones imponen ciertas condiciones adicionales al 
conjunto de posibles soluciones. Dentro de los tipos de restricciones más comunes se 
encuentra la contigüidad, la cual requiere que los miembros de un cluster sean no sólo 
semejantes entre sí, sino que haya conexión desde el punto de vista espacial entre sus 
miembros.  
 
En este capítulo se examinan las principales alternativas para la incorporación de la 
información espacial en los algoritmos de clustering. Una vez introducida la notación 
necesaria se presenta una nueva definición de desemejanza entre clusters que toma en 
cuenta la estructura de los datos. 
 
Se presenta además un estudio del algoritmo de agrupamiento jerárquico aglomerativo con 
restricciones de contigüidad utilizando la nueva desemejanza desde el punto de vista de la 
ocurrencia de inversiones. Se incluyen varias estrategias de implementación unido a un 
análisis de la complejidad computacional. 
 

5.2 El agrupamiento con restricciones 
 
Entre los tipos más comunes de restricciones están aquellas relacionadas con la 
cardinalidad y la composición de los clusters, con la topología de la jerarquía en el caso del 
agrupamiento jerárquico, y con la contigüidad o conectividad de los objetos que forman un 
cluster [141, 142]. 
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Este tipo de problemas es relativamente antiguo, particularmente el conocido como 
problema de la regionalización, es decir, la formación de clusters de zonas geográficas 
semejantes según ciertas características, socioeconómicas o de otro tipo, pero con la 
condición de que sean además geográficamente conexas o contiguas [143-146]. 
 
Un enfoque para resolver este problema consiste en realizar el agrupamiento tomando como 
base únicamente las características o rasgos de los objetos sin tener en cuenta la 
información espacial y confrontar esta información al final del proceso. La otra posibilidad 
es utilizar la información espacial durante el proceso mismo de agrupamiento. 
 
Estas ideas son utilizadas en el método CONAN (CONtextual ANalysis) desarrollado como 
parte de un estudio para clasificar patrones de uso de suelos a partir de imágenes satelitales 
[147]. Este método presupone un proceso de clasificación en dos etapas. En la primera 
etapa los datos de las imágenes se clasifican en base a la información espectral y se 
obtienen los componentes de la imagen (por ejemplo, césped, pavimento, techo). Ahora 
bien, si el objetivo es identificar zonas comerciales y residenciales esto no bastaría.  
Precisamente este es el argumento para la utilización de la información espacial en este 
caso.  Como en el caso de las zonas comerciales la distribución de los componentes tiene 
sus características  propias (grandes edificios y zonas de parqueo, es decir, la mayoría de la 
zona sería pavimento y techo, y poco césped o área verde), a diferencia de las zonas 
residenciales, con una mayor presencia de áreas verdes, esto conduce a analizar la vecindad 
de cada punto y clasificarlo según el primer criterio para ver las proporciones de los otros 
componentes en sus alrededores. Esta es en esencia la segunda etapa donde se utiliza una 
medida contextual para cada píxel obtenida a partir de la mezcla de componentes que se 
encuentran en la vecindad la cual se define mediante una ventana alrededor de cada píxel.  
Precisamente, el tamaño de la ventana constituye un parámetro de este método el cual 
puede influir de manera significativa en los resultados que se obtienen. 
 
Una vía más directa de utilizar la información espacial consiste en considerar las 
coordenadas espaciales como variables activas en el proceso de agrupamiento [148, 149].  
 
En la Figura 5-1 se muestra un ejemplo de esta situación. Los valores mostrados se 
obtuvieron de la siguiente manera: los primeros 60 valores fueron derivados de una 
distribución normal con media igual a 15 y una varianza de 100, mientras los otros 40 
puntos se generaron a partir de una distribución normal con media igual a 25 y varianza 
igual 4.  En la Figura 5-1 (a) se han representado los datos utilizando el valor generado 
como abscisa y el número de orden como ordenada.  La línea azul indica la división real de 
los puntos, es decir, por debajo de ella están los 60 primeros y por encima los otros 40 
puntos. La proyección de los datos en el eje x evidencia un alto grado de solapamiento. 
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Figura 5-1 Ejemplo de inclusión de la información espacial. Los datos ordenados (a), 

partición sin considerar el orden (b), partición usando el número de orden (c). 
 
En la Figura 5-1 (b) se muestra el resultado de utilizar un agrupamiento con el algoritmo k-
means utilizando solamente el valor generado asociado a cada punto.  Como se puede 
apreciar el cluster de la derecha (rectángulos verdes) contiene aquellos valores que se 
agrupan aproximadamente alrededor del valor 25 (la media de los valores generados). En la 
Figura 5-1 (c) se aprecia el resultado cuando se incluye el número de orden de generación 
como variable activa.  El sentido sería expresar el hecho de que los valores cercanos en el 
orden de generación deben estar en el mismo cluster.  Los resultados en este caso se 
corresponden más con el esquema de generación utilizado. Se debe destacar que este 
ejemplo de serie temporal, así como el uso de la información espacial (coordenadas 
espaciales) son casos particulares de información con restricciones de conectividad. 
 
La inclusión de las coordenadas espaciales unidas a la información sobre el resto de las 
características o rasgos de los objetos plantea la problemática de la influencia de unas y 
otras sobre todo al utilizar alguna función de desemejanza. Una forma de controlar esta 
influencia consiste en la asignación de pesos a cada componente [150]. Si la ponderación 
del componente asociado a la cercanía espacial es alta entonces los clusters resultantes 
estarán formados por objetos cercanos espacialmente entre sí. La principal objeción a estos 
métodos consiste en la especificación subjetiva de los factores de ponderación. 
 
Otra idea de utilización de la información espacial está asociada al hecho de incluir en la 
representación de los datos el contexto en que se encuentra cada objeto.  Usualmente el 
contexto se define tomando como base cierta relación de vecindad. En el caso de la 
segmentación de imágenes cada píxel se encuentra en una posición del retículo regular 
mediante el cual se puede describir la imagen [151].  
 
Las relaciones de vecindad se pueden entonces establecer de manera más sencilla, por 
ejemplo, utilizando la 4-vecindad o la 8-vecindad. En ocasiones la noción de vecindad o 
contigüidad se define de manera más general que la simple adyacencia, por ejemplo, 
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considerando como contiguos aquellos objetos que no se encuentran más lejos que un 
umbral definido a priori [152]. 
 
Una modificación dentro del agrupamiento jerárquico aglomerativo del enlace simple con 
la introducción de restricciones de contigüidad lo propone Monestiez: dos objetos se unen 
si son contiguos de manera que los clusters que se forman son conexos [146]. 
 
Un estudio de los métodos clásicos de agrupamiento jerárquico bajo restricciones de 
contigüidad se presenta en [153]. Dos clusters se consideran conexos si existe al menos un 
par de objetos, uno de cada cluster, que sean conexos desde el punto de vista de la relación 
inicial de adyacencia. Se estudian dos maneras de propagar las restricciones a nivel de 
clusters y se analizan los casos de los métodos de enlace simple y de enlace completo bajo 
dos tipos de restricciones de contigüidad. Al analizar el método de enlace simple se asume 
un tipo de restricción fuerte: se exige que los clusters sean conexos y que el valor de 
desemejanza mínima entre ellos se alcance para un par de objetos conexos. Bajo estas 
condiciones el método de enlace simple es libre de inversiones, es decir, la sucesión de 
valores de desemejanza entre los clusters mezclados es monótona creciente. Esta es 
precisamente una de las variantes que plantea Monestiez en [146]. 
 
Al suavizar la restricción, es decir, al exigir únicamente que los clusters sean conexos se 
demuestra que, de los métodos clásicos, solamente el método de enlace completo es el 
único que es libre de inversiones. Este método ha sido aplicado recientemente al análisis de 
guiones cinematográficos y televisivos [154]. 
 
Además de los métodos clásicos, otros enfoques han sido ensayados para el agrupamiento 
bajo restricciones de contigüidad. En [155] se analiza el criterio de la separación (split). La 
separación del borde (border split) de un cluster se define como la menor desemejanza de 
un miembro del cluster y de otro elemento cualquiera externo perteneciente a una región 
contigua. Por su parte la separación global de los bordes de una partición se define como la 
menor de todas las separaciones de sus clusters.  
 
Si no se impone la restricción de contigüidad, entonces el criterio se conoce simplemente 
como separación (de un cluster o de una partición). Según este punto de vista, el método de 
enlace simple (sin restricciones) maximiza la separación de todas las particiones a las que 
conduce. Por su parte, el algoritmo de Monestiez con restricciones contigüidad [146], 
mencionado anteriormente, maximiza la separación de todas las particiones que se van 
obteniendo en la jerarquía. 
  
La utilización del criterio de separación de los bordes puede resultar de interés en diversas 
aplicaciones tales como la detección de bordes en imágenes, o la definición de contornos en 
aplicaciones de cartografía.  
 
En general se debe tener en cuenta la diferencia entre el criterio de la separación y el de la 
separación del borde. En el primer caso no se impone la restricción de contigüidad, 
mientras en el segundo, sí. Esta diferencia pudiera conducir a una situación en la que dos 
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clusters posean miembros muy diferentes a través de sus fronteras y, sin embargo, los 
miembros dentro de cada uno de ellos sean similares.  
 
En [155] se analiza un híbrido, es decir, se toma como base el criterio de la máxima 
separación, pero se analizan solamente aquellas particiones cuyos miembros se 
corresponden con componentes conexos del grafo de contigüidad inicial. Eso significa que 
cada cluster debe ser conexo según la relación de contigüidad impuesta a los datos. Sin 
embargo, a la hora de analizar la separación de un cluster (y de la partición) no se tiene en 
cuenta la restricción de contigüidad.  
 
Más adelante en este trabajo se analiza esta problemática, partiendo de una definición 
diferente de la separación del borde. 
 
Otra manera intuitiva de incluir el contexto consiste en expandir la representación de los 
datos de cada objeto con la información de sus vecinos. Este enfoque, aunque es bastante 
general, presenta algunos inconvenientes como es, por ejemplo, el alto costo de memoria y, 
asociado a esto, la necesidad de limitar el tamaño de la vecindad de cada objeto.  
 
También se ha ensayado otra posibilidad de incluir la información de vecindad. En este 
sentido, en [156] se introduce una modificación de la función objetivo que se define 
mediante una combinación lineal de la compacidad (asociada a la varianza) y la 
contigüidad de los clusters. La contigüidad de un píxel se define allí como la fracción de 
sus vecinos que se encuentran en la misma clase. El peso de cada componente se define a 
través de un parámetro. De manera similar se procede en [157] donde se introduce un 
método que incorpora restricciones de contigüidad. Este enfoque penaliza cada posible 
solución en dependencia de su contigüidad. Aquí también se utiliza un parámetro que 
controla la importancia de cada componente de la función objetivo. 
 
La definición de relaciones de vecindad es equivalente a la construcción de un grafo, donde 
cada objeto representa un vértice o nodo y la relación de vecindad se expresa mediante una 
arista entre los objetos relacionados [158]. El agrupamiento con restricciones espaciales se 
reduce en este caso a: (1) la construcción del grafo de vecindades, y (2) la ejecución de un 
algoritmo que respete las restricciones impuestas [157].  
 
La construcción del grafo de vecindades no es una cuestión tan trivial. Por ejemplo, en el 
caso de las imágenes cabría hacer la pregunta sobre si debe considerar que cada píxel posee 
4 vecinos, 8 vecinos, u otra cantidad. En el caso de patrones de puntos en el plano es 
posible utilizar algunas estructuras disponibles dentro del campo de la geometría 
computacional. Así por el ejemplo, el diagrama de Voronoi asocia a cada punto aquella 
región que se encuentra más cercana a él que a cualquier otro punto; su dual, la 
triangulación de Delaunay une con un arco aquellos puntos cuyas regiones poseen una 
frontera común [159, 160]. Por su parte según grafo de Gabriel se unen con un arco dos 
puntos sí y sólo sí el resto de los puntos se encuentran fuera del círculo cuyo diámetro 
coincide con la longitud de dicho arco [161]. El grafo de vecindades relativas se construye 
especificando un arco entre dos puntos sí y sólo sí la distancias entre ellos no es mayor que 
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la distancia de cualquiera de ellos a cualquier otro punto [162]. Por último, es posible 
utilizar los árboles de expansión mínima que representan un árbol de expansión en el cual 
la suma de las longitudes o pesos de los arcos es mínima. Estas estructuras brindan una 
amplia gama de posibilidades para la construcción grafos de contigüidad [141]. 
 
Desde el punto de vista formal las restricciones pueden definirse de diversas maneras, tales 
como, relaciones simétricas y no simétricas [158, 163]. Estas restricciones pueden ser 
impuestas entre objetos o instancias debido, por ejemplo, a la disponibilidad de algún 
conocimiento previo mediante el cual se conoce de antemano la clase a la que pertenecen 
algunos objetos [164, 165]. La contigüidad geográfica es un ejemplo de relación simétrica. 
También son posibles restricciones a nivel de las clases. 
 
Entre los tipos de restricciones más comúnmente utilizados se encuentran las denominadas 
restricciones must-link, las cuales involucran un par de objetos y exigen que en un 
agrupamiento factible ambos objetos deban estar en el mismo cluster. De manera similar se 
utilizan las restricciones cannot-link con el sentido opuesto, es decir, el par de objetos 
involucrados no deben estar en el mismo cluster. También es posible exigir restricciones a 
nivel de clusters. Por ejemplo, la restricción de mínima separación exige que la distancia 
entre dos objetos cualquiera que se encuentren en clusters distintos sea como mínimo igual 
a un valor dado lo cual influye en la variación inter-cluster. Por otra parte, la restricción de 
compacidad plantea que, para un cluster cualquiera que contenga más de dos elementos, se 
debe cumplir que cualquier objeto perteneciente a dicho cluster debe tener otro objeto del 
mismo cluster a una distancia que no supere el valor dado que condiciona, por su parte, la 
variación intra-cluster [165]. 
 
La utilización de este tipo de restricciones brinda la posibilidad de incluir conocimiento 
adicional del dominio. Por ejemplo, en el caso de la segmentación de imágenes médicas el 
conocimiento acerca de la presencia de determinados tipos de tejidos puede ser incluido y 
tenido en cuenta por los algoritmos que se utilicen. 
 
La introducción de restricciones cuenta entre sus beneficios con la posibilidad de encontrar 
soluciones con ciertas propiedades deseadas que las funciones de desemejanzas no pueden 
encontrar por sí solas, y en ocasiones es posible mejorar los tiempos de ejecución de los 
algoritmos. Sin embargo, estos beneficios vienen con un costo adicional y es la posibilidad 
de no encontrar soluciones factibles que cumplan con todas las restricciones [165]. Por 
ejemplo, supongamos que se tienen 3 objetos a, b y c, se desean formar dos clusters, y se 
tienen las siguientes restricciones: cannot-link(a, b), cannot-link(b, c) y cannot-link(a, c) 
(ver Figura 5-2).  
 
Evidentemente no existe un agrupamiento factible de dos clusters que respete todas las 
restricciones. Lo mismo ocurriría si estas restricciones fueran de tipo must-link, sólo que en 
este caso se podría formar un cluster, aunque estaríamos en presencia de un callejón sin 
salida (dead-end) o de un agrupamiento irreducible [166]. 
 



  
 

 

145 

a

b

c

 
Figura 5-2 Ejemplo con restricciones cannot-link 

 
El clustering con restricciones a pares, o con la inclusión de conocimiento del dominio en 
forma de relaciones entre objetos o instancias se denomina también agrupamiento 
semisupervisado y es un tema actual de investigación [164, 167, 168]. 
 
Para más obtener más detalles sobre los métodos de agrupamiento con la utilización de 
restricciones se recomienda consultar los artículos [141, 152, 158, 169-171]. 
 
Las interacciones espaciales pueden ser interpretadas a luz del concepto de autocorrelación, 
entendida ésta como la correlación entre los valores de la misma variable. La 
autocorrelación es una característica común a muchos conjuntos de datos. Por ejemplo, los 
valores de intensidad de los píxeles de una imagen digital están relacionados, en general, en 
función de su proximidad en la imagen misma. 
 
En el capítulo anterior del presente trabajo se presenta un análisis de las interacciones 
espaciales desde el punto de vista de la autocorrelación espacial. Allí se introducen 
modificaciones de índices clásicos de autocorrelación espacial con el fin de equipararlos. 
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También se presentan sus propiedades fundamentales, se proponen otros índices, y se 
analizan algunos casos particulares de datos estructurados espacialmente. 
 

5.3 Planteamiento del problema 
 
Los algoritmos de agrupamiento con restricciones que se han comentado antes poseen una 
gran variedad de enfoques. En lo que sigue el análisis se centra en los casos en que se 
consideran restricciones de contigüidad sobre los datos y se propone un método que integra 
y preserva la estructura del conjunto de datos. 
 
Consideremos un conjunto de objetos { }1 2, , , nω ω ωΩ =   a los cuales se les asocian ciertas 
magnitudes ,  1, ,ix i n=  . Un objeto será identificado de manera indistinta como iω , o 
simplemente mediante el subíndice i . 
 
Sea A = [aij] una matriz simétrica de contigüidad, donde aij = 1 si y sólo si los objetos i y j 
son contiguos o adyacentes, y aij = 0 en caso contrario. Se considera que , 0iii a∀ = .  Esta 
matriz puede ser vista como la matriz de adyacencias de un grafo no dirigido de 
contigüidad ,G E= Ω  en el cual cada vértice representa un objeto, y una arista entre dos 
vértices indica que estos son contiguos. Luego, el conjunto de vértices coincide con el 
conjunto Ω . Por su parte el conjunto de aristas E  está compuesto por los pares { },i jω ω  
tales que aij = 1.  
 
A continuación se incluyen algunos conceptos sobre grafos no dirigidos que serán 
utilizados más adelante. 
 
Si S ⊆ Ω , denotaremos mediante ( )G S  el subgrafo de G inducido por S, es decir, el grafo 

cuyo conjunto de vértices es S, y cuyo conjunto de aristas es { }{ }, ,i j i jE Sω ω ω ω∈ ∈ . 

 
Un camino en G es una secuencia de vértices { }1 2

, , ,
pi i iω ω ω  tales que { }1

,
l li i Eω ω

+
∈  para 

1, 2, , 1l p= − , donde 
1i

ω  es el vértice inicial, y 
pi

ω  es el vértice final, del camino que los 

une. Si 
1 pi iω ω= el camino se convierte en un ciclo. Un camino se considera elemental o 

simple si todos sus vértices son distintos. 
 
Un grafo G es completo si todos los pares de vértices son adyacentes. 
 
Un grafo G es conexo si existe un camino entre cualquier par de vértices.  
 
En lo que sigue se considera que el grafo de contigüidad G  es conexo. 
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Un componente conexo G’ { },G V E′ ′ ′= de G es un subgrafo maximal conexo. Sea  el 
subgrafo asociado al componente conexo. El hecho de que G′  sea un subgrafo maximal 
conexo significa que no existe otro subgrafo ( ),G V E′′ ′′ ′′=  de G, que también sea conexo, y 
para el que se cumpla que V V′ ′′⊂ ó E E′ ′′⊂ . 
 
En el caso de las imágenes digitales una relación de contigüidad o adyacencia razonable 
puede ser especificada mediante los vecinos más próximos en el plano de la imagen, por 
ejemplo, los 4 u 8 píxeles vecinos más próximos. Generalizando esta idea también es 
posible definir como vecinos aquellos píxeles que se encuentren a una distancia 
(euclidiana), según el arreglo de los píxeles en la imagen, no mayor de un valor r dado 
respecto al píxel que se analiza. Así la 4 – vecindad se correspondería con r = 1; la 8 – 
vecindad con r = √2 y así sucesivamente para r ≥ 2. 
 
En cualquier caso la contigüidad se interpreta aquí como adyacencia espacial según la 
relación que se utilice y es una manera de representar la estructura de los datos. 
 
Supongamos que se han clasificado los datos del conjunto Ω  en K grupos, clusters, o clases 
disjuntas, es decir, se ha obtenido una partición P = {P1, P2, …, PK}. Una clase Pk puede ser 
singular, es decir, estar formada por un único objeto. 
 
Se dice que la partición P es conexa si cada uno de sus grupos o clases es conexo, es decir, 
si el subgrafo inducido ( )kG P  es conexo, kP P∀ ∈ .  
 
Denotemos mediante ( )Φ Ω  el conjunto de particiones conexas de Ω  según el grafo de 
contigüidad G. El conjunto particiones conexas de Ω  de cardinalidad K se denotará por 

( )KΦ Ω  (ver apartado 4.2.7.4). 
 
Siguiendo la idea de [172] se puede considerar que, en el agrupamiento con restricciones, 
las particiones analizadas deben pertenecer a un conjunto de soluciones factibles, ( )Φ Ω  en 

nuestro caso. El conjunto ( )Φ Ω  representa el conjunto de aquellas particiones que 
satisfacen los requerimientos impuestos de antemano.  
 
Si los requerimientos están asociados a la información de los vecinos se estaría en presencia 
de lo que se conoce como agrupamiento con restricciones de contigüidad (contigüity-
constrained clustering) [141, 153, 169], o también como agrupamiento condicional 
(condicional clustering) [173].  
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En nuestro caso se exige que para una partición ( )P ∈Φ Ω , el grafo inducido por cada uno 

de sus miembros, ( )kG P , sea un subgrafo conexo del grafo de contigüidad G asociado a la 
matriz A.  
 
Esta condición se puede satisfacer en los algoritmos jerárquicos aglomerativos al restringir 
cuáles clusters se pueden mezclar, tal y como se comenta por ejemplo en [153], y es el 
enfoque que se asume en el presente trabajo. También es posible garantizar el 
cumplimiento de esta condición utilizando un algoritmo iterativo de relocalización tal y 
como el que se describe en [172]. 
  
El agrupamiento con restricciones de contigüidad requiere que el grafo de contigüidad G 
asociado a la matriz A sea conexo. Si el grafo de contigüidad no fuera conexo, la cantidad 
de componentes conexos definiría la cardinalidad mínima de cualquier partición válida.  
 
En ocasiones es posible tratar los casos de grafos no conexos. Por ejemplo, si la 
contigüidad se define como en [152] en función de un umbral máximo, a partir del cual los 
objetos dejan se considerarse contiguos, es posible entonces aumentar este umbral hasta 
lograr un grafo conexo. 
 
El otro supuesto que se maneja consiste en exigir que los clusters sean conexos, es decir, 
que no estén compuestos de dos o más regiones no contiguas. Este es un supuesto razonable 
al segmentar los objetos presentes en una imagen. Sin embargo, en dependencia del 
objetivo de la aplicación, este supuesto puede conducir a situaciones en las que un mismo 
tipo de tejido o de mineral sea contabilizado en clusters diferentes. Esto situación exigiría 
una etapa de post-procesamiento para poder identificar de manera adecuada estos casos. 
 
A continuación se presentan varias definiciones que serán utilizadas a lo largo del trabajo. 
 

5.4 Notación y definiciones 
 
Como se mencionó antes la matriz simétrica A = [aij] define una relación de contigüidad 
entre los objetos del conjunto { }1 2, , , nω ω ωΩ =  .  
 
Adicionalmente se considera que el grafo de contigüidad G asociado a esta matriz en 
contiguo. Además, una partición P = {P1, P2, …, PK} del conjunto Ω  se considera válida si se 
cumple que ella representa un subgrafo válido de G, y además cada uno de sus 
componentes es conexo en el sentido de la relación de contigüidad definida entre los 
objetos. 
 
El objetivo principal es construir una jerarquía de particiones mediante aglomeraciones 
sucesivas con la restricción de que solamente puedan ser mezclados clusters contiguos o 
adyacentes. 
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La relación de contigüidad entre objetos se propaga a los miembros de una partición de la 
siguiente manera. 
 
Definición 1: Si ,  k lP P P∈ , entonces los grupos o clases kP  y lP  son contiguos o 
adyacentes sí y sólo sí existe ( ), k li j P P∈ ×  tales que 1ija = . 
 
La definición anterior significa que dos grupos o clases kP  y lP  de P son contiguos o 
adyacentes si al menos un miembro de kP  es contiguo o adyacente al menos a un miembro 
de lP , según la relación de contigüidad definida por A. 
 
Con vistas a caracterizar la contigüidad entre dos clusters se define el grado de contigüidad 
entre clusters, así como sus propiedades. 
 
Definición 2: El grado de contigüidad o adyacencia relativa entre dos grupos o clases 

,  k lP P P∈  es la cantidad de pares que se pueden formar entre objetos adyacentes ki P∈  y 

lj P∈ , y se denotará por kln . 
 

( ){ }, 1,kl k l ijn i j P P a k l= ∈ × = ≠  

 
Se debe notar que kl lkn n= . De manera alternativa se puede escribir que 
 

k
l

kl ij
i P
j P
k l

n a
∈
∈
≠

= ∑  

 
Propiedad 1: El grado de contigüidad relativa entre grupos o clases cumple las siguientes 
propiedades. 
 

(a) 0     kl k ln P y P son adyacentes≠ ↔  
(b) 0      kl k ln P y P no son adyacentes= ↔  

 
Siguiendo la definición se puede plantear que kkn  representa el grado de contigüidad 
interno del cluster kP . 
 
Supongamos que entre los objetos del conjunto Ω  está definida una función de 
desemejanza ( ),i jd ω ω , la cual toma en cuenta las mediciones asociadas a cada objeto. En 
el apéndice A se asume que la desemejanza entre los objetos está dada por distancia 
euclidiana cuadrática. 
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De manera análoga a lo planteado en el apartado 2.2.1 del capítulo 2, la descomposición de 
la matriz de conexiones conduce a una descomposición de la suma de las desemejanzas 
entre los objetos relacionados para una partición dada. 
 
Es decir, para una partición P = {P1, P2, …, PK} se tiene que 
 

( ) ( ) ( )
, 1 , 1 1

, , ,
i j i j k i k j l

K K K

ij i j ij i j ij i j
k P k l P P

l k

a d a d a d
ω ω ω ω ω ω

ω ω ω ω ω ω
∈Ω = ∈ = = ∈ ∈

≠

= +∑ ∑ ∑ ∑∑ ∑ ∑  

 
Esta descomposición incluye un componente de homogeneidad asociado a las 
desemejanzas internas (entre objetos relacionados de cada clase) y un componente de 
heterogeneidad asociado a las desemejanzas cruzadas (entre objetos relacionados de 
diferentes clases).  
 
El componente asociado a la heterogeneidad puede ser considerado también como una 
medida de la separación entre clases. Esta separación toma en cuenta la estructura de los 
datos que se especifica a través de la matriz de contigüidad. 
 
Si se toma como criterio para la formación de una partición de tamaño K dado la máxima 
separación entre clases, obviamente se estaría buscando también una partición de máxima 
homogeneidad. Es decir, maximizar el componente de desemejanzas entre clases es 
equivalente a minimizar el componente de desemejanzas internas. 
 
Si se escoge como criterio de calidad de una partición el componente de homogeneidad se 
puede plantear que el objetivo sería encontrar una partición factible de cardinalidad K, 

( )*
KP ∈Φ Ω , tal que 

 

( ) ( )
1

K

k
k

J P J P
=

′= ∑  

 
donde 
 

( ) ( )
,

,
i j k

k ij i j
P

J P a d
ω ω

ω ω
∈

′ = ∑  

 
Debido a su complejidad computacional, para resolver este tipo de problemas se recurre a 
métodos aproximados tales como métodos de optimización local y métodos aglomerativos 
(divisivos y aglomerativos) [174], tales como los que se tratan en el capítulo 2. 
 
Si analizamos el caso de dos clases adyacentes kP  y lP , tales que k lP P = ∅  podemos 
reescribir la descomposición anterior de la siguiente manera: 
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( ) ( ) ( ) ( )

, , ,
, , , ,

i j k l i j k i j l i k j l

ij i j ij i j ij i j ij i j
P P P P P P

a d a d a d a d
ω ω ω ω ω ω ω ω

ω ω ω ω ω ω ω ω
∈ ∈ ∈ ∈ ∈

= + +∑ ∑ ∑ ∑ ∑


 

 
O de forma equivalente 
 

( ) ( ) ( ) ( ),
i k j l

k l k l ij i j
P P

J P P J P J P a d
ω ω

ω ω
∈ ∈

= + + ∑ ∑  

 
Esta última igualdad sugiere el siguiente esquema de aproximación. Supongamos que a 
partir de una partición P dada se obtiene otra partición P′  mediante la fusión de los clusters 

kP  y lP , es decir, 
 

{ }( ) { }\ ,k l k lP P P P P P′ =    
 
Entonces se puede plantear que 
 

( ) ( ) ( ) ( ) ( )k l k lJ P J P J P J P J P P′ = − − +   
 

Sustituyendo ( )k lJ P P  según la expresión derivada antes se obtiene 
 

( ) ( ) ( ),
i k j l

ij i j
P P

J P J P a d
ω ω

ω ω
∈ ∈

′ = + ∑ ∑  

 
Es decir, 

 
( ) ( ) ( ),

i k j l

ij i j
P P

J P J P a d
ω ω

ω ω
∈ ∈

′ − = ∑ ∑  

 
Se puede entonces plantear la siguiente heurística: si se comienza con la partición más fina 

{ }{ }0 / , 1, ,i iP i nω ω= ∈Ω =   y en cada paso se mezclan aquellos clusters (contiguos) con 
menor separación en el sentido de la heterogeneidad se van obteniendo los menores 
incrementos de la función de costo y probablemente se obtengan solución (casi) óptimas. 
Esto coincide, en esencia, con el algoritmo clásico de agrupamiento jerárquico 
aglomerativo. 
 
En el presente trabajo la separación entre clusters se define de manera un tanto diferente. 
 
Definición 3: La desemejanza entre dos grupos ,  k lP P P∈  que se utilizará se basa en el 
concepto de heterogeneidad y se define de la siguiente manera: 
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( ) ( )1, ,
i k
j l

AH k l ij i j
Pkl
P

d P P a d
n ω

ω

ω ω
∈
∈

= ∑  (1) 

 
El factor 1 kln se incluye para evitar que se favorezca a aquellos pares de clusters que 
posean menor cantidad de enlaces. Por ejemplo, supongamos que entre los clusters 1P  y 2P  
existe un único enlace con valor de desemejanza igual a 10, y entre los clusters 3P  y 4P  
existen 5 enlaces cada uno con una desemejanza asociada de valor 4. En caso de no 
promediarse la desemejanza entre ellos sería igual a 20 y se favorecería la unión de 1P  y 2P  
(menor desemejanza). Sin embargo, según la definición la nueva desemejanza es igual a 4 y 
en este caso la selección del par de clusters a fusionar recaería sobre 3P  y 4P . 
 
Se debe notar que la desemejanza entre dos grupos ,  k lP P P∈  está definida siempre y 
cuando 0kln ≠ , es decir, cuando los grupos son contiguos. 
  
No es difícil comprobar que en el caso límite en que todos los objetos se consideren 
adyacentes entre sí, la expresión (1) coincide con la que se utiliza en el método de enlace 
promedio.  
 
Analicemos el caso en que se unen dos grupos contiguos ,  k lP P P∈  para formar uno nuevo, 

k lP P . 
 
Propiedad 2: El grado de contigüidad o adyacencia relativa entre k lP P P∈  y otro grupo 
cualquiera mP P∈ , denotado mediante ,k l mn



, se calcula de la siguiente manera 
 

,k l m km lmn n n= +


 (2) 
 
En efecto, existen cuatro posibles casos: 
 

1. El grupo mP  no es adyacente ni a kP  ni a lP . En este caso k lP P  tampoco es 
adyacente a mP  (cf. Def. 1), luego, 0kmn = , 0lmn = , y , 0k l mn =



 (cf. Prop. 1). 
2. El grupo mP  es adyacente a kP  pero no a lP . En este caso 0lmn = , y ,k l m kln n=



. 
3. El grupo mP  es adyacente a lP  pero no a kP . Este caso es equivalente al caso (2). 
4. El grupo mP  es adyacente tanto a kP  como a lP . Si se considera que k lP P = ∅ , 

por ser miembros de la partición P , entonces no existen enlaces repetidos, y por 
tanto ,k l m km lmn n n= +



. 
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Respecto a la desemejanza entre la clase que se forma por la unión de ,  k lP P P∈ ,  es decir 

k lP P , y otro grupo adyacente cualquiera mP P∈ , se tiene que (cf. Def. 3) 
 

( ) ( )
,

1, ,
i k l
j m

AH k l m ij i j
P Pk l m
P

d P P P a d
n ω

ω

ω ω
∈
∈

= ∑




  

 
Es válida la siguiente propiedad. 
 
Propiedad 3: Se cumple que 
 

( ) ( ) ( ), , ,km lm
AH k l m AH k m AH l m

km lm km lm

n nd P P P d P P d P P
n n n n

= +
+ +

  (3) 

 
Efectivamente, según la Prop. 2 del grado de contigüidad relativa se tiene que 
 

( ) ( )1, ,
i k l
j m

AH k l m ij i j
P Pkm lm
P

d P P P a d
n n ω

ω

ω ω
∈
∈

=
+ ∑



  

 
Por otra parte, teniendo en cuenta que k lP P = ∅ , es posible descomponer la sumatoria 
asociada a los enlaces entre k lP P  y mP  de la siguiente manera 
 

( ) ( ) ( )1, , ,
i k i l
j m j m

AH k l m ij i j ij i j
P Pkm lm
P P

d P P P a d a d
n n ω ω

ω ω

ω ω ω ω
∈ ∈
∈ ∈

 
 = + +
  

∑ ∑  

 
Atendiendo a la Def. 3 es posible reescribir esta última expresión como la suma de dos 
desemejanzas, es decir, 
 
 

( ) ( ) ( )1, , ,AH k l m km AH k m lm AH l m
km lm

d P P P n d P P n d P P
n n

= +  +
  

 
De donde se obtiene inmediatamente 
 

( ) ( ) ( ), , ,km lm
AH k l m AH k m AH l m

km lm km lm

n nd P P P d P P d P P
n n n n

= +
+ +

  

 
Esta expresión permite calcular las desemejanzas entre una clase recién formada y cada una 
de las restantes. 
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Se debe notar que si mP  es contiguo sólo a uno de los dos clusters, por ejemplo kP , entonces 
se tiene que: 
 

( ) ( ), ,AH k l m AH k md P P P d P P=  (4) 
 
Por último, si se tiene en cuenta que ( ),AH k l md P P P  se obtiene como combinación 

convexa de ( ),AH k md P P  y de ( ),AH l md P P  es posible entonces escribir 
 

( ) ( ){ } ( ) ( ) ( ){ }min , , , , max , , ,AH k m AH l m AH k l m AH k m AH l md P P d P P d P P P d P P d P P≤ ≤  (5) 
 
 
 

5.5 El problema de las inversiones 
 
Como se planteó antes, el proceso aglomerativo se restringe solamente a clusters contiguos 
o adyacentes. Inicialmente todos los clusters son singulares, es decir, están formados por un 
único objeto. En cada paso se fusionan los dos clusters adyacentes kP  y lP  para los que se 
obtiene la menor desemejanza según se definió en (1).  
 
Los casos de empates deben ser analizados con precaución pues pueden afectar los 
resultados [9, 15]. En la práctica existe la posibilidad que puedan ocurrir empates en las 
desemejanzas, por lo que es necesario resolverlos mediante algún procedimiento (por 
ejemplo, usando otro criterio diferente al que generó el empate) con vistas a reducir la 
ambigüedad que pueda surgir. 
 
Cuando las desemejanzas toman valores reales es raro que ocurran empates. Para el caso de 
datos de tipo booleano, por ejemplo los utilizados en quimioinformática, esta cuestión 
cobra mayor importancia. Sin embargo, cuando se realizan transformaciones previas de los 
datos originales (por ejemplo, inmersiones euclidianas mediante un análisis de 
correspondencias) es muy poco probable que se generen empates1

                                                 
1 Correspondencia personal con F. Murtagh. 

. 
 
En lo adelante, a menos que se diga lo contrario, se asume que no existen empates en los 
valores de desemejanzas, o que han sido resueltos de manera que no existan ambigüedades.  
 
Una vez realizada la fusión se utiliza la expresión (3) para calcular la desemejanza entre el 
cluster recién formado y el resto de los clusters contiguos de la partición. De esta manera se 
va construyendo la jerarquía de particiones. Este método será denominado método de 
enlace tipo promedio con restricciones de contigüidad. 
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En este contexto el problema de las inversiones, es decir el crecimiento/decrecimiento no 
monótono de las desemejanzas, es propenso a surgir [54, 58]. Se dice que una inversión 
ocurre cuando se cumple que 
 
 

( ) ( ), ,AH k l m AH k ld P P P d P P<  (6) 
 
En la expresión anterior kP  y lP  representan los clusters adyacentes que se fusionan y mP es 
un cluster adyacente a k lP P .  
 
La presencia de inversiones en una jerarquía es un fenómeno no es deseable pues dificulta 
la interpretación de las particiones y la definición de desemejanzas entre clusters. Incluso 
las inversiones pueden conducir a que se afecte la unicidad de las soluciones al aplicar 
diferentes implementaciones algorítmicas. En el caso que nos ocupa es posible garantizar la 
ausencia de inversiones. 
 
Proposición 1: La jerarquía de clusters que se obtiene con el método de enlace tipo 
promedio con restricciones de contigüidad es libre de inversiones. 
 
Demostración: 
 
La demostración de esta proposición sigue el esquema de Murtagh [175] para el caso del 
método de enlace completo con restricciones. 
 
Sean kP , lP  y mP  tres clusters (posiblemente singulares). Sin pérdida de generalidad vamos 
a considerar que las fusiones de los clusters ocurren de la siguiente manera: 
 

• Supuesto 1: Primeramente se fusionan los clusters kP  y lP . 
• Supuesto 2: A continuación se fusiona mP  con k lP P  de manera directa, es decir, 

sin ningún cluster intermedio. Esto implica que mP  es adyacente a kP  y lP , o al 
menos a uno de ellos. 

• Supuesto 3: También sin pérdida de generalidad consideraremos que en el caso de 
que ambas desemejanzas estén definidas se cumple que ( ) ( ), ,AH k m AH l md P P d P P≤ . 

 
Consideremos tres casos. 
 
Caso 1:  ( ) ( ) ( ), , ,AH k m AH l m AH k ld P P d P P d P P≤ ≤  
  

Si el cluster mP  es adyacente a kP  y lP , o sólo a uno de ellos, la premisa del caso 
indica que él debía haber sido fusionado antes que kP  y lP  y esto contradice el 
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Supuesto 1. Por otra parte, si mP  no es adyacente ni a kP  ni a lP , entonces él no se 
puede unir directamente con k lP P , excepto a través de un tercer cluster, lo que 
contradice el Supuesto 2. 
 

Caso 2:   ( ) ( ) ( ), , ,AH k l AH k m AH l md P P d P P d P P≤ ≤  
  

A partir de (5) se tiene que 
 

( ) ( ) ( ){ }, min , , ,AH k l m AH k m AH l md P P P d P P d P P≥  
 
Si el cluster mP  es adyacente a kP  y lP  entonces el Supuesto 3 conduce a que 
 

( ) ( ), ,AH k l m AH k md P P P d P P≥  
 
Por otra parte si el cluster mP  fuera adyacente únicamente a lP  entonces de 
acuerdo a (4) se tendría que 
 

( ) ( ), ,AH k l m AH l md P P P d P P=  
 
En cualquier caso, según la premisa del caso se tiene que 
 

( ) ( ), ,AH k l m AH k ld P P P d P P≥  
 

Caso 3:   ( ) ( ) ( ), , ,AH k m AH k l AH l md P P d P P d P P≤ ≤  
  

Este caso es posible únicamente si kP  y mP  no son adyacentes, pues en caso 
contrario deben ser fusionados antes de kP  y lP  lo que llevaría a una 
contradicción con el Supuesto 1. Por su parte el Supuesto 2 conduce a que mP  y 

lP  son adyacentes. 
 
De acuerdo a (4) se tiene entonces que 
 

( ) ( ), ,AH k l m AH l md P P P d P P=  
 
Finalmente, tomando en cuenta la premisa del caso se tiene que 
 

( ) ( ), ,AH k l m AH k ld P P P d P P≥  
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En resumen, el caso 1 no puede ocurrir sin contradecir los supuestos. Por su parte en los 
casos 2 y 3 se tiene que ( ) ( ), ,AH k l m AH k ld P P P d P P≥  por lo que, según la expresión (6), 
no conducen a inversiones.   
 

5.6 Estrategias de implementación basadas en los vecinos más próximos 
para el caso de restricciones de contigüidad 

 
Como se apuntaba anteriormente la inclusión de restricciones de contigüidad impone la 
necesidad de reexaminar el problema de las inversiones. De la misma manera se debe 
analizar la validez de las diferentes estrategias de implementación, en particular la 
relacionada con la utilización de cadenas de vecinos más próximos. 
 
Solamente dos de los métodos tradicionales de agrupamiento jerárquico aglomerativo 
pueden ser adaptados de manera que en cada paso se fusionen clusters contiguos y a la vez 
se mantengan libres de inversiones. El primero es una variante del método de enlace 
simple, y el segundo es el método de enlace completo [158, 169, 175]. 
 
La variante del método de enlace simple con restricciones de contigüidad presupone que en 
cada paso se fusione aquel par de clusters que posea la menor desemejanza de enlace, 
siempre y cuando ésta se alcance para un par de objetos contiguos (uno de cada cluster).  
 
En el caso del método del enlace completo con restricciones de contigüidad solamente se 
exige que los clusters que se fusionan sean contiguos, es decir, que exista un enlace de 
contigüidad entre al menos un miembro de cada cluster. A diferencia de la variante del 
método de enlace simple esa restricción no se impone a la hora de calcular las 
desemejanzas, es decir, la mayor desemejanza se puede alcanzar para un par de objetos no 
relacionados directamente. 
 
Si se impone la última variante de restricción de contigüidad entonces la jerarquía de enlace 
completo es la única entre los métodos tradicionales, que siendo construida con la estrategia 
de vecinos más próximos mutuos o recíprocos, es libre de inversiones [153]. 
 
El método de enlace completo con restricciones de contigüidad ha sido utilizado en varias 
aplicaciones. En [176] se emplea como vía para el análisis de la estructura de la secuencia 
de escenas que forman un guión cinematográfico o televisivo. La restricción de contigüidad 
en este caso es temporal, específicamente, se consideran como contiguas aquellas escenas 
que preceden o suceden a una dada en el guión. 
 
La posibilidad del uso de la estrategia de vecinos más próximos mutuos o recíprocos, en el 
caso del método de tipo enlace promedio con restricciones de contigüidad propuesto, queda 
expresada de la siguiente manera. 
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Proposición 2: El método de enlace tipo promedio con restricciones de contigüidad al ser 
utilizado con aglomeraciones de vecinos más próximos mutuos o recíprocos no conduce a 
inversiones. 
 
Demostración: 
 
Consideremos tres clusters kP , lP  y mP  (que pueden ser singulares) pertenecientes a una 
cadena de vecinos más próximos de la siguiente manera 
 

( )l kP NN P= ; ( )m lP NN P= ; ( )l mP NN P=  
 
Como se puede notar lP  y mP  son vecinos más próximos mutuos o recíprocos. 
 
Para obtener esta secuencia bajo la condición de contigüidad se debe cumplir que tanto kP  
y lP , como lP  y mP  sean contiguos, y además ( ) ( ), ,AH k l AH l md P P d P P> . 
 
¿Qué influencia sobre la jerarquía tiene el hecho de la contigüidad de kP  y mP ?  
 
Si kP  y mP  no son contiguos, entonces la fusión de lP  y mP  no conduce a inversiones. Esto 
se debe a que, según (4), ( ) ( ), ,AH l m k AH k ld P P P d P P= . Finalmente, según la premisa, se 

tiene que ( ) ( ), ,AH l m k AH l md P P P d P P> . 
 
La única posibilidad de inversión pudiera ocurrir cuando kP  y mP  son contiguos. 
Supongamos que la inversión ocurre, es decir,  
 

( ) ( ), ,AH l m k AH l md P P P d P P<  
 
Según (5) se tiene que  
 

( ) ( ) ( )( ), min , , ,AH l m k AH k l AH k md P P P d P P d P P≥  
 
Aquí se tienen en principio dos posibilidades: 
 

a) ( ) ( ) ( )( ), min , , ,AH k l AH k l AH k md P P d P P d P P= . Atendiendo a las premisas se puede 
escribir entonces 
 

( ) ( ) ( ), , ,AH l m k AH k l AH l md P P P d P P d P P≥ >  
Es decir, no existe inversión. 
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b) ( ) ( ) ( )( ), min , , ,AH k m AH k l AH k md P P d P P d P P= . Este caso no sería posible pues sería 

equivalente a decir que ( )m kP NN P= , es decir, que mP , y no lP , es el vecino más 

próximo de kP , lo que contradice la premisa de que ( )l kP NN P= . 
 
Es decir, bajo las condiciones de una cadena completa una fusión del par de vecinos más 
próximos mutuos según el método de enlace tipo promedio con restricciones de contigüidad 
no conduce a inversiones.   
 
Si asumimos la estrategia de construcción del dendrograma descrita en apartado 2.2, es 
decir, en cada etapa se fusionan los dos clusters adyacentes kP  y lP  para los que se obtiene 
la menor desemejanza, según se definió en (1), se puede comprobar que se cumple lo 
siguiente. 
 
Proposición 3: En cada etapa del método de enlace tipo promedio con restricciones de 
contigüidad, al ser utilizado con aglomeraciones de pares de clusters contiguos de 
desemejanza mínima, se fusionan pares de clusters que son vecinos más próximos mutuos o 
recíprocos. 
 
Demostración: 
 
Sean kP  y lP  el par de clusters adyacentes que se fusionan en una etapa dada. Esto significa 
que ellos realizan la desemejanza mínima. Supongamos que lP  no es un vecino más 
próximo de kP . Sea mP  el cluster contiguo vecino más próximo de kP . Eso significa que 

( ) ( ), ,AH k m AH l md P P d P P<  lo que contradice el supuesto. Luego lP  es un vecino más 
próximo de kP . 
 
De la misma manera se demuestra que kP  es un vecino más próximo de lP , es decir, kP  y lP  
son vecinos más próximos mutuos o recíprocos.   
 
Siguiendo las ideas expuestas en [59] es posible demostrar que, para el caso del método de 
enlace tipo promedio con restricciones de contigüidad, se cumple además que los pares de 
vecinos más próximos se mantienen como tales durante la construcción del dendrograma 
hasta el momento en que son fusionados. 
 
Proposición 4: El método de enlace tipo promedio con restricciones de contigüidad, al ser 
utilizado con aglomeraciones de pares de clusters contiguos de desemejanza mínima, 
garantiza que los pares de vecinos más próximos mutuos o recíprocos se mantienen como 
tales hasta que son eventualmente fusionados en una etapa. 
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Demostración: 
 
Supongamos que en una etapa dada se tienen los clusters (posiblemente singulares) 

1i
P , 

2i
P , 

3i
P , …, 

1ti
P

−
 y 

ti
P . Sin pérdida de generalidad consideremos que 

1i
P y 

2i
P , así como 

1ti
P

−
 y 

ti
P  forman pares de vecinos más próximos mutuos y que en la etapa dada se fusionan 

1ti
P

−
 y 

ti
P . Se asume que no existen empates en las desemejanzas (ver apartado 4.5). 
 
Según (5) para cualquier 

ri
P  se cumple que 

 

( ) ( ) ( ){ }1 1
, min , , ,

t t r t r t rAH i i i AH i i AH i id P P P d P P d P P
− −

≥ . 

 
Esto último significa que el cluster recién formado,

1t ti iP P
−
 , no estará más cercano a 

ningún otro cluster existente 
ri

P  de los que estaban sus miembros 
1ti

P
−

 y 
ti

P .  
 
En particular, según los supuestos, se tiene que ni 

1ti
P

−
, ni 

ti
P  están más cerca de 

1i
P  de lo 

que está 
2i

P , es decir, 
 

( ) ( )1 1 1 2
, ,

tAH i i AH i id P P d P P
−

> , y  

( ) ( )1 1 2
, ,

tAH i i AH i id P P d P P>  

 
Es posible entonces escribir que 
 

( ) ( ) ( ){ } ( )1 1 1 1 1 1 2
, min , , , ,

t t t tAH i i i AH i i AH i i AH i id P P P d P P d P P d P P
− −

≥ >  

 
Es decir, 

1t ti iP P
−
  no será vecino más próximo mutuo de 

1i
P . Lo mismo se puede decir de 

2i
P . Esto demuestra que el par de vecinos más próximos mutuos 

1i
P y

2i
P no puede ser 

disuelto por el cluster que se obtenga de una agregación. Luego, el par de vecinos más 
próximos mutuos 

1i
P y

2i
P  será preservado de etapa en etapa hasta que eventualmente sea 

fusionado. 
 
Lo anterior significa que en la próxima etapa se puede fusionar un par de vecinos más 
próximos mutuos, por ejemplo 

1i
P y 

2i
P , o también el cluster recién formado 

1t ti iP P
−
  con 

un cluster cualquiera que no forme parte de un par de vecinos más próximos mutuos.   
 
Las Proposiciones 3 y 4 permiten sugerir una estrategia de agregaciones múltiples mediante 
la cual en cada etapa se fusionan todos los pares de vecinos más próximos mutuos.  
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5.7 Análisis de la complejidad computacional. El caso de las imágenes 
digitales 

 
Como se mencionó anteriormente la estrategia basada en cadenas de vecinos más próximos 
para el caso sin restricciones conduce a una complejidad temporal ( )2nΟ . 
 
A continuación se analiza un algoritmo basado en la estrategia de las cadenas de vecinos 
más próximos con restricciones de contigüidad para la segmentación de imágenes digitales 
[153].  
 

1. Inicialmente se construye un arreglo de las mismas dimensiones de la imagen y se 
inicializa de manera que cada píxel reciba una etiqueta única. A continuación se 
comienza la construcción de una cadena de vecinos más próximos, en el sentido de 
la desemejanza utilizada, teniendo en cuenta únicamente los vecinos espaciales de 
cada píxel.  

 
Este proceso incluye:  

 
a. La selección del píxel. 
b. La determinación de sus vecinos espaciales. 
c. La exclusión de aquellos vecinos espaciales que poseen la misma etiqueta. 
d. Calcular las desemejanzas entre la región a la que pertenece el píxel 

analizado y todas las regiones a las que pertenecen los píxeles vecinos 
espaciales de etiquetas diferentes. 

 
2. Una vez que se encuentre un par de vecinos más próximos mutuos se procede a su 

fusión, y se extraen de la cadena. En este momento se debe incluir la información 
referida a la fusión en la estructura de datos asociada a la jerarquía que se construye. 
Adicionalmente se deben actualizar las etiquetas de manera apropiada. 

 
La complejidad temporal de este algoritmo depende de la cantidad de expansiones y 
contracciones de la cadena de vecinos más próximos. En cada expansión de la cadena se 
debe encontrar un vecino más próximo.  
 
La búsqueda del vecino más próximo de una región dada en una etapa cualquiera de la 
construcción de la jerarquía depende de cuántos vecinos espaciales puede tener una región. 
Aún en el caso de restricciones espaciales la cantidad de vecinos espaciales en el peor caso 
es ( )nΟ  [153].   
 
Esto conduce a que también en el caso del uso de restricciones la complejidad temporal es 

( )2nΟ  en el peor caso. 
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Sin embargo, no siempre estaremos en presencia del peor caso. En particular resulta de 
interés también analizar el caso promedio. 
 

5.8 Comportamiento del algoritmo jerárquico aglomerativo con 
restricciones de contigüidad 

 
Como se comentó antes, la complejidad computacional está asociada directamente a la 
cantidad de vecinos espaciales que puede tener una región en una etapa cualquiera de la 
construcción de la jerarquía. 
 
A continuación se analiza el comportamiento de la cantidad de desemejanzas y 
comparaciones que se requieren a la hora de procesar los vecinos espaciales de una región 
cualquiera. Una problemática similar para el caso particular de vecinos espaciales dados 
por la relación de 8 vecindad ha sido tratada en [177]. 
 
Consideremos una imagen que contiene n píxeles. No situaremos en el caso de que la 
relación de vecindad espacial de un píxel esta dada por el conjunto de píxeles que se 
encuentran a una distancia euclidiana no mayor que un valor r dado. 
 
Denotemos por ( )0A  la matriz de conexión asociada a esta relación en la etapa inicial del 
algoritmo, es decir, en el momento en que cada píxel representa una clase singular. Se tiene 
entonces que el elemento ( )0

ija  de la matriz ( )0A  es igual a 1 si los píxeles i y j son vecinos 
según la relación dada. 
 
Si se considera que en cada paso del algoritmo se mezclan solamente dos clases, se 
requieren entonces 1n −  etapas para la construcción del dendrograma. 
 
En cada etapa se tiene una partición { }1 2, , ,

t

t
KP P P P=   del conjunto Ω . 

 
Denotemos por ( )tA , 0 1t n≤ ≤ − , la matriz de contigüidad que se obtiene en la etapa t  de 
la construcción del dendrograma. 
 
La matriz ( )0A  se puede considerar como la matriz de adyacencias de un grafo no dirigido 
en el cual cada píxel representa un vértice. Por su parte ( )tA , 0 1t n≤ ≤ − , se obtiene 
mediante  fusiones de clases conexas (vértices) a partir de ( )1tA − , 1t ≥ . Es decir, un vértice 
del grafo ( )tA  está formado por un agregado de vértices de ( )1tA − . En lo adelante 
utilizaremos ( )tA para denotar también el grafo asociado. 
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Cada arista del grafo ( )tA  se considera ponderada con la desemejanza entre las clases 
representadas por los correspondientes vértices. 
 
De esta manera el proceso de construcción de la jerarquía de clasificación está asociado a la 
construcción de 1n −  grafos ( )tA , 0 1t n≤ ≤ − . Cada grafo ( )tA  contiene n t−  vértices. 
 
Para cada vértice se corresponde con una clase o cluster. Denotaremos mediante ( )t

kV P  la 

vecindad de contigüidad de un cluster cualquiera kP  según ( )tA , y por ( )( )# t
kV P  la 

cardinalidad de esta vecindad, es decir, la cantidad de vecinos espaciales. 
 
El valor ( )( )# t

kV P  lo denominaremos también grado de contigüidad del vértice (clase) kP . 
Notar la diferencia con el grado de contigüidad entre clases de la definición. 2. Aquí se 
refiere a la cantidad de vecinos en términos de clusters, mientras que la noción que se 
maneja es la cantidad de conexiones entre miembros de clusters, es decir, cantidad de 
enlaces. 
 
A la hora de fusionar dos clases contiguas kP  y lP  en una etapa t  dada de la construcción 
del árbol o dendrograma la cantidad de actualizaciones y comparaciones depende 
precisamente de ( )( )1# t

k lV P P+
 . 

 
Respecto a la vecindad de la fusión de dos clases contiguas kP  y lP  y su cardinalidad se 
cumplen las siguientes propiedades. 
 
Propiedad 4: Al fusionar dos clases contiguas kP  y lP en una etapa t  de la construcción del 
árbol o dendrograma se cumple que 
 

( ) ( ) ( ) { }1 ,t t t
k l k l k lV P P V P V P P P+ = −   

 
Efectivamente, después de la fusión kP  y lP  dejan de ser vértices de ( )1tA + , en su lugar 
aparece el agregado k lP P , y con ellos desaparece la arista que los une.  Además todo 
vértice mP  que sea miembro de ( )t

kV P  y sea diferente de lP  será también miembro de 

( )1t
k lV P P+
 . De la misma manera todo vértice rP  que sea miembro de ( )t

lV P  y sea 

diferente de kP  será también miembro de ( )1t
k lV P P+
 . 

 
Propiedad 5: El grado de contigüidad de k lP P  está dado por la siguiente expresión 
 

( )( ) ( )( ) ( )( ) ( ) ( )( )1# # # # 2t t t t t
k l k l k lV P P V P V P V P V P+ = + − −   
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donde ( ) ( )( )# t t
k lV P V P  representa la cardinalidad de ( ) ( )t t

k lV P V P , es decir, la 

cantidad de vecinos comunes tanto a kP  como a lP . 
 
En efecto, todos los miembros de ( )1t

k lV P P+
  se cuentan en la expresión anterior. Los 

vértices vecinos que pertenecen a ( ) ( )t t
k lV P V P  se cuentan dos veces, una como vecinos 

de kP  y otra como vecinos de lP , de ahí que se debe restar esa cantidad en la expresión de 
la derecha. Por último, los vértices que se fusionan aparecen uno como vecino del otro; 
pero no serán miembros de ( )1t

k lV P P+
  y no deben ser tomados en cuenta en el cálculo. 

 
En el ejemplo de la Figura 5-3 se presenta una partición de 11 clusters con los respectivos 
enlaces entre clusters vecinos. Supongamos que en la etapa que se analiza se fusionan los 
clusters 1P  y 2P . 
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Una vez ocurrida la fusión se obtiene el nuevo cluster 1 2P P  cuya vecindad es 
 

( ) { }1 2 3 4 5 6 7 8 9 10 11, , , , , , , ,tV P P P P P P P P P P P=  
 
Finalmente, según la propiedad 5 se tiene 
 

( )( ) ( )( ) ( )( ) ( ) ( )( )1
1 2 1 2 1 2# # # # 2

7 6 2 2 9

t t t t tV P P V P V P V P V P+ = + − − =

= + − − =

 

 

 
El algoritmo jerárquico ascendente con restricciones de contigüidad presupone una etapa de 
inicialización y luego la serie de iteraciones para formar el dendrograma. 
 
En la etapa de inicialización cada píxel se considera una clase. Atendiendo a la relación de 
vecindad definida anteriormente, en el grafo ( )0A  cada píxel puede tener una cantidad 
máxima de vecinos, que denotaremos por 0

max# , y que depende del radio r de la vecindad 
pero no de n, la cantidad de píxeles. En esta etapa se realizan las siguientes operaciones. 
 

a. Obtención de la vecindad espacial de cada píxel. 
b. Cálculo de las desemejanzas entre cada píxel y sus vecinos espaciales. 
c. Determinación de los vecinos más próximos (en el sentido de la 

desemejanza utilizada) de cada píxel dentro de su vecindad espacial, así 
como el valor de la menor desemejanza. 

d. Fusionar el par de vecinos más próximos que posean el menor valor de 
desemejanza entre ellos. 

 
Se debe notar que en el paso (d), en virtud de la Proposición 3,  se fusiona un par de 
vecinos más próximos recíprocos. 
 
En esta etapa los pasos (a)-(c) poseen una complejidad computacional ( )0

max#Ο . Ahora, 

como el valor 0
max#  es constante para un r fijo, y no depende de n, la complejidad de la 

etapa en su conjunto se mantiene ( )nΟ . 
 
En lo adelante se deben ir obteniendo los grafos ( )1tA +  a partir de ( )tA , 0 2t n≤ ≤ − , 
mediante fusiones sucesivas de dos clases vecinas más próximas (recíprocas) v  y v′  de 
desemejanza mínima. La fusión presupone una serie de actualizaciones. 
 

1. Construcción de la vecindad ( )1t
k lV P P+
 . 

2. Para cada clase mP  vecina de kP  sustituir en ( )t
mV P , que ahora se convierte 

en ( )1t
mV P+ , la clase kP  por k lP P . 



166 
 

 

3. Para cada clase mP  vecina de lP  sustituir en ( )t
mV P , que ahora se convierte 

en ( )1t
mV P+ , la clase lP  por k lP P . 

4. Suprimir ( )t
kV P  y ( )t

lV P . 

5. Para todos los miembros de ( )1t
k lV P P+
  actualizar las desemejanzas con 

k lP P . 
6. Encontrar en ( )1t

k lV P P+
  los vecinos más próximos de k lP P . 

7. Para cada clase s  vecina analizar si k lP P se encuentra entre sus vecinos 
más próximos en cuyo caso k lP P  y s  son vecinos más próximos 
recíprocos. 

 
Aquí se tiene que la complejidad computacional está determinada por la manera en que 
evoluciona el tamaño de la vecindad ( )1t

k lV P P+
 , es decir, el valor ( )1#t

k lP P+
  a lo 

largo de las etapas de construcción del dendrograma. 
 
El tamaño de la vecindad puede aumentar producto de las fusiones en las primeras etapas (y 
posiblemente a tomar el valor n), para después ir disminuyendo hasta cero cuando se hayan 
fundido todas las clases en una, lo que llevaría en el peor caso a una complejidad temporal 

( )2nΟ . Aunque este análisis es correcto quizás pueda ser refinado mediante un análisis 
amortizado [178]. 
 
A manera de ilustración se incluye a continuación un gráfico que muestra el 
comportamiento de los tiempos de ejecución de la implementación realizada del algoritmo 
para diferentes tamaños de imágenes y diferentes valores de radios de vecindad (ver Figura. 
5-4). 
 
En el gráfico se incluyen las rectas de regresión lineal. Las líneas de regresión lineal del 
tiempo en función del tamaño de la imagen de manera describen de manera aproximada el 
comportamiento. Sin embargo, se debe notar que tanto al inicio de los datos como al final 
las líneas de regresión dejan los puntos por encima. 
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La imagen original está compuesta de dos patrones similares de píxeles ubicados en un 
fondo negro (ver Figura 5-6a). En las Figuras 5-6b – 5-6e se presentan los resultados que se 
obtienen al aplicar el método de enlace promedio clásico. La partición de dos clusters 
define los dos patrones similares como una clase y el fondo como otra. Por su parte la 
partición de cuatro clusters recupera la imagen original. En la partición de tres clusters el 
fondo sigue formando una clase, pero los patrones quedan subdivididos. 
 

 3 17  4  7  8 11 12 10  9 14 13 18 15 16 20 19  1  2  6  5
0

5

10

15

(f) Método propuesto usando radio 1 (4 - vecindad)

(a) Imagen original

(g) Tres clusters

 3 18  4  7  8  9 10 11 12 13 14 17  1  2  6 15 16 20 19  5
0
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15
(h) Método propuesto usando radio - 3 (i) Dos clusters

17 18  3  4 14  7  9 11 12 13  8 10  1 16  2 15  5 19  6 20
0

1

2

3

(b) Método de enlace promedio

(c) Enlace promedio - dos clusters (e) Enlace promedio - cuatro clusters(d) Enlace promedio - tres clusters

 
Figura 5-6 Ejemplo artificial: (a) Imagen original con dos patrones similares; (b) 

dendrograma obtenido con el método de enlace promedio; (c)-(d) particiones de dos y 
tres clusters obtenidas con el método de enlace promedio; (e)-(f) una partición de tres 

clusters obtenida al utilizar la 4 – vecindad; (g)-(h) una partición de tres clusters 
obtenida al utilizar una vecindad de radio 3. 

 
Las Figuras 5-6f – 5-6g muestran los resultados obtenidos al aplicar el método propuesto 
utilizando dos tipos de vecindad: radio de un píxel (4 – vecindad), y una vecindad con radio 
de 3 píxeles. 
 
Al utilizar la 4 – vecindad, se revela claramente la partición de tres clusters que se obtiene 
al realizar un corte del dendrograma a un nivel 10 (ver Figura 5-6g). Esta partición contiene 
un cluster para el fondo, y dos clusters no contiguos, una para cada uno de los patrones. 
 
Los resultados de las Figuras 5-6h y 5-6i se obtuvieron al utilizar un radio de vecindad 
igual a 3 píxeles. En este caso los dos patrones similares se revelan como un único cluster. 
El incremento del radio de la vecindad permite establecer un enlace entre los píxeles 
contenidos en estos patrones. Este resultado ilustra el efecto que puede tener el radio de la 
vecindad utilizada en los resultados de la segmentación. 
 
La ausencia de un enlace (una arista en el grafo de contigüidad) entre dos píxeles es una 
restricción dura, en el sentido de que ellos no se pueden fusionar a menos que se fusionen 
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todos los píxeles intermedios entre ellos. Así, por ejemplo, en la Figura 5-6g los dos 
clusters asociados a los patrones semejantes, que fueron obtenidos utilizando la 4 – 
vecindad, no pueden ser fusionados sin incluir el fondo. Es por esa razón que se requiere 
una mayor cantidad de clusters para que la solución sea comparable con las obtenidas en las 
Figuras 5-6c y 5-6i. 
 
Finalmente, se debe señalar que los tiempos de procesamiento al utilizar la 4 – vecindad 
(0.000264 segundos) y al utilizar una vecindad de radio 3 (0.000312 segundos) son muy 
inferiores al tiempo requerido por el método de enlace promedio (1.9608 segundos) para la 
misma tarea sobre la imagen del ejemplo. Se debe acotar aquí que se utilizó la 
implementación del enlace promedio de Matlab, y el ejemplo fue ejecutado en una máquina 
con procesador Pentium-D 820 a 2.8 GHz y 2 GB de memoria. 
 

5.10 Conclusiones 
 
En este capítulo se ha presentado el estudio teórico de un método de agrupamiento 
jerárquico aglomerativo con restricciones de contigüidad. Las restricciones de contigüidad 
se modelan mediante una matriz o grafo de contigüidad. 
 
Se introduce una función de desemejanza que toma en cuenta las relaciones de contigüidad 
impuestas sobre los datos y se analizan sus propiedades. Se demuestra que la jerarquía de 
clusters que se obtiene con el método propuesto es libre de inversiones. 
 
Se proponen varias alternativas de implementación y se realiza un análisis de la 
complejidad computacional. El análisis de los tiempos de ejecución al procesar imágenes 
permite plantear, de manera empírica, que el comportamiento del método propuesto es sub-
cuadrático. 
 
Mediante un ejemplo en el campo de la segmentación de imágenes se ilustran las 
principales características del método propuesto.  
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6 Experimentación 
 
Con el objetivo a analizar el comportamiento del algoritmo de agrupamiento aglomerativo 
jerárquico de enlace tipo promedio con restricciones de contigüidad se ha seleccionado 
como área de aplicación la segmentación de imágenes médicas, específicamente las 
imágenes del cerebro. Los objetos de interés a clasificar dentro de una imagen lo 
constituyen los píxeles. Por su parte, los clusters o clases que se obtienen deben 
corresponderse con regiones de interés dentro de la imagen que pueden ser, por ejemplo, 
determinados órganos, o tipos de tejidos.  
 
Un elemento a favor de este tipo de aplicación está dado por el hecho de que las relaciones 
de vecindad pueden ser especificadas directamente teniendo en cuenta la disposición 
espacial de los píxeles dentro de la imagen. Si consideramos la distancia euclidiana en el 
plano una imagen bidimensional, una definición razonable de contigüidad lo constituye el 
conjunto de los cuatro vecinos más próximos (4-vecindad) situados al norte, sur este y 
oeste, cuya distancia respecto a un píxel dado es la unidad. De igual manera se pudieran 
considerar los ocho vecinos más próximos (8-adyacencia).  
 
Esta definición se puede generalizar a una vecindad circular alrededor de un píxel dado la 
que está compuesta por el conjunto de píxeles que se encuentran a una distancia menor o 
igual que un radio r dado. Con esta definición la vecindad de cada píxel, si se utiliza la 
distancia euclidiana, se corresponde con una región circular de radio r. En caso de utilizar 
la distancia de Chebyshev  (ver Apartado 2.1.2 del Capítulo 2), la vecindad se corresponde 
con una región cuadrada de lado 2*r+1 con centro en el píxel dado. Este radio o tamaño de 
la vecindad se mantiene constante en toda la imagen (excepto en los bordes). 
 
A continuación se describen los principales retos asociados a la segmentación de imágenes 
de resonancia magnética. También se exponen las alternativas usadas para la obtención y 
evaluación de los resultados de la segmentación. 
 
Los experimentos fueron ejecutados en una máquina con procesador Pentium-D 820 a 2.8 
GHz y 2 GB de memoria. 
 

6.1 Las imágenes de resonancia magnética 
 
La modalidad de resonancia magnética nuclear es una tecnología no invasiva e inocua de 
adquisición de imágenes.  Félix Bloch y Edward Purcell descubren el fenómeno de la 
resonancia magnética en el año 1946 de manera independiente, y por ese descubrimiento 
les fue concedido el premio Nóbel en el año 1952. 
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El fenómeno de resonancia magnética se basa en una propiedad que poseen las partículas 
elementales, en particular el hidrógeno, denominada espín, la cual provoca que se produzca 
una señal de resonancia magnética nuclear.   En esencia este fenómeno consiste en que, en 
presencia de un campo magnético intenso, los núcleos atómicos pueden absorber energía de 
manera selectiva en forma de radiación electromagnética de radio – frecuencia (fenómeno 
de resonancia), la cual devuelven al retornar al estado de equilibrio (fenómeno de 
relajación), generando una señal eléctrica en una antena receptora, que una vez analizada y 
procesada proporciona las imágenes de resonancia magnética. 
 
La descripción cuantitativa de la señal que se obtiene, conocida como señal de inducción 
libre, contiene información sobre tres parámetros importantes cada uno de los cuales refleja 
distintas propiedades de la materia: la densidad protónica (DP), y las constantes de tiempo 
de relajación T1 y T2. Así, por ejemplo, en un campo magnético de 1.5T (Tesla – unidad de 
inducción magnética), la sustancia gris posee un tiempo T1 ≈ 900 ms, para la sustancia 
blanca T1 ≈ 700 ms, mientras que para el líquido cefalorraquídeo T1 ≈ 4000 ms. Por su 
parte, las constantes de tiempo T2 son aproximadamente de 70 ms, 90 ms y 400 ms para la 
sustancia blanca, gris y líquido cefalorraquídeo, respectivamente [179].  
 
Teniendo en cuenta los elementos anteriores, y mediante un ajuste apropiado de los 
parámetros de los tomógrafos de resonancia magnética, es posible obtener imágenes donde 
los diferentes tipos de tejidos aparecen contrastados. Así, las imágenes más comunes son 
las imágenes de ponderación T1, T2 y de densidad protónica. 
 

6.2 El problema de la segmentación de imágenes de resonancia magnética 
 
Como se ha dicho antes, la segmentación de imágenes puede ser planteada como el 
problema de obtener una partición en regiones homogéneas en cierto sentido. Cada región 
puede consistir en un único componente conexo, o quizás en un grupo de componentes 
conexos, con propiedades similares. 
 
La segmentación de imágenes de resonancia magnética, específicamente, consiste en la 
clasificación de los vóxeles en regiones que se correspondan con los diferentes tipos de 
tejidos. Se asume en este caso que cada clase de tejido posee un valor específico de la 
magnitud medida. Por ejemplo, esta magnitud puede estar asociada a la intensidad de la 
señal, correspondiente con el tipo de tejido, que es medida en las imágenes de ponderación 
T1, T2 o densidad protónica. En este caso ideal la segmentación de la imagen consistiría en 
un conjunto de regiones con valores constantes de la magnitud medida según fuera el tipo 
de tejido.  
 
Aunque este enfoque resulta muy simplificado, toda vez que aún dentro de un mismo tipo 
de tejido existen variaciones asociadas a su estructura biológica, aquí se va a asumir que las 
variaciones de origen biológico dentro de cada tipo de tejido no son demasiado influyentes 
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en proceso de segmentación y no afectan de manera sensible la capacidad de discriminar 
los diferentes tipos de tejidos. 
 
Otro problema que surge en la práctica está asociado a la limitada resolución espacial de los 
tomógrafos lo que genera un emborronamiento o desenfoque a lo largo de los bordes entre 
las regiones, así como en los cortes extremos de los volúmenes. Este fenómeno, conocido 
como efecto de volumen parcial, se origina por el hecho de que un vóxel dado puede 
contener una mezcla de tejidos por lo que intensidad de la señal que se mide estaría 
afectada por cantidad y las características individuales de cada tipo de tejido presente y la 
intensidad final se obtiene como una media ponderada. Por ejemplo, la corteza cerebral es 
una capa irregular con un espesor casi constante. Algunas mediciones experimentales han 
estimado que su espesor se encuentra en 1.5 y 5.5 mm [180].  Los surcos de la corteza, que 
normalmente están llenos de líquido cefalorraquídeo, poseen dimensiones comparables con 
la resolución espacial de los sistemas de adquisición y esto provoca un efecto de volumen 
parcial que reduce el contraste de intensidad y dificulta la obtención de resultados exactos.  
 
Aunque el artefacto del volumen parcial es un factor que debe ser tenido en cuenta al 
valorar la segmentación, este efecto está confinado solamente a los bordes de los tejidos o a 
los cortes extremos a diferencia de otros fenómenos que son más globales.  
 
En este sentido el artefacto más significativo desde el punto de vista de la segmentación es 
el que se conoce como heterogeneidades de intensidad. Este fenómeno está asociado a la no 
homogeneidad del campo magnético utilizado, aunque también puede ser provocado por 
interacciones del sistema de adquisición con el sujeto. La manifestación de este artefacto 
consiste en las variaciones de la intensidad de la señal para un mismo tipo de tejido en 
diferentes zonas de la imagen. Este efecto combinado puede originar variaciones de 
intensidad del orden del 10-20% de las intensidades para un campo magnético de 1.5T. 
 
Aunque estas variaciones por lo general no afectan la precisión de los diagnósticos,  sí 
pueden ser relevantes para los métodos de segmentación que se basan en las distribuciones 
de intensidad de los vóxeles de una imagen. Cuando estas variaciones son significativas 
comparadas con el contraste de la imagen pueden muy bien afectar la interpretación de una 
imagen de resonancia magnética. 
 
Por último, todas las imágenes de resonancia magnética están afectadas por ruidos 
aleatorios. Este ruido proviene de diferentes tipos corrientes que se generan en el sistema de 
adquisición. Cuando el nivel ruido es significativo en una imagen de resonancia magnética 
esta puede resultar oscurecida y de apariencia granulada, y los tejidos con contrastes 
similares pudieran no ser delineados de una manera efectiva provocando errores en la 
segmentación. 
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6.3 Fuentes para la evaluación de los métodos de segmentación 
 
Con vistas a la evaluación de un algoritmo de segmentación se requiere de algún criterio 
objetivo. Entre los criterios más utilizados se encuentran la eficiencia y la exactitud. La 
eficiencia se refiere a la viabilidad práctica del proceso y está asociada al tiempo de 
ejecución que puede incluir, además del tiempo computacional, el tiempo requerido por un 
operador humano en completar el proceso de segmentación. 
 
La exactitud, por su parte, tiene que ver con el grado de concordancia de los resultados de 
la segmentación con la verdad, o con cierto sustituto de ésta. En este sentido se utiliza 
generalmente cierta segmentación de referencia (gold standard). 
 
Las fuentes para segmentaciones de referencia son variadas e incluyen modelos físicos, 
cadáveres  y pacientes vivos, y modelos computacionales. Cada uno de ellos tiene sus 
puntos fuertes y débiles.  
 
Los modelos físicos presentan la dificultad asociada a la ausencia de una variabilidad 
anatómica realista, aunque sí poseen características reales del proceso de adquisición. Los 
cadáveres pueden brindar modelos muy reales, aunque se debe estimar la segmentación por 
medio de una autopsia [181, 182]. Esta posibilidad no siempre está disponible. 
 
Las imágenes de pacientes vivos, además de ser las más abundantes, son las más reales en 
todos los sentidos. Sin embargo no existe una vía práctica para determinar la segmentación 
real de los tejidos. En su lugar se acude a ciertos sustitutos. En particular es común utilizar 
una combinación de segmentaciones manuales realizadas por expertos con el fin de obtener 
una segmentación de referencia [183, 184]. 
 
Con los modelos computacionales es posible conocer de antemano la segmentación exacta, 
y aunque las imágenes que se obtienen tienen a ser menos reales en el sentido de la 
variabilidad anatómica y de las características del sistema de adquisición, constituyen un 
medio útil para la evaluación por la posibilidad de controlar algunos parámetros del proceso 
de generación de las imágenes. 
 

6.4 Índices de calidad de las segmentaciones 
 
Una vez que se aplique el método de clasificación automática, descrito en el capítulo 
anterior, se obtiene una jerarquía o dendrograma. Mediante el corte del dendrograma a un 
nivel dado se obtiene una partición que coincide con una posible segmentación de la 
imagen. 
 
En este sentido los métodos de clustering representan una herramienta para el análisis 
exploratorio de los datos. Sin embargo, el usuario debe realizar la validación de los 
resultados obtenidos, es decir, debe determinar la cantidad “correcta” de grupos, así como 
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su interpretación. La noción de validación de los clusters se refiere a los conceptos y 
métodos utilizados para la valoración cuantitativa y objetiva de los resultados de un 
algoritmo de clustering [6, 15]. Esta problemática se considera un problema abierto de gran 
significación pues de la decisión que se tome dependen los resultados que se obtienen. 
 
Teniendo en cuenta la aplicación descrita nos centraremos aquí en el caso de la validación 
de particiones. Se pueden plantear dos escenarios. En el primero de ellos se asume que se 
dispone de información adicional, como puede ser una partición (segmentación) de 
referencia, y es posible entonces valorar hasta qué punto los resultados de la clasificación 
brindan información válida acerca de los datos y en qué medida la estructura recuperada 
refleja el carácter de éstos. En este caso es posible realizar la comparación de las posibles 
particiones que se derivan de la jerarquía obtenida con la partición de referencia y escoger 
aquélla que mejor se ajusta, valorando la calidad de ese ajuste. 
 
El segundo escenario es aquél en el que no se dispone de información adicional. Aquí es 
necesario disponer de alguna medida de la calidad de una partición dada y la cantidad 
correcta de clusters se determinaría a partir de la “mejor” partición según la medida 
utilizada. 
 
Se han propuesto diversos métodos para la determinación de la cantidad de clusters [185]. 
Una reseña de estos métodos la brinda Gordon en [186, 187], donde clasifica los métodos 
en globales y locales. Los primeros evalúan cierta medida sobre todo el conjunto de datos y 
la optimizan respecto a la cantidad de clusters. Los segundos consideran pares individuales 
de clusters y analizan si deben ser mezclados o no.  
 
Por su parte Jain y Dubes clasifican los índices de validación de particiones en índices 
internos, externos y relativos [15]. Los índices externos permiten evaluar en qué medida 
dos particiones de un conjunto de objetos concuerdan. Una de las particiones proviene del 
algoritmo utilizado, por ejemplo, al cortar el dendrograma generado por un algoritmo de 
jerárquico, mientras la segunda es asignada a priori. Este tipo de índices puede ser útil para 
el primer escenario descrito con anterioridad. 
 
Los índices internos evalúan la correspondencia entre la partición obtenida por un 
algoritmo y los datos y pueden tener en cuenta cuan probable es la ocurrencia de un valor 
dado del índice. Este último objetivo se puede lograr, por ejemplo, comparando la 
distribución del índice obtenida con la esperada (ver, por ejemplo, [188]). 
 
Por último, los índices relativos responden a la pregunta: ¿cuál de los agrupamientos 
obtenidos se ajusta mejor a los datos? En principio cualquiera de los índices internos puede 
servir para este objetivo. Un índice relativo se diferencia por la manera en que se aplica. 
Por ejemplo, para una secuencia de agrupamientos, obtenidos a partir de una jerarquía, se 
obtiene una secuencia de valores, una para cada agrupamiento. En el gráfico resultante se 
busca algún aspecto significativo como puede ser el valor máximo, mínimo, o algún salto 
abrupto [15, 185, 186]. 
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La mayoría de  los índices que se utilizan para comparar particiones pueden ser descritos 
utilizando tablas de contingencia. Si se tienen dos particiones P  y P′ , no necesariamente 
de la misma cardinalidad, es posible analizar cada par de instancias de objetos respecto a su 
clasificación en la partición P  y en la partición P′ . Aquí son posibles cuatros casos: 
 

1. Los dos objetos pertenecen a la misma clase en ambas particiones. 
2. Los dos objetos están juntos en P, pero separados en P’

3. Los dos objetos están juntos en P
. 

’

4. Los dos objetos pertenecen a clases diferentes en ambas particiones. 
, pero separados en P. 

 
Denotando por a, b, c y d la cantidad de pares que cumplen las condiciones 1), 2), 3) y 4), 
respectivamente, se puede construir la siguiente tabla. 
 
 

  P′  
  Agrupados Desagrupados 

P  
Agrupados a b 
Desagrupados c d 

 
Entre los índices más usados que se definen a partir de esta tabla se encuentra el índice de 
Rand (y su versión ajustada) [189, 190], y el índice de Jaccard [15]. El índice de Rand se 
obtiene mediante la expresión ( ) ( )a d a b c d+ + + + , mientras el índice de Jaccard se 

calcula según ( )a a b c+ + . 
 
La versión normalizada o ajustada del índice de Rand hace que el índice tome valores entre 
0 y 1 [190].  Cuando ambas particiones son idénticas el índice toma el valor 1. Por su parte, 
valores del índice cercanos a 0 apuntan a una baja correspondencia entre las particiones. Lo 
mismo es válido para el índice de Jaccard. 
 
Para el caso de los índices internos hemos seleccionado el índice de Calinski y Harabasz 
[191, 192] y el índice de Hartigan [8, 192] que están relacionado por el hecho de utilizar las 
matrices de dispersión. 
 
Según el estudio realizado por Milligan y Cooper [185] (ver también [188])  de los 30 
índices comparados el de mejor desempeño resultó ser el de Calinski y Harabasz. 
 
Si se tiene una partición con k clusters el índice de Calinski y Harabasz (CH) se calcula de 
la siguiente manera [191] 
 

( ) ( ) ( )
( ) ( )

1B

W

tr S k
CH k

tr S n k
−

=
−
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Aquí WS  y BS  representan las matrices de dispersión interna y externa, respectivamente, tal 
y como fueron definidas en el apartado 2.2.1, es decir 
 

T W BS S S= +  
 
donde 
 

( ) ( )
1

n
T

T i i
i

S x x x x
=

= − −∑  

 

( ) ( )
1 k

K
T

W i k i k
k i P

S x x x x
= ∈

= − −∑∑  

 

( ) ( )
1

K
T

B k k k
k

S n x x x x
=

= − −∑  

 
Para una secuencia de particiones (con diferentes cantidades de clusters) se puede obtener 
una secuencia de valores del índice. La cantidad óptima de clusters se define como aquella 
que maximiza las segundas diferencias de ( )CH k  [193]. De esta manera se puede 
determinar el corte óptimo del dendrograma (en el sentido del índice CH). 
 
El valor mínimo de las segundas diferencias se obtiene a partir de la siguiente expresión 
  

( ) ( )( ) ( ) ( )( ){ }min 1 1k CH k CH k CH k CH k+ − − − −  = 

( ) ( ) ( ){ }min 1 1 2k CH k CH k CH k+ + − −  
 
y mide la ocurrencia de “codos” (elbows) en la secuencia de valores.  
 
Por su parte el índice de Hartigan se calcula de la siguiente manera 
 

( ) ( ) ( )( )log B WH k tr S tr S=  
 
Este índice resulta parecido al de Calinski-Harabsz excepto por el efecto de la ponderación. 
Para una secuencia de valores del índice, asociados a diferentes particiones, la cantidad 
óptima de clusters se define como aquella que maximiza las segundas diferencias de ( )H k  
[193]. 
 
La razón ( ) ( )B Wtr S tr S  se puede ver de la siguiente manera 
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( )
( )

( ) ( )
( ) ( )1

B B T

W B T

tr S tr S tr S
tr S tr S tr S

=
−

 

 
Esto apunta al hecho de que valores grandes de ( ) ( )B Wtr S tr S  se corresponden con 

clusters compactos, o de manera equivalente, ( ) ( )B Ttr S tr S  tiende a 1. Esta relación en 
forma de porcentajes hace más fácil interpretación. 
 
En este capítulo se propone utilizar también en calidad de índice relativo el índice BC  
definido en el capítulo 4. Su sentido intuitivo es el siguiente. Debido a la relación que se 
establece entre los píxeles fronterizos de los clusters, su valor caracteriza la autocorrelación 
espacial de las fronteras. El índice tiene en cuenta además las relaciones de contigüidad 
espacial impuestas a los datos. 
 
Este índice toma valores en el rango de 0 a 2. Un valor cercano a 2 se interpreta como una 
frontera con autocorrelación espacial negativa, es decir, fronteras entre clusters bien 
definidas. Por otra parte, un valor cercano a 0 indicaría fronteras con autocorrelación 
espacial positiva, es decir, píxeles semejantes a ambos lados de la frontera y por tanto 
ausencia de una clara separación entre clusters. 
 
Los valores de este índice tienden a decrecer (aunque no de manera monótona) a medida 
que aumenta la cantidad de clusters. Se propone entonces utilizar el índice BC  como un 
índice relativo en el sentido de [15].  
 
Más específicamente, para una secuencia de particiones obtenidas a partir de cortes en el 
dendrograma la cantidad óptima de clusters se define como aquella que minimiza las 
segundas diferencias de los valores del índice. Esto coincide con la ocurrencia de “codos” 
significativos en la secuencia. Más aún, se propone también considerar como particiones de 
interés aquellas que se correspondan con mínimos locales de las segundas diferencias de los 
valores de índice BC . Estas ideas son analizadas en los experimentos realizados. 
 

6.5 Sobre las bases de datos de imágenes 
 
Para realizar la experimentación se seleccionaron imágenes de dos fuentes: la base de 
imágenes simuladas del cerebro BrainWeb [194, 195], disponible en 
http://www.bic.mni.mcgill.ca/brainweb/, y la base de datos IBSR del Centro para el 
Análisis Morfométrico del Hospital General de Massachussets (Center for Morphometric 
Analysis at Massachussets General Hospital), que puede ser obtenida en 
http://www.cma.mgh.harvard.edu/ibsr/
 

http://www.bic.mni.mcgill.ca/brainweb/�
http://www.cma.mgh.harvard.edu/ibsr/�
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6.5.1 Base de datos de imágenes simuladas (BrainWeb) 
 
Para la obtención de resultados bajo condiciones controladas se utilizó el simulador 
BrainWeb [196], accesible a través de una interfaz que permite seleccionar los parámetros 
de adquisición de las imágenes. Se han seleccionado imágenes de ponderación T1 de 
sujetos normales simuladas con un  3% de ruido, y valores de heterogeneidades de 
intensidad del 20% y una resolución de 1 mm3

6.5.2 Base de datos de imágenes reales (IBSR) 

, es decir, 1 mm de espesor de corte y un 1 
mm de resolución en ambos planos X e Y. Estos valores son los más comúnmente 
utilizados en la literatura [197-200]. En particular el valor de 3% de ruido es considerado 
un valor típico [200]. Por su  parte, el valor de 20% de heterogeneidad de intensidad se 
considera el valor mayormente encontrado en imágenes de ponderación T1 [199]. Ambos 
representan los valores por defecto de BrainWeb y serán las utilizados, pues facilitan la 
comparación de los resultados. 
 
Unido a las imágenes también se brinda un modelo anatómico digital del cerebro obtenido a 
partir de 27 estudios de alta resolución, convenientemente procesados y clasificados, 
realizados a un mismo individuo. Este modelo promediado muestra detalles de las 
estructuras principales del cerebro que normalmente son enmascaradas por el ruido en las 
imágenes [201]. 
 
Este modelo consiste en una partición de todo el volumen de la cabeza en 10 grupos de 
tejidos (líquido cefalorraquídeo, sustancia gris, sustancia blanca, grasa, músculo/piel, piel, 
cráneo, sustancia neuroglial (interfaz entre el líquido cefalorraquídeo y la sustancia blanca, 
con una intensidad que se encuentra entre la de la sustancia gris y la sustancia blanca), 
tejido conectivo, y fondo. El volumen intracraneal está compuesto por el líquido 
cefalorraquídeo, la sustancia gris, la sustancia blanca y la sustancia neuroglial. 
 
Entre las aplicaciones de este modelo se encuentra la generación de imágenes de resonancia 
magnética simuladas. En el proceso de generación de imágenes simuladas se toma como 
base el modelo anatómico para la obtención de las intensidades de cada tipo de tejido. 
Posteriormente el simulador toma en cuenta el efecto de diferentes parámetros que 
caracterizan el proceso de adquisición de las imágenes incluyendo artefactos tales como el 
volumen parcial, el ruido y las heterogeneidades de intensidad [201]. 
 
De esta manera es posible evaluar un determinado algoritmo de clasificación respecto a los 
parámetros que brinda el simulador. También es posible realizar la comparación de 
diferentes algoritmos sobre el mismo conjunto de imágenes simuladas, evaluando sus 
resultados con respecto al modelo anatómico de referencia. 
  

 
Por su parte la base de datos IBSR (Internet Brain Segmentation Repository) del Centro 
para el Análisis Morfométrico (CAM) del Hospital General de Massachussets (Center for 
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Morphometric Analysis at Massachussets General Hospital)  brinda imágenes de prueba 
con las correspondientes segmentaciones manuales. 
 
Se ha seleccionado un conjunto de datos que incluye imágenes volumétricas de 20 
individuos normales. Las segmentaciones manuales fueron realizadas por investigadores 
entrenados de CAM con la ayuda de un método semiautomático de trazado de contornos a 
partir de los valores de intensidad. Aunque las segmentaciones no pueden ser consideradas 
como la “verdad absoluta” (ground truth), sí brindan una vía razonable para la comparación 
de los métodos de segmentación.  Los 20 estudios fueron seleccionados por IBSR ya que 
cubren un amplio espectro de calidades de imágenes.  
 
Las imágenes de esta base de datos permiten analizar el comportamiento de uno o varios 
métodos de clasificación sobre las mismas imágenes reales, comparando los resultados con 
la segmentación realizada por expertos. IBSR también brinda los resultados de la 
segmentación de los 20 estudios usando 6 métodos automatizados: adaptive MAP, biased 
MAP, fuzzy c-means, Maximum A Posteriori (MAP), tree-structure k-means, así como los 
resultados promediados de 2 expertos sobre las imágenes de 4 sujetos del conjunto [202]. 
Los resultados se reportan respecto a la detección de la sustancia gris y la sustancia blanca. 
Todos los métodos automatizados utilizaron las imágenes que contienen únicamente el 
tejido cerebral, es decir, después de haberse eliminado el cráneo, la piel y grasa, externas al 
cerebro. 
 

6.5.3 Comentarios generales 
 
Para ambas fuentes de imágenes se utilizó el formato Analyze 7.5, desarrollado por The 
Biomedical Imaging Resource at the Mayo Foundation, que puede ser procesado por 
diferentes sistemas. El almacenamiento de las imágenes según este formato utiliza dos 
archivos: un archivo de encabezamiento con extensión .hdr, y un archivo con los píxeles de 
la imagen cuya extensión es .img. En el archivo de encabezamiento se almacena la historia 
y las dimensiones de los datos. Aquí se incluye información acerca de las dimensiones de la 
imagen y de sus píxeles, así como el tipo de datos utilizado para almacenar los valores de la 
imagen, entre otros. El archivo de la imagen es sencillo y contiene los valores de los píxeles 
según el tipo de datos especificado. Más detalles pueden ser consultados en 
http://www.mayo.edu/bir/PDF/ANALYZE75.pdf. 
 
Desde el punto de vista de sus características, existen analogías y diferencias entre las dos 
fuentes de imágenes: 
 

• En ambos casos se tienen imágenes del cerebro. 
• La resolución espacial de las imágenes de BrainWeb es de 1 mm3, mientras que en 

el conjunto de datos IBSR 3 mm3. 

http://www.mayo.edu/bir/PDF/ANALYZE75.pdf�
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• Para ambos casos se dispone de una partición de referencia con la cual comparar los 
resultados. En un caso la referencia es un modelo anatómico (BrainWeb), y en el 
otro una segmentación realizada por expertos. 

• En las imágenes de BrainWeb se puede controlar el nivel de ruido y de 
heterogeneidades de intensidad que caracterizan el proceso de adquisición lo que 
permitiría analizar el comportamiento del método propuesto bajo diferentes 
condiciones. 

• Para el conjunto de datos IBSR los niveles de ruido y de heterogeneidades de 
intensidad no son dados. En este caso el análisis se enfocaría a la correspondencia 
de los resultados que brinda el método propuesto con el que se tiene de los expertos.  

 
Por último, se debe aclarar que en todos los experimentos no se realizó ningún 
preprocesamiento de las imágenes utilizadas. Por otra parte, para medir la desemejanza 
entre píxeles se utilizaron las diferencias cuadráticas de los niveles de intensidad, es decir, 
la distancia euclidiana en el espacio de rasgos. 
 
Tanto el preprocesameinto de las imágenes, como la utilización de otros rasgos 
posiblemente derivados de los valores de intensidad, pueden tener su influencia en el 
proceso de segmentación. Sin embargo, estas problemáticas no están incluidas en los 
objetivos de los análisis que siguen. 
 

6.6 Experimentos con imágenes simuladas de BrainWeb.  Resultados 
 
A continuación se describe el primer experimento realizado en el campo de la 
segmentación de imágenes médicas y se discuten los resultados. 

6.6.1 Objetivo 
 
En este experimento se utilizaron las imágenes de ponderación T1 simuladas de sujetos 
normales, obtenidas en BrainWeb tal y como se describió antes, con el objetivo particular 
de evaluar el efecto del tamaño del radio de la vecindad en la calidad de la segmentación 
que se obtiene con la aplicación del método propuesto. 
 

6.6.2 Requisitos para abordar el objetivo 
 
De las imágenes disponibles se escogió el corte central del volumen simulado (imágenes 
T1, vóxeles de 1 mm3, 3% de ruido y un valor del 20% de heterogeneidades de intensidad). 
La razón que motivó esta selección está dada por el hecho que en este corte aparecen los 
tejidos fundamentales de interés en nuestro caso, es decir, la sustancia blanca, la sustancia 
gris y el líquido cefalorraquídeo. 
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La razón en centrar la atención en sólo tres tejidos está dado por el hecho de ser estos los 
que predominan en la composición del cerebro. En ciertas aplicaciones médicas es de 
interés conocer los volúmenes de estos tejidos con vistas a estimar los daños provocados 
por una enfermedad. Este es el caso, por ejemplo, de la estimación de la atrofia cerebral. 
Este fenómeno aparece en varias enfermedades del sistema nervioso central tales como la 
esclerosis múltiple, la enfermedad de Alzheimer, demencia, entre otras, y provoca pérdida 
de masa encefálica (sustancia blanca y gris) y aumento de líquido cefalorraquídeo, 
alterando de esta manera la proporción de líquido cefalorraquídeo respecto al volumen 
intracraneal [203-206]. 
 
En la Figura 6-1 se muestra el corte seleccionado, (a), así como el modelo anatómico que 
sirve de base en el proceso de generación de las imágenes (b), y que es utilizado como 
segmentación de referencia para evaluar los resultados del método aplicado. 
 
 

 
(a)                                                (b) 

Figura 6-1 Corte central simulado obtenido de BrainWeb con 3% de ruido y 20% de 
heterogeneidades de intensidad (a),  y el modelo anatómico correspondiente (b). 

 

6.6.3 Elección de la región de interés 
 
Dentro del corte seleccionado se trabajó en una región de 75x70 píxeles (ver Figura. 5-2). 
La razón de haber seleccionado esta región se basa en el hecho de que en un ambiente 
clínico normalmente el especialista decide la región que analiza. Además de razones 
computacionales, esta selección evita el hecho de involucrarse con el problema de la 
identificación y separación de los tejidos externos al cerebro, tales como el cráneo, la piel, 
grasa, etc. Por otra parte, en esta región aparecen los tejidos principales del cerebro. 
 
En la Figura. 5-3 se muestra la región de interés ampliada tanto en el corte central 
seleccionado (a), como en el modelo anatómico (b).  
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En el modelo anatómico las tonalidades se corresponden con los tejidos de interés: negro – 
líquido cefalorraquídeo, gris oscuro – sustancia gris, gris claro – sustancia blanca, y blanco 
intenso – sustancia neuroglial. 
 

 
 

Figura 6-2 Región de interés de dimensión 75x70 píxeles en el corte seleccionado. 
 
 

 
(a)                                               (b) 

Figura 6-3 Región de interés ampliada en el corte seleccionado (a), y en el modelo 
anatómico (b). 

 

6.6.4 Selección del radio de la vecindad 
 
El método propuesto toma en cuenta la influencia de los objetos vecinos a la hora de 
realizar la clasificación. Esta influencia se especifica mediante una relación de vecindad 
entre los objetos analizados.  
 
En el problema que nos ocupa, la segmentación de una imagen médica, el objetivo principal 
consiste en detectar regiones homogéneas en cuanto a los valores de intensidad que, es de 
esperar, se correspondan con zonas ocupadas por determinados tipos de tejidos.  
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Cuando una persona examina una imagen pudiéramos pensar que realiza un barrido visual, 
detectando estas zonas homogéneas de interés como zonas de baja variabilidad en los 
niveles de intensidad. El nivel de detalle que se aprecia depende en gran medida de la 
“escala” que se utiliza. Cuando la imagen se observa de cerca se pueden detectar pequeños 
detalles. A medida que la distancia del observador a la imagen es mayor los pequeños 
detalles dejan de ser perceptibles y comienzan a destacarse los patrones más generales. Así, 
por ejemplo, si nos enfocamos en pequeñas zonas de un paisaje podemos identificar un 
árbol con sus hojas y frutos. Por otra parte, si nos alejamos apreciaríamos quizás un bosque, 
un fondo de montañas, el cielo, etc. 
 
En las Figuras 5-4 y 5-5 se muestran ejemplos de éste fenómeno para el caso de la imagen 
de la Figura 6-3a. 
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Figura 6-4 Dendrograma obtenido al segmentar la región de interés de la Fig. 3 
utilizando un radio = 2  (8-vecindad) (a); partición de 4 clusters (b); y de 16 clusters 

(c). 
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En la Figura 6-4 se muestra el dendrograma obtenido al aplicar el método propuesto 
utilizando un radio = 2  (8-vecindad). Las Fig. 5-4b y 5-4c muestran dos particiones de 4 
y 16 clusters, respectivamente, obtenidas al cortar al dendrograma. Los colores han sido 
utilizados únicamente con la finalidad de resaltar los diferentes clusters de cada partición.  
 
Como se puede apreciar, el uso de una vecindad pequeña hace que se vayan detectando 
primero los pequeños detalles. Sin embargo, la correspondencia con el modelo no es tan 
elevada como lo indica, por ejemplo, el índice ajustado de Rand: 0.22 y 0.31 para la 
partición de 4 y de 16 clusters, respectivamente. 
 
La Figura 6-5a muestra el dendrograma obtenido al utilizar una vecindad con radio 20 
píxeles. La utilización de este valor aquí es arbitraria y sirve como elemento de ilustración. 
Una propuesta para la selección del radio será comentada más adelante. A diferencia del 
caso anterior, aquí se aprecia cómo los detalles más generales son detectados con la ayuda 
de una menor cantidad de clusters. Visualmente se aprecia una correspondencia entre los 
resultados de la Figura 6-5b y los de la Figura 6-3b, lo que es corroborado por el índice 
ajustado de Rand que toma el valor 0.88. 
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             (a)                                                                     (b) 

Figura 6-5 Dendrograma obtenido al segmentar la región de interés de la Fig. 3 
utilizando una vecindad con radio de 20 píxeles (a); partición de 3 clusters. 

 
Surge entonces la pregunta: ¿qué radio(s) de vecindad se debe(n) utilizar de manera que 
con el método propuesto se puedan resumir los patrones generales sin una cantidad 
excesiva de clusters? Evidentemente, la respuesta a esta pregunta es dependiente de la 
aplicación y resulta muy difícil emitir una recomendación universal.  
 
Sin embargo, los razonamientos y ejemplos anteriores permiten sugerir una manera 
intuitiva de medir el grado de agrupamiento de los píxeles en la imagen con vistas a sugerir 
un radio vecindad. La idea sería utilizar una ventana de un tamaño dado y desplazarla por 
toda la imagen (ver Figura 6-6). 
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Figura 6-6 Esquema de barrido de una imagen utilizando una ventana deslizante. 

 
En cada posición de la imagen la ventana deslizante define una vecindad del píxel central 
(Ver apartado 3.1). La varianza calculada en esa vecindad representa una medida de la 
variabilidad local de los niveles de intensidad en un píxel dado Así en cada localización 
(píxel) de la imagen se obtiene un valor asociado a la variabilidad local (cf. [130]). La 
varianza de los todos los valores así obtenidos en cada píxel es utilizada para caracterizar 
los cambios de la variabilidad local de las diferentes regiones de la imagen.  
 
De esta manera a una imagen se le asocia una medida de la diversidad de la variabilidad 
local para un tamaño de ventana dado. Este valor se presta a la siguiente interpretación: 
valores altos para una ventana de un tamaño dado son un indicio de la presencia tanto de 
zonas homogéneas como de zonas menos homogéneas. Estas últimas pueden ser zonas 
donde se encuentren fronteras de regiones homogéneas. 
 
Teniendo en cuenta la interpretación anterior se desarrolló un procedimiento para analizar 
el comportamiento del cambio de la varianza de los valores de variabilidad local para 
diferentes tamaños de la ventana deslizante que se resume de la siguiente manera. 
 

1. Para una ventana deslizante de tamaño dado realizar un barrido de la imagen, 
calculando en cada localización de la imagen la variabilidad local (varianza dentro 
de la ventana). 

2. Calcular la varianza de los valores obtenidos en el paso anterior (diversidad de la 
variabilidad local). 

3. Repetir los pasos 1 y 2 para diferentes tamaños de la ventana deslizante. 
 
A modo de ilustración, en la Figura 6-7 se muestra un ejemplo una ventana obtenida al 
utilizar un radio igual a 2 píxeles y la distancia euclidiana para medir las distancias 
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Figura 6-7 Ventana deslizante de radio 2 según la distancia euclidiana. 

 
Empíricamente se obtuvo que el mayor pico de la curva que relaciona el radio de la 
vecindad con el valor de la diversidad local permite sugerir un radio de vecindad con el que 
el método propuesto brinda resultados aceptables. 
 
En la Figura 6-8 se muestran los valores obtenidos para el ejemplo de la Figura 6-3a.  
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Figura 6-8 Gráfico que relaciona el radio de la vecindad deslizante y la diversidad 
local en el ejemplo de la Figura 6-3a. 
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El pico del gráfico se corresponde con un radio de 15 píxeles. A continuación se muestra el 
dendrograma obtenido para un radio de 15 píxeles así como la correspondiente partición 
seleccionada (ver Figura 6-9). 
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Figura 6-9 Dendrograma obtenido al segmentar la región de interés de la Fig. 3 
utilizando una vecindad con radio de 15 píxeles (a); partición de 3 clusters (b); modelo 

anatómico (c). 
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Como se aprecia en las Figuras 5-9b y 5-9c la partición obtenida y el modelo anatómico 
son muy similares. El valor del índice de ajustado de Rand en este caso es 0.92. 
 
Al utilizar el índice de Calinski-Harabazs y el índice de Hartigan para cortar el 
dendrograma la cantidad óptima sugerida de clusters en ambos es 3 (ver Figura 6-10a). Por 
su parte el índice BC  coincide en cuanto a la sugerencia de 3 clusters como mejor partición 
(ver Figura 6-10b). 
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Figura 6-10 Partición de 3 clusters obtenida utilizando el índice de Calinski-Harabzs y 
el índice de Hartigan para realizar el corte del dendrograma de la Fig. 9 (a); 

comportamiento del índice BC   y valor sugerido de 3 clusters (b). 
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Los resultados obtenidos brindan una evidencia empírica de la calidad de las 
segmentaciones que se obtienen mediante la utilización del procedimiento heurístico de 
selección de (los) radio(s) de vecindad a utilizar con el método propuesto. 
 
Ahora bien, si el objetivo es realizar un análisis exploratorio con vistas a obtener varias 
particiones de los datos, se sugiere utilizar no solamente el valor asociado al pico del 
gráfico, si no también un conjunto de radios alrededor del valor sugerido. 
 
En el siguiente apartado se comenta sobre la influencia del radio de la vecindad en los 
resultados obtenidos. 
 

6.6.5 Efecto del radio de vecindad utilizado en los resultados 
 
Como se apunta en el apartado anterior, el radio de vecindad sugerido por el procedimiento 
heurístico diseñado debe ser considerado como una alternativa ante la ausencia de 
información adicional. 
 
Para mostrar de manera cuantitativa la bondad del valor (o valores) sugerido(s) en el 
ejemplo de la Figura 6-3a, se analizó un rango de valores de radios de vecindad alrededor 
del valor obtenido según el procedimiento. Concretamente se analizaron 7 valores 
diferentes de radios de vecindad alrededor del valor 15 sugerido (ver Figura 6-8) que van 
desde un radio de vecindad igual a 11 píxeles hasta un radio de vecindad igual a 20 píxeles.  
 
Para cada radio de vecindad se aplicó el método propuesto y se seleccionó una partición a 
partir del dendrograma. Cada una de las 7 particiones obtenidas se comparó con el modelo 
anatómico utilizando el índice de Rand Ajustado. Los resultados se muestran en la Tabla 6-
1. 
 

Tabla 6-1 Particiones obtenidas con diferentes radios de vecindad 

 CANTIDAD DE CLUSTERS 
Radio 2 3 4 5 6 7 8 9 

11 0.35 0.90* 0.90 0.90 0.85 0.84 0.84 0.82 
12 0.34 0.91* 0.89 0.85 0.85 0.85 0.85 0.83 
13 0.34 0.91* 0.89 0.88 0.88 0.88 0.88 0.86 
14 0.26 0.28 0.29 0.89* 0.88 0.88 0.87 0.85 
15 0.34 0.92* 0.90 0.90 0.90 0.88 0.88 0.83 
16 0.35 0.91* 0.90 0.90 0.85 0.85 0.85 0.83 
17 0.34 0.91* 0.89 0.89 0.89 0.86 0.85 0.85 
18 0.25 0.27 0.28 0.80* 0.80 0.80 0.80 0.80 
19 0.34 0.82 0.83* 0.81 0.81 0.77 0.77 0.77 
20 0.35 0.88* 0.87 0.87 0.86 0.86 0.82 0.82 

 (*) Mayor índice ajustado de Rand para el radio dado. 
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Como se aprecia en los resultados presentados en la Tabla 6-1, la gran mayoría de las 
particiones obtenidas para diferentes radios de vecindad poseen una concordancia elevada 
con el modelo anatómico según el índice ajustado de Rand. Se puede constatar también que 
con un radio de 15 píxeles se obtiene la partición con la mayor concordancia con el modelo. 
 
Este experimento se repitió para varios cortes contendidos en el volumen bajo estudio. En 
el siguiente apartado se presentan y analizan los resultados obtenidos. 
 

6.6.6 Resultados para diferentes cortes en el volumen estudiado 
 
En este experimento se analizaron varios cortes dentro del volumen estudiado. 
Concretamente se seleccionaron 10 cortes por encima y 10 cortes por debajo del corte 
central que se había utilizado en los apartados anteriores los que conforman un volumen de 
70x75x21 mm3 (ver Figura 6-11). 
 
 

 
Figura 6-11 Volumen compuesto por 21 cortes en la zona central seleccionada del 

cerebro. 
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En cada corte se aplicó el algoritmo de agrupamiento aglomerativo jerárquico de enlace 
tipo promedio con restricciones de contigüidad. El radio de vecindad utilizado se obtuvo 
con la ayuda del procedimiento heurístico descrito en el apartado 6.6.4. 
 
En la Tabla 6-2 se presenta el comportamiento de los radios de vecindad sugeridos por el 
procedimiento propuesto para su selección. La variación de los radios resulta bastante 
suave. Esto se puede explicar por el hecho de que el espesor de los cortes es de un 1mm. lo 
que provoca que de un corte al siguiente las variaciones de las estructuras anatómicas no 
sean tan bruscas. 
 

Tabla 6-2 Comportamiento de los radios de vecindad en los 21 cortes 

CORT
E 

-10 -9 -8 -7 -6 -5 -4 -3 -2 -1 

Radio 11 11 11 11 14 15 15 16 15 15 

 
CORTE 0 1 2 3 4 5 6 7 8 9 10 

Radio 15 15 15 15 14 13 13 12 11 10 9 

 
Las particiones de interés asociadas a los 21 cortes se contrastaron con el modelo 
anatómico disponible utilizando el índice ajustado de Rand. Los resultados obtenidos se 
muestran en la Figura 6-12. 
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Figura 6-12 Índice ajustado de Rand para las particiones obtenidas en cada uno de los 

21 cortes seleccionados. 
 
Como se aprecia en la Figura 6-12, las particiones obtenidas en el volumen son de alta 
calidad en comparación con el modelo anatómico según el índice ajustado de Rand. 
 

6.6.7 Conclusiones 
 
En este apartado se ha estudiando el comportamiento del método propuesto en el caso de 
imágenes médicas simuladas. 
 
Se propone un procedimiento heurístico para la selección del radio de vecindad a utilizar en 
el proceso de clasificación en este tipo de aplicación. Los resultados obtenidos corroboran, 
de manera empírica, la calidad de las particiones obtenidas. 
 
El índice BC  utilizado para realizar el corte de los dendrogramas se comporta de manera 
satisfactoria. Los resultados que se obtienen en este caso están en concordancia con los que 
sugieren el índice de Calinski-Harabazs y el de Hartigan. Un elemento a favor de la calidad 
de las particiones resultantes lo constituyen los altos valores del índice ajustado de Rand. 
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El esquema de trabajo presentado permite sugerir la idea de utilizar el método propuesto 
como base para la construcción de un ambiente interactivo de análisis exploratorio de 
imágenes que permita obtener particiones con diferentes grados de detalles según las 
necesidades del usuario. 
 

6.7 Experimentos con imágenes reales de IBSR.  Resultados 
 
En este apartado se presentan los experimentos realizados con imágenes de resonancia 
magnética reales obtenidas de la base de datos IBSR (Internet Brain Segmentation 
Repository) del Centro para el Análisis Morfométrico (CAM) del Hospital General de 
Massachussets [202]. 
 
Se obtuvieron 20 juegos de datos de personas normales junto con las correspondientes 
segmentaciones manuales. Cada uno de los juegos de datos se identifica con una 
combinación numérica. Así se tienen los sujetos 5_8, 4_8, 2_4, 6_10, 15_3, 16_3, 17_3, 
8_4, 7_8, 110_3, 111_2, 112_2, 100_23, 202_3, 191_3, 12_3, 13_3, 1_24, 205_3 y 11_3. 
 
Estos 20 estudios cubren un amplio espectro de calidades de imágenes, razón por la cual 
han sido escogidas por IBSR. 
 
Cada estudio se compone de un conjunto imágenes de dimensión 256x256 píxeles 
correspondientes a cortes consecutivos sin separación de espesor igual a 3.0 mm. Hemos 
utilizadas los juegos de datos transformados a 8 bits que contienen solamente la región del 
cerebro. 
 
Nuestro interés principal ha sido la segmentación de la sustancia gris y la sustancia blanca 
pues estos son los tipos de tejidos predominantes en el cerebro, junto al líquido 
cefalorraquídeo. Para un corte dado se selecciona una región de interés donde estén 
presentes los tejidos principales de interés. El procesamiento de una determinada zona de 
interés está dado principalmente por dos razones: (a) se requiere menor tiempo 
computacional; (b) en un ambiente clínico los usuarios están normalmente interesados en 
ciertas zonas, por ejemplo, la región donde se localiza un tumor. 
 

6.7.1 Objetivo 
 
El objetivo principal de estos experimentos es evaluar, en el caso de  imágenes reales, la 
calidad de las particiones que se obtienen en comparación con el conocimiento disponible, 
tanto las segmentaciones manuales como los resultados obtenidos por otros métodos de 
segmentación. 
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6.7.2 Requisitos para abordar el objetivo 
 
Para evaluar la calidad de las particiones obtenidas con el método propuesto se utilizó el 
índice de Jaccard descrito con anterioridad. En el caso de las imágenes, este índice puede 
ser visto como una medida de solapamiento. 
 
Si denotamos por AR  una región segmentada por un método automatizado, y por MR  la 
correspondiente zona que ha sido segmentada manualmente, entonces el índice puede ser 
escrito de la siguiente forma (cf. apartado 6.4): 
 

( ), A M
A M

A M

R R aJ R R
R R a b c

= =
+ +





 

 
El índice representa la fracción de píxeles que son clasificados como pertenecientes a la 
región que se analiza en ambas segmentaciones respecto a todos los píxeles clasificados 
como pertenecientes a la región en al menos una de las segmentaciones.  
 
Se debe notar que en esta definición el universo de análisis lo constituye la unión de las 
regiones y, por tanto, en el esquema dado en el apartado 6.4, y que se reproduce a 
continuación levemente modificado, 
 

  MR  
  Agrupados Desagrupados 

AR  Agrupados a b 
Desagrupados c d 

 
la cantidad d no se toma en cuenta, y más aún es igual a 0 en este contexto. Allá se 
comparan particiones y aquí sólo dos regiones y al ser d igual a 0 el índice de Jaccard y el 
el Rand resultan iguales desde el punto de vista computacional. 
 
El índice toma el valor 1 cuando ambas segmentaciones coinciden completamente, mientras 
el valor 0 evidencia un desacuerdo total. 
 

6.7.3 Elección de la región de interés 
 
Aquí se procedió de manera similar al experimento anterior. En cada uno de los cortes 
procesados se seleccionó una región de interés de 30x30 píxeles que contuviera los tejidos 
de interés. En la Figura 6-13 se muestra, a modo de ejemplo, el corte 30 del sujeto 191_3. 
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Sujeto: 191_3; Corte: 30

(a) Imagen original (b) Segmentación manual

(c) Región de interés (d) Región de interés segmentada
 

Figura 6-13 Corte de ejemplo (a); la segmentación manual correspondiente (b); la 
región de interés seleccionada (c); y la región de interés segmentada manualmente. 

 
La región seleccionada, además de ser representativa de los tejidos principales, incluye 
fronteras entre ellos que no aparecen claramente delineadas. 

6.7.4 Selección del radio de la vecindad 
 
Como se ha evidenciado antes, el tamaño de la vecindad tiene un impacto importante en los 
resultados que se obtienen con el método propuesto. En general radios pequeños tienden a 
producir resultados peores que los que se obtienen con radios mayores. 
 
En este caso se optó por utilizar los valores sugeridos por el procedimiento empírico 
introducido en el apartado 6.6.4. En la Figura 6-14 se muestra el radio de vecindad sugerido 
para el ejemplo de la Figura 6-13. 
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Imagen original 
 Tamaño: 30 x 30 píxeles
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Figura 6-14 Valores de diversidad local para diferentes radios de vecindad en el 
ejemplo de la Figura 6-13. 

 
Se debe enfatizar que la selección de este parámetro es un problema práctico muy 
dependiente de la aplicación. De ahí que la interpretación de los resultados que se obtengan 
debe tener presente estas cuestiones. 
 

6.7.5 Análisis de los resultados en un ejemplo 
 
Con vistas a ilustrar el procedimiento seguido, se presentan y analizan a continuación los 
resultados obtenidos con el ejemplo de la Figura 6-13. 
 
El método propuesto fue utilizado para procesar la región de interés de la Figura 6-13c.  
 
El dendrograma obtenido se muestra en la Figura 6-15. A partir del dendrograma es posible 
obtener una representación de la imagen a diferentes escalas. 
 
 
 



198 
 

 

2527161711  91213  5  322  223292614182021243028  615  8  410  719  1
0

0.5

1

1.5

2

2.5

x 10
4

 
Figura 6-15 Dendrograma obtenido para el caso de ejemplo de la Figura 6-13. 

 
El índice BC  se decanta por una partición de 3 clusters (ver Figura 6-16).  
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Figura 6-16 Comportamiento de índice BC  el ejemplo de la Figura 6-13. 
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En este caso se define con claridad una partición de 3 clusters que, por demás, guarda 
relación directa con la cantidad de tejidos a identificar en la región. 
 
En la Figura 6-16 se muestra la segmentación obtenida junto a la imagen de la región de 
interés y la segmentación manual 
 

   
(a) (b) (c) 

Figura 6-17 Segmentación obtenida (a); original (b); segmentación manual (c). 
 
Los valores del índice de Jaccard para los tejidos de interés, sustancia gris, sustancia 
blanca, así como el fondo son 0.64269, 0.56125 y 1, respectivamente. Estos valores de 
solapamiento de los clusters pueden parecer relativamente bajos, excepto para el caso del 
fondo. Aquí se debe tener en cuenta que la partición de referencia que se toma es la 
segmentación manual. Como se comentaba anteriormente, la segmentación manual no debe 
ser asumida como la “verdad absoluta” pues su proceso de obtención pasa por la 
subjetividad humana. 
 
La Figura 6-17 permite realizar una valoración comparativa y evidencia la dificultad que 
surge al identificar la frontera entre la sustancia gris y la sustancia blanca. Sin embargo, 
desde el punto de vista visual nos parece que la segmentación del algoritmo se corresponde 
mejor con la imagen original que la segmentación manual. 
 
Aquí se debe tener en cuenta también la resolución con la que fueron obtenidas las 
imágenes. El espesor de los cortes es de 3 mm. y esto provoca que los píxeles cercanos a las 
fronteras entre diferentes tipos de tejidos representen en realidad una combinación de estos 
tejidos. Este fenómeno es conocido como efecto de volumen parcial y, como se mencionó 
en el apartado 1.4, es un elemento que incide en el proceso de segmentación. 
 
Para completar la discusión de los resultados, en la Figura 6-18 se muestran las particiones 
de 2, 3, 4 y 5 clusters obtenidas a partir del dendrograma. 
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(a) (b) 

  
(c) (d) 

Figura 6-18 Segmentación de 2 clusters (a), de 3 clusters (b), de 4 clusters (c), y de 5 
clusters (d). 

 
La segmentación en dos clusters identifica claramente el fondo y el tejido cerebral. En el 
caso de la Figura 6-18c se aprecia que la región ocupada por la sustancia gris, identificada 
en la Figura 6-18a, aparece ahora subdividida. La Figura 6-18d es muy similar a la de tres 
clusters, excepto por el hecho de la subdivisión, casi imperceptible,  que aparece en las 
partes central y derecha. 
 
El nuevo cluster que aparece en la Fig. 6-18c parece tener una explicación razonable desde 
el punto de vista médico. El tejido cerebral en su conjunto está rodeado por líquido 
cefalorraquídeo que ocupa las cavidades o espacio subaracnoideo [207] (ver Figura 6-19). 
Esto incluye las hendiduras o cavidades de la corteza conocidas como surcos. Esta fina 
capa de tejido es la que parece corresponderse con el líquido cefalorraquídeo que no 
aparece identificado en la segmentación manual (cf. Figura 6-18b). Lo anterior está en 
correspondencia con lo planteado por otros acerca del hecho de que los datos de IBSR no 
identifican todo el líquido cefalorraquídeo [198] y resulta un hallazgo interesante que está 
asociado a la posibilidad de visualizar los datos a diferentes escalas o resoluciones. 
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Figura 6-19 Esquema de las estructuras que cubren el encéfalo del hombre. 

 

6.7.6 Resultados generales 
 
Siguiendo el procedimiento descrito antes se procesaron imágenes de cada uno de los 20 
conjuntos de datos de IBSR. Los valores del índice de Jaccard fueron calculados en cada 
caso para la sustancia gris y la sustancia blanca en todas las regiones de interés 
seleccionadas. Esta es una estrategia común en un ambiente clínico, donde el especialista se 
centra en determinadas zonas de interés. 
 
Aparte de razones computacionales, en nuestra opinión las zonas seleccionadas son 
representativas de los tejidos cerebrales y pueden ser tomadas como base para la 
comparación. El procesamiento de los volúmenes completos resultaría más costoso aunque 
no imposible. Una posibilidad sería realizar análisis de las imágenes por bloques. 
 
El índice de Jaccard promedio obtenido al utilizar el método propuesto es de 0.657 ± 0.178 
para la sustancia gris, y 0.712 ± 0.120 para la sustancia blanca. Los resultados obtenidos 
para cada uno de los sujetos en las regiones de seleccionadas se muestran en la Tabla 6-3. 
Estos valores pueden ser considerados como una primera aproximación a la comparación 
con los reportados por los seis métodos de segmentación y los resultados de los dos 
expertos sobre cuatro cerebros de sujetos normales. 

Pared craneal 

Duramadre 

Aracnoides 
Espacio subdural 

Piamadre 

Espacio 
subaracnoideo 
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Tabla 6-3 Valores de índice de Jaccard para cada sujeto por tipo de tejido 

SUJETOS GRIS BLANCA 
5_8 0,88048 0,80471 
4_8 0,85598 0,657 
2_4 0,83511 0,8913 
6_10 0,74556 0,83591 
15_3 0,76512 0,73753 
16_3 0,645 0,71166 
17_3 0,31024 0,56546 
8_4 0,6654 0,59839 
7_8 0,864 0,87137 
110_3 0,41075 0,71698 
111_2 0,5436 0,8814 
112_2 0,71875 0,69748 
100_23 0,49206 0,69288 
202_3 0,71399 0,61972 
191_3 0,64269 0,56125 
12_3 0,86647 0,86765 
13_3 0,36909 0,63031 
1_24 0,62675 0,76812 
205_3 0,75267 0,66571 
11_3 0,44598 0,47149 
Promedio 0,657485 0,712316 

 
 
En la Figura 6-20 se muestran los índices promedio para la sustancia gris y la sustancia 
blanca obtenidos por varios métodos de segmentación facilitados por IBSR. Ellos incluyen 
los siguientes: adaptive MAP, biased MAP, fuzzy c-means, Maximum A Posteriori 
Probability (MAP), Maximum-Likelihood, tree-structure k-means, y segmentaciones  
manuales de otros 2 expertos sobre 4 cerebros de sujetos normales [194]. 
 
Los resultados pueden parecer bajos. Sin embargo, como ya se ha comentado, se debe tener 
en cuenta que los datos contienen imágenes de diferentes calidades. Por otra parte, el 
espesor de 3 mm. de los cortes tiene un impacto en el desempeño de los métodos de 
segmentación. Es por esa razón que estos resultados deben ser considerados válidos en este 
contexto únicamente. 
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Figura 6-20 Índice promedio para la segmentación de la sustancia gris y de la 
sustancia blanca. 

 

6.7.7 Conclusiones 
 
En este apartado se ha estudiado el comportamiento del método propuesto en el caso de 
imágenes médicas reales. 
 
Se aprecia que el índice BC  propuesto se comporta de manera satisfactoria y sus resultados 
se acercan en gran medida a los “reales” disponibles en forma de segmentaciones manuales. 
 
Los resultados obtenidos evidencian, de manera empírica, que el comportamiento del 
método en el contexto de aplicación seleccionado es satisfactorio tanto desde el punto de 
vista de las segmentaciones manuales disponibles, como en comparación con otros métodos 
de segmentación. Para una comparación más completa se requieren experimentos 
adicionales. 
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6.8 Experimentos para acelerar la ejecución del algoritmo.  Resultados 
 
Según se analizó en el capítulo anterior el comportamiento del método de agrupamiento 
jerárquico aglomerativo de tipo enlace promedio con restricciones de contigüidad posee un 
comportamiento temporal cuadrático en el peor caso en función de la cantidad de píxeles a 
procesar.  
 
Independientemente de que empíricamente se mostró que este comportamiento puede ser 
en realidad sub-cuadrático (ver apartado 5.8), a medida que crece la cantidad de píxeles el 
procesamiento puede llegar a ser costoso computacionalmente. 
 
Por otra parte, el método propuesto conduce a soluciones en las cuales la separación 
(desemejanza) promedio entre clusters, teniendo en cuenta las restricciones de contigüidad 
espacial, es alta. De manera implícita la homogeneidad de los clusters tiende a ser alta. 
 
En este apartado se explora un heurístico con el fin de disminuir el tiempo de 
procesamiento para obtener a la solución según el método propuesto. El heurístico está 
concebido para la reducción de la cantidad de objetos que se someten al algoritmo de 
agrupamiento jerárquico aglomerativo con restricciones, cuestión ésta que debe redundar en 
la disminución del tiempo de procesamiento. 
 

6.8.1 Objetivo 
 
El objetivo principal de estos experimentos es evaluar el efecto del heurístico sugerido en 
las particiones que se obtienen en ausencia de referentes para la comparación en el caso de  
imágenes reales de pacientes de esclerosis múltiple (EM) en cuanto al tiempo de 
procesamiento requerido para su obtención, así como en su calidad intrínseca. 
 

6.8.2 Requisitos para abordar el objetivo 
 
Para los análisis que siguen se han seleccionado imágenes de RM de pacientes de EM. La 
EM es una enfermedad del sistema nervioso central que afecta fundamentalmente la 
sustancia blanca en personas adultas jóvenes.  Caracterizada por primera vez por Charcot 
[208], puede provocar discapacidades severas en los pacientes, e incluso causar la muerte.  
Aunque sus causas no están plenamente establecidas, se plantea que está condicionada por 
factores medioambientales y por cierta susceptibilidad genética. 
 
Tradicionalmente se ha considerado que la EM es una enfermedad que ataca la mielina 
presente en el cerebro y la médula ósea.  Sin embargo, se conoce que también las fibras 
nerviosas (axones) son objeto de daño, desapareciendo junto con las células  a las cuales 
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están enlazadas. Desafortunadamente no existen marcadores de laboratorio que midan de 
manera exacta, tanto la desmielinización, como el daño axonal en las etapas tempranas de 
la enfermedad cuando no abundan aún muchos síntomas clínicos. 
 
El daño acumulado producto de la pérdida de mielina, el daño axonal, y la pérdida de éstos 
en su conjunto se manifiesta a través de la “desaparición de tejido”, tanto en el cerebro 
como en la médula ósea. A esta perdida de tejido se le denomina atrofia. Los espacios que 
se van generando son ocupados por el líquido cefalorraquídeo. 
 
En la Figura  6-21 se muestran imágenes de RM de pacientes de EM obtenidas según el 
protocolo FLAIR (Fluid Attenuated Inversion Recovery) mediante el cual es posible 
suprimir la intensidad del líquido cefalorraquídeo. 
 
 

 
Figura 6-21 Imágenes de pacientes de EM. 

 
En las imágenes se aprecia la disminución del volumen del tejido cerebral provocado por la 
enfermedad. Las zonas de alta intensidad están asociadas a las lesiones presentes en la 
sustancia blanca. 
 

6.8.3 Descripción del heurístico 
 
El algoritmo propuesto comienza el procesamiento considerando cada píxel como un 
cluster. Empíricamente, en el capítulo anterior (ver apartado 5.8) se mostró que la 
complejidad computacional puede considerarse sub-cuadrática en función de la cantidad de 
píxeles, aunque no es menos cierto que a medida que crece la cantidad de píxeles el 
procesamiento puede llegar a ser costoso. 
 
La idea es utilizar entonces el siguiente heurístico. En la primera fase del algoritmo se 
mezclan todos aquellos píxeles vecinos cuya desemejanza se encuentre por debajo de un 
valor ε definido de antemano. De esta manera la cantidad de clusters con la que comienza 
el algoritmo se reduce. Se debe señalar que esta reducción se obtiene a costa de perder los 
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primeros niveles del dendrograma original. Sin embargo, estos primeros niveles por lo 
general no son tan importantes desde el punto de vista del análisis de los datos. Más aún, 
desde el punto de vista práctico usualmente resultan de interés aquellas particiones que 
contengan una cantidad pequeña de clusters. Precisamente estas particiones se obtienen en 
las últimas etapas del dendrograma [209, 210].  
 
Al finalizar el proceso de reducción y con vistas a aplicar el método propuesto es necesario 
mantener actualizada la relación de vecindad entre los clusters resultantes. Con este fin se 
pueden aplicar dos estrategias: (a) partir de la relación de vecindad inicial entre clusters 
singulares e ir actualizando la relación de adyacencia; (b) realizar las fusiones y luego 
calcular las relaciones de vecindad 
 
La primera estrategia presupone el análisis de cada par de vecinos y su fusión en el caso 
que la desemejanza se encuentre por debajo del umbral establecido. Luego de la fusión se 
realiza la actualización de las relaciones de vecindad entre el cluster recién modificado y el 
resto. Esta estrategia es muy similar al método propuesto, excepto en el hecho de que en 
cada paso no es necesario fusionar el par de clusters que posea desemejanza mínima. 
 
Para el caso de la segunda estrategia se puede proceder de la siguiente manera. Se 
construye un grafo no dirigido que contenga un vértice por cada píxel y una arista entre dos 
vértices si y sólo si ellos son vecinos y además la desemejanza entre ambos no sobrepasa el 
umbral ε establecido. La etapa de reducción es equivalente entonces a la obtención de los 
componentes conexos del grafo así creado. La obtención de los componentes conexos se 
puede lograr en un tiempo O(n+m), donde n es la cantidad de vértices y m la cantidad de 
aristas [211, 212]. Una vez obtenidos los componentes conexos se hace necesario propagar 
la relación de vecindad inicial. Debemos recordar aquí que para la utilización del método 
propuesto se requiere conocer el grado de contigüidad relativa entre clusters con vistas al 
cálculo de la desemejanza entre ellos (ver apartado 5.4). 
 

6.8.4 Evaluación experimental del heurístico 
 
Para analizar el comportamiento del heurístico de reducción de los datos se ha procedido de 
manera similar a los apartados anteriores. Primeramente se ha seleccionado una región de 
interés y luego se ha aplicado el procedimiento de selección del radio de vecindad descrito 
antes. 
 
En la Figura 6-22 se presenta a modo de ilustración una imagen utilizada con la región de 
interés destacada. 
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Figura 6-22 Región seleccionada en una imagen de un paciente de EM. 

 
La Figura 6-23 muestra la región de interés ampliada, así como el radio de vecindad 
sugerido por el procedimiento de selección. El valor de radio escogido se utiliza para 
definir la relación de vecindad entre píxeles durante todo el procesamiento. 
 

Imagen original 
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Figura 6-23 Radio de vecindad sugerido para la región de interés seleccionada. 
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Un aspecto práctico a resolver para la aplicación de heurístico consiste en la determinación 
del umbral ε. Es evidente que a medida que este umbral aumenta mayor será la cantidad de 
píxeles que se fusionan en clusters como resultado de la aplicación del heurístico limitando 
de esa manera la cantidad de particiones posibles a obtener al aplicar el método propuesto. 
 
Varios procedimientos pudieran ser sugeridos para buscar un umbral. Así por ejemplo, es 
posible analizar la distribución de las desemejanzas entre pares de píxeles y seleccionar el  
umbral como la desemejanza asociada a un determinado valor. La utilización de este 
procedimiento permite controlar qué por ciento de enlaces entre píxeles son suprimidos. Sin 
embargo, la reducción efectiva en cuanto a la cantidad de clusters que se obtienen guarda 
estrecha relación con el radio de vecindad utilizado en el procesamiento. 
 
En el contexto de esta aplicación se ha observado de manera empírica que con umbrales 
pequeños, por ejemplo diferencias de 0 y 1 unidades de intensidad de los píxeles, se 
obtienen resultados aceptables. La utilización de estos umbrales es equivalente a tener en 
cuenta en la etapa asociada al heurístico solamente aquellos píxeles que sean vecinos entre 
sí y cuyas diferencias de intensidades sean a lo sumo igual a 1. A continuación se discuten 
estos resultados. 
 

6.8.4.1 Escenarios experimentales 
 
La evaluación experimental del heurístico toma como base tanto las particiones obtenidas 
como los tiempos de ejecución. 
 
Se han analizado los siguientes escenarios de procesamiento: 
 

a) Método de enlace promedio (average-link). 
b) Método propuesto sin heurístico. 
c) Método propuesto con heurístico y umbral igual a 0. 
d) Método propuesto con heurístico y umbral igual a 1. 
e) Método k-means. 

 
Los escenarios (a) y (e), se refieren a métodos clásicos muy utilizados, que aunque 
funcionan sin tener en cuenta la estructura espacial de los píxeles, pueden servir útiles 
como referentes de comparación. El caso (a) es el equivalente del método propuesto y el (e) 
es un método rápido desde el punto de vista computacional. Los resultados que se reportan 
se refieren a las implementaciones de Matlab. 
 
El escenario (b) ocurre bajo las mismas condiciones descritas en los apartados anteriores, es 
decir, se ejecuta el método propuesto partiendo de la partición formada por clusters 
singulares. 
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Los escenarios (c) y (d), por su parte, se refieren a la aplicación del heurístico con 
diferentes umbrales. En el caso (c) se activan enlaces entre píxeles vecinos que sean 
exactamente iguales en términos de intensidad. El caso (d) permite además de las 
condiciones anteriores que se consideren píxeles cuya diferencia de intensidades sea menor 
o igual que 1. 
 

6.8.4.2 Análisis de las particiones obtenidas 
 

6.8.4.2.1 Escenario (a) 
 
El escenario (a) consiste en una corrida del método de enlace promedio (average-link) 
sobre los píxeles de la imagen sin considerar la estructura espacial. 
 
Una vez obtenido el dendrograma (ver Figura 6-24) se muestran las particiones asociadas a 
las últimas etapas (ver Figura 6-25). 
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Figura 6-24 Dendrograma obtenido para el escenario (b). 
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2 clusters 3 clusters 4 clusters 5 clusters

6 clusters 7 clusters 8 clusters 9 clusters

 
Figura 6-25 Particiones obtenidas en el escenario (a). 

 
En este caso se puede señalar que las particiones de 2 a 6 clusters capturan de manera 
aceptable las principales regiones en la imagen. Ya a partir de la partición de tamaño 7 se 
comienza a apreciar cierto grado de sobre-segmentación. 
 
Un elemento no favorable a señalar consiste en el elevado tiempo de procesamiento 
(209.233 segundos ≈ 3.5 minutos, incluyendo el cálculo de las distancias) requerido para 
obtener el dendrograma. 
 

6.8.4.2.2 Escenario (b) 
 
A continuación se presentan los resultados asociados al escenario (b), es decir, la aplicación 
del método propuesto sin la utilización del heurístico. En este, y el resto de los escenarios 
que siguen se utilizó la vecindad de 16 píxeles sugerida por el procedimiento de selección 
(ver apartado 6.6.4). 
 
La Figura 6-26 muestra el dendrograma obtenido. Aquí como en los demás casos nuestro 
interés se concentra en las particiones que se derivan de las últimas etapas de construcción 
del dendrograma. Estas son, usualmente, las de mayor interés práctico pues permiten 
resumir los datos en una pequeña cantidad de grupos. 
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Figura 6-26 Dendrograma obtenido para el escenario (b). 

 
 
El análisis del dendrograma utilizando el índice BC  apunta hacia la partición de 3 clusters, 
aunque también como segunda opción sugiere la partición de 5 clusters (ver Figura 6-27). 
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Figura 6-27 Comportamiento del índice BC   en el Escenario (b). 
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En la Figura 6-28 se muestran las particiones con cardinalidades que van desde 2 hasta 9 
clusters obtenidas a partir del dendrograma. 
 
 

2 clusters 3 clusters 4 clusters 5 clusters

6 clusters 7 clusters 8 clusters 9 clusters

 
Figura 6-28 Particiones obtenidas en el escenario (b). 

 
La partición que consiste en dos clusters separa las partes oscuras de la imagen de las 
claras. Ya en las particiones de 3 y 4 clusters se comienzan a destacar las zonas de más alta 
intensidad. 
 
En la partición de 5 clusters se aprecian claramente las zonas de intensidad media alta. Ya a 
partir de la partición de 6 clusters comienzan a aparecer más detalles en los grupos oscuros. 
 
En comparación con el Escenario (a) el tiempo de ejecución disminuye a 47.252 segundos, 
es decir, a menos de un minuto. Si le agregamos el tiempo requerido para el procesamiento 
inicial de las vecindades de los píxeles (8.259 segundos) el tiempo total sería 55.511 
segundos. La implementación (en Matlab) de la obtención de los vecinos en la etapa inicial 
es susceptible de un refinamiento con vista a optimizar el uso de la memoria y hacerlo 
menos costos en tiempo. Estos comentarios son válidos también para los escenarios (c) y 
(d). 
 
En general la disminución del tiempo está en correspondencia con los resultados del 
apartado 5.8.  
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6.8.4.2.3 Escenario (c) 
 
En el escenario (c) el método propuesto es aplicado luego de efectuar una reducción de los 
datos según el heurístico. En la Figura 5-29 se muestra la distribución de las distancias 
entre los píxeles. 
La etapa de reducción en este caso utiliza un umbral igual a 0. Se observa que no es muy 
frecuente pero la disminución del número de aristas en el grafo correspondiente que se 
logra acelera de manera importante la ejecución del algoritmo propuesto. 
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Figura 6-29 Diagrama de barras de distancias entre píxeles. 

 
A continuación se muestran los resultados obtenidos. 
 

• Radio de vecindad escogido: 16 
• Total de aristas iniciales: 942170 
• Total de aristas que cumplen la condición impuesta por el umbral: 16174 (1.72%) 
• Cantidad inicial de clusters = 3078 (57*54 píxeles) 
• Componentes conexos obtenidos = 280 (clusters) 
• Reducción (% de clusters eliminados) = 90.90% 
• Tiempo de obtención de componentes conexos = 0.086 segundos. 
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Como se puede apreciar la utilización de un umbral igual a 0 provoca una reducción 
importante de los datos del 90% aproximadamente. Los 280 clusters resultantes son los 
componentes conexos del grafo obtenido al imponer las condiciones de vecindad entre 
píxeles y de igualdad de intensidades. 
 
Estos 280 clusters son sometidos entonces al algoritmo jerárquico propuesto, pasando por 
una etapa previa de ajuste de la relación de vecindad entre estos nuevos clusters tomando 
como base la relación de vecindad inicial entre píxeles. 
 
Los tiempos de estas dos etapas son los siguientes: 
 

• Preparación de los datos: 0.255 segundos 
• Ejecución del algoritmo: 0.165 segundos 

 
Si se incluye la etapa de procesamiento de las vecindades (8.259 segundos), el tiempo de 
obtención de los componentes conexos (0.086 segundos), así los tiempos de algoritmo 
(0.255+0.165 segundos), el tiempo total resultante sería igual a 8.765 segundos que es 
significativamente menor que el caso de los Escenarios (a) y (b). 
 
En la Figura 6-30 se muestra el dendrograma obtenido. 
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Figura 6-30 Dendrograma obtenido para el escenario (c). 
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La sugerencia del índice BC  (ver Figura 6-31) descansa en la partición de 4 clusters donde 
se destacan las zonas de baja media y alta intensidad presentes en la imagen. 
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Figura 6-31 Comportamiento del índice BC  en el Escenario (c). 

 
En la Figura 6-32 contiene las particiones asociadas a las etapas finales. Según se puede 
apreciar, las particiones obtenidas guardan cierta semejanza con las obtenidas en el 
Escenario (b). 
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Figura 6-32 Particiones obtenidas en el escenario (c). 
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Las regiones intensidad media se comienzan a revelar en la partición de 4 clusters de 
manera similar a lo que ocurre en el Escenario (b). Las zonas de alta intensidad se 
vislumbran a partir de la partición de 8 clusters, a diferencia del Escenario (c) donde se 
aprecian ya en la partición de 3 clusters. 
 
Esto apoya la idea de que la pérdida de información asociada a la etapa de reducción 
utilizando un umbral igual a 0 no influye de manera muy significativa en los resultados 
finales y permite obtener una disminución sustancial del tiempo de procesamiento.  
 

6.8.4.2.4 Escenario (d) 
 
En este escenario la única modificación consiste en llevar el umbral hasta el valor 1, es 
decir, se permite establecer enlaces entre aquellos píxeles que además de ser vecinos 
posean una diferencia de intensidad a lo sumo igual a 1. Los resultados de la ejecución se 
muestran a continuación. 
 

• Radio de vecindad escogido: 16 
• Total de aristas iniciales: 942170 
• Total de aristas que cumplen la condición impuesta por el umbral: 49109 (5.21%) 
• Cantidad inicial de clusters = 3078 (píxeles) 
• Componentes conexos obtendiso = 35 (clusters) 
• Reducción (% de clusters eliminados) = 98.86% 
• Tiempo de obtención de componentes conexos = 0.328 segundos. 

 
En este caso el porciento de aristas que cumplen la condición impuesta por el umbral ha 
pasado de 1.72% (Escenario (c)) a 5.21%. En cuanto al porciento de reducción en la 
cantidad de clusters éste varía del 90.90% (Escenario (c)) al 98.86%. 
 
Por su parte los tiempos de ejecución del método propuesto junto a la etapa de preparación 
de los datos son los siguientes. 
 

• Preparación de los datos: 0.237 segundos. 
• Ejecución del algoritmo: 0.0004 segundos. 

 
Como en los casos anteriores el procesamiento incluye varios componentes: procesamiento 
de la vecindad, obtención de los componentes conexos y las etapas del algoritmo. Esto hace 
que el tiempo de ejecución sea de 8.824 segundos lo que representa un aumento en el 
tiempo total de cerca del 1% respecto al Escenario (c). Este aumento se explica, 
específicamente, por la etapa de reducción. Esta etapa resulta más costosa pues el grafo 
resultante de aplicar el umbral contiene mayor cantidad de aristas. 
 
Sin embargo, si se analizan los tiempos de ejecución del algoritmo propiamente dicho, es 
decir, los tiempos de preparación de los datos que se le suministran y de construcción de la 
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jerarquía, se aprecia una reducción de cerca del 50% (0.2374 segundos aquí y 0.420 
segundos en el Escenario (c). 
 
Aquí el aumento del umbral lleva asociado, como es de esperar, un aumento en la cantidad 
de enlaces entre píxeles vecinos que se activan. Ello a su vez conduce a una elevada 
reducción del 98% de los datos iniciales: de 3078 clusters singulares (píxeles), hasta 
solamente 35 clusters. 
 
Debemos hacer notar que los píxeles que se ubican como miembros de un componente 
conexo en la etapa de reducción nunca se separarán de éste. La Figura 6-33b muestra los 35 
clusters resultantes de la etapa de reducción. Como se puede apreciar las zonas de 
intensidad medio alta han sido ‘fundidas’ con el gran fondo gris desde un inicio y por tanto 
nunca serán subdivididas. Es por esta razón que en general una excesiva reducción de los 
datos no es un fenómeno muy deseado. 
 

 
(a)                                            (b) 

Figura 6-33 Imagen original (a); imagen después de la reducción (b). 
 
En la Figura 6-34 se muestra el dendrograma obtenido en el caso del Escenario (d). 
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Figura 6-34 Dendrograma obtenido para el escenario (d). 

 
 
Como se aprecia en la Figura 6-35 el índice BC  apunta hacia la partición de 4 clusters. 
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Figura 6-35 Comportamiento del índice BC   en el Escenario (d). 

 
La Figura 6-36 muestra las particiones obtenidas en este caso. Esta vez las particiones 
resultan más “nítidas” y resaltan bien las zonas oscuras y las de más alta intensidad.  
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Figura 6-36 Particiones obtenidas en el Escenario (e). 

 
Como se comentó antes, y por efecto de la etapa de reducción, las particiones subsiguientes 
solamente incluirán refinamientos de los clusters ya existentes teniendo como tope los 35 
clusters generados en la etapa de reducción. 
 

6.8.4.2.5 Escenario (e) 
 
Este escenario consiste en la corrida del método k-means sobre los píxeles de la imagen, 
considerando sólo los valores de intensidad sin tener en cuenta la estructura espacial. La 
implementación utilizada realiza 10 corridas del algoritmo con centroides iniciales 
aleatorios y devuelve como resultado la partición de menor error cuadrático. 
 
El método fue corrido para obtener las particiones con cardinalidad desde 2 hasta 9 clusters 
(ver Figura 6-37).  
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Figura 6-37 Particiones obtenidas en el escenario (a). 

 
Los tiempos obtenidos se muestran en la Tabla 6-4. 
  

Tabla 6-4 Tiempos del algoritmo k-means. 

K 2 3 4 5 6 7 8 9 PROMEDIO 
Tiempo 

(segundos) 0.021 0.022 0.015 0.020 0.057 0.064 0.028 0.074 0.0376 

 
 
Las particiones más naturales, desde el punto de vista de la segmentación, obtenidas con el 
método k-means son las de 2 y 3 clusters. En la partición de cardinalidad 2 se diferencian 
las regiones oscuras y las más claras, mientras en la partición de cardinalidad 3 se revela 
además la zona de intensidad más alta. 
 
Un aspecto positivo a resaltar son los bajos tiempos de ejecución, inferiores a todos los 
casos examinados anteriormente. En cuanto a la calidad de las segmentaciones se aprecia 
que ya partir de la partición de 4 clusters se comienza a manifestar un cierto efecto de 
sobre-segmentación. De hecho, la partición de 9 clusters es muy similar visualmente con la 
imagen original. 
 
 

6.8.4.2.6 Resultados 
 
La utilización del heurístico como paso previo a la aplicación del método propuesto, 
independientemente de que presupone cierta pérdida de información acerca de las primeras 
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etapas de la construcción del dendrograma, permite reducir de manera significativa la 
cantidad de datos a procesar. 
 
Como resultado de la reducción de los datos que provoca la utilización del heurístico, se 
obtienen reducciones importantes del tiempo de ejecución. En la Tabla 6-5 se resumen los 
tiempos de ejecución asociados a cada uno de los escenarios analizados. 
 
Tabla 6-5 Tiempos de ejecución para cada uno de los escenarios analizados. 

ESCENARIO TIEMPO DE PROCESAMIENTO 
(SEGUNDOS) 

Average-link 209.233   
Método propuesto sin heurístico 55.511  * 
Método propuesto con heurístico (umbral 0) 8.765  * 
Método propuesto con heurístico (umbral 1) 8.824  * 
k-means (tiempo promedio) 0.038      

(*) Incluye los tiempos de las etapas previas al algoritmo propuesto 
 
A partir de los dendrogramas construidos utilizando el heurístico se obtienen particiones 
coherentes respecto a aquellas que resultan de la aplicación del método directamente y que 
son además comparables con la de los métodos clásicos analizados, aún cuando estos 
últimos no tienen en cuenta las restricciones de contigüidad espacial impuestas a los datos. 
 
El aumento del umbral conduce a un aumento en la cantidad de enlaces entre píxeles 
vecinos que se activan. Ello a su vez conduce a una excesiva reducción de los datos que, 
por lo general, no es un fenómeno muy deseado. 
 
Finalmente, en la Tabla 6-6 se presentan a manera de comparación visual las particiones 
principales obtenidas en cada uno de los 5 escenarios analizados. 
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Tabla 6-6 Particiones seleccionadas en cada uno de los escenarios 
analizados. 

 

 
Imagen 
original 

 

 
5 clusters 

Average-link 

 

 
5 clusters*

Sin heurístico 
 

 
4 clusters 
Umbral 0 

         

 
4 clusters 
Umbral 1 

     

 
3 clusters 
k-means 

  (*) Segunda opción (ver apartado 6.8.4.2.3) 
 

6.8.5 Conclusiones 
 
En este apartado se ha estudiado el heurístico de reducción de aristas para acelerar del 
método propuesto en el caso de imágenes médicas reales. 
 
El umbral mínimo utilizado ha dado resultados satisfactorios en cuanto a la reducción del 
tiempo de ejecución sin pérdida de calidad visual de las particiones que se obtienen. 
 
El aumento mínimo del umbral no ha supuesto una mejora en el tiempo de ejecución ni 
tampoco en la calidad (visual) de la segmentación. Tomar umbrales mayores ocasiona una 
reducción excesiva en la cantidad de clusters, y esto puede conllevar eventualmente a la 
fusión de todos los píxeles en único cluster. Este efecto está asociado al radio de vecindad. 
 
Colateralmente se ha observado la influencia de la definición del radio de vecindad en el 
tiempo de ejecución del algoritmo. 
 
El algoritmo k-means es, con diferencia, el más rápido pero, la solución que ofrece es de 
baja calidad en comparación con los resultados obtenidos por el método propuesto en sus 
distintas variantes. 
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7 Conclusiones y futuras investigaciones 
 
En este trabajo se ha realizado un estudio sobre las relaciones espaciales entre los datos y la 
posibilidad de incluir esta información en el proceso de clasificación automática de los 
mismos. Se ha propuesto un nuevo método de agrupamiento jerárquico aglomerativo que 
tiene en cuenta las relaciones espaciales de los datos. Los capítulos 4, 5 y 6 contienen los 
principales análisis y resultados. En este capítulo se resumen los resultados principales 
logrados y se comentan varias posibilidades de trabajos futuros. 

7.1 Conclusiones 
 
En la Parte I se presenta una revisión de los principales conceptos relacionados con las 
imágenes digitales, en particular las imágenes médicas. Se ofrece también una panorámica 
de los métodos de clustering y de los métodos de segmentación de imágenes. Se destaca la 
idea de que la segmentación de una imagen se puede ver como la partición de los píxeles en 
clases homogéneas y en las semejanzas como las vías para su obtención. 
 
La Parte II está dedicada al estudio de las interacciones espaciales entre los objetos de un 
conjunto. Se ha realizado un estudio basado en las nociones de autocorrelación espacial de 
Moran y Geary. A partir de considerar como unidades estadísticas las relaciones espaciales 
entre los objetos, en lugar de considerar los objetos en sí, se han modificado las 
definiciones de media y varianza utilizando los pesos espaciales como elementos de 
ponderación. 
 
Utilizando las versiones modificadas de la media y la varianza se introducen las versiones 
modificadas de los índices de autocorrelación espacial de Moran y Geary. Se logra entonces 
establecer la complementariedad entre ambos índices modificados. Además se propone un 
índice de autocorrelación espacial a partir del concepto de variabilidad local de Lebart. 
 
Las fórmulas de descomposición de la varianza que se han derivado brindan la posibilidad 
de definir nuevos índices de autocorrelación espacial cuyas propiedades han sido 
analizadas, así como sus relaciones con los índices de autocorrelación espacial 
mencionados anteriormente. 
 
La metodología LISA (Local Indicators of Spatial Spatial Association) ha permitido asociar 
índices locales a cada uno de los índices globales de autocorrelación espacial. Ellos 
posibilitan profundizar en el conocimiento de la estructura espacial de los datos. 
 
La aplicación del índice de Geary al estudio de las particiones de un conjunto de objetos 
con relaciones espaciales ha determinado la definición de un índice de autocorrelación 
espacial asociado a particiones, BC  , que toma en cuenta únicamente las fronteras entre las 
clases de una partición. 
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El sentido intuitivo del índice BC  es el siguiente. Debido a la relación que se establece 
entre los objetos fronterizos de los clusters, su valor caracteriza la autocorrelación espacial 
de las fronteras. 
 
Se han analizado casos particulares de estructura espacial y el comportamiento en estos 
casos de los índices de autocorrelación espacial bajo estudio. 
 
El caso habitual de datos no estructurados ha resultado ser un caso particular en este 
contexto. 
 
La Parte III está dedicada a los métodos de clustering con restricciones. 
 
En el capítulo 5 se presenta el estudio teórico de un método de agrupamiento jerárquico 
aglomerativo con restricciones de contigüidad. Las restricciones de contigüidad se modelan 
mediante una matriz o grafo de contigüidad. 
 
Se introduce una función de desemejanza que toma en cuenta las relaciones de contigüidad 
impuestas sobre los datos y se analizan sus propiedades. Se demuestra que la jerarquía de 
clusters que se obtiene con el método propuesto al utilizar una estrategia aglomerativa 
restringida a la fusión de clusters adyacentes, es libre de inversiones. 
 
Varias alternativas de implementación son propuestas y se realiza, además, un análisis de la 
complejidad computacional. El análisis de los tiempos de ejecución al procesar imágenes 
permite plantear, de manera empírica, que el comportamiento del método propuesto es sub-
cuadrático. Mediante un ejemplo en el campo de la segmentación de imágenes se ilustran 
las principales características del método propuesto. 
 
En el capítulo 6 se evalúa el método propuesto tomando como área de aplicación la 
segmentación de imágenes médicas, específicamente las imágenes del cerebro. Los objetos 
a clasificar, en este caso, son los píxeles de una imagen. Las relaciones de contigüidad 
tienen en cuenta la disposición espacial. En esta evaluación se han utilizado tanto imágenes 
simuladas como imágenes reales. 
 
Con vistas a la selección del radio de vecindad a utilizar en el proceso de clasificación en 
este tipo de aplicación, se propone un procedimiento heurístico que se basa en la idea de la 
variabilidad local. Los resultados obtenidos corroboran, de manera empírica, la calidad de 
las particiones obtenidas. 
 
El índice BC , asumido y utilizado para realizar el corte de los dendrogramas que se obtienen 
tanto en el caso de imágenes simuladas como en imágenes reales,  se comporta de manera 
satisfactoria. Los resultados que se obtienen están en concordancia con los que sugieren el 
índice de Calinski-Harabazs y el de Hartigan.  
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Un elemento a favor de la calidad de las particiones resultantes lo constituyen los altos 
valores del índice ajustado de Rand en el caso de las imágenes simuladas. Para las 
imágenes reales las segmentaciones que se obtienen se acercan en gran medida a los 
resultados disponibles tanto en forma de segmentaciones manuales, como en comparación 
con otros métodos de segmentación. 
 
Se ha propuesto un heurístico de reducción de clases para acelerar del método propuesto en 
el caso de imágenes médicas reales. Como resultado de la reducción de los datos se 
obtienen disminuciones importantes del tiempo de ejecución sin pérdida de calidad visual 
de las particiones que se obtienen. 
 

7.2 Futuras investigaciones 
 
Durante la ejecución del trabajo han surgido varias cuestiones interesantes que pueden ser 
objetos de futuras investigaciones. 
 

7.2.1 Capítulo 4 
 
Los resultados presentados en el capítulo 4 pueden ser estudiados desde la perspectiva 
multivariante. También es posible generalizar la interpretación de los pesos espaciales ija  
al intervalo [0,1]. 
 
En el apartado 2.2 se interpreta la descomposición de la varianza (T=W+B) como una suma 
de matrices. En el caso c) del apartado 4.2.6.3 se considera  que el análisis de datos habitual 
en que los objetos no están relacionados entre sí, es el caso en que todos los objetos son 
adyacentes entre sí, salvo consigo mismo. Este paralelismo sugiere la posibilidad de 
analizar el problema de la búsqueda de la partición óptima en el análisis clásico mediante el 
criterio BC . 
 
En este trabajo se ha considerado la búsqueda de la partición óptima (en general, local) 
mediante un criterio parecido a BC  (su numerador promediado), y la estrategia del 
algoritmo jerárquico aglomerativo del enlace tipo promedio con restricciones.  
 
Posteriormente se ha analizado el corte del dendrograma mediante BC , que se ha mostrado 
interesante. Proceder directamente con algoritmos aglomerativos y el criterio (una 
desemejanza basada en) BC , directamente, plantea los problemas de la posibilidad de 
inversiones y el de la complejidad computacional, que de ser resueltos positivamente 
ofrecerían a la comunidad una nueva herramienta de análisis de datos que integraría los 
datos clásicos con los temporales, espaciales y en general con todos aquellos que pudieran 
representarse mediante grafos. 
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7.2.2 Capítulo 5 
 
En el apartado 5.8 se analiza el comportamiento del algoritmo jerárquico aglomerativo con 
restricciones contigüidad. Para una clase dada se define su vecindad ( )t

kV P  y la 

cardinalidad de ésta: ( )( )# t
kV P . Aquí surge un problema interesante acerca de la 

evolución de la cardinalidad promedio para un grafo arbitrario partiendo de que se conozca 
además 0

max#  y sometido a contracciones sucesivas.  
 
Queda abierta la posibilidad de trabajar en el refinamiento de las implementaciones usadas 
tanto en el procesamiento de las vecindades, como del algoritmo de clasificación usado. 
 

7.2.3 Capítulo 6 
 
El trabajo experimental que se realiza en el capítulo 6 puede profundizarse y ampliarse. 
 
Los experimentos utilizando imágenes simuladas se pueden extender a la valoración del 
ruido y heterogeneidades de intensidad en los resultados que se obtienen con el método 
propuesto. 
 
Un análisis más completo puede ser realizado en el apartado 6.7.6 con el fin de poder 
comparar más detalladamente el comportamiento del método propuesto en este conexto con 
los resultados disponibles de otros métodos. 
 
Un estudio adicional se puede realizar acerca del comportamiento de la diversidad local en 
función de los radios y del contenido de las imágenes, es decir, la distribución y tamaño de 
los objetos presentes en ella. 
 
Los índices locales de autocorrelación espacial analizados en el capítulo 4 pueden ser 
incluidos en el proceso de segmentación de las imágenes utilizando el método propuesto 
con vistas a la evaluación de sus comportamientos. También es posible aplicar los índices 
locales en las fronteras de una segmentación con el objetivo de intentar una mejora 
mediante un proceso de reasignación de las pertenencias de los píxeles. 
 
Como trabajos futuros también se recomienda la evaluación del método propuesto en otros 
contextos de aplicación como son los casos, por ejemplo, del análisis de guiones 
cinematográficos y televisivos que se comenta en el cuerpo del trabajo o de redes sociales.  
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