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La actividad principal de los analistas de inteligencia en las organizaciones ha consistido fipica-
mente en llevar a cabo estrategias de busgueda en diferentes fuentes, olbtener datos, procesarios
y andlizarlos con la ayuda de ciertas herramientas parqg, finaimente, comunicar eficientemen-
te los resuttados de este andlisis a aguéllos que puedan fomar decisiones en su organizacion.

Sin embargo, en un contexto como el actual, car-
acterizado por el crecimiento exponencial de la in-
formacion y la multiplicidad de formatos, canales y
estructuras, junto con la creciente capacidad para
procesar esta informacion (poderosas herramientas
de mineria de datos y fextos, cada vez mayor co-
pacidad de admacenamiento e infraestructuras dis-
fribuidas) el rol analista de inteligencia estd siendo re-
definido y se estd tornando cada vez mds complejo
y poliédrico, ya que para abordar estas cuestiones,
el analista hoy dia debe ser capaz de abarcar tareas
adicionales tales como la construccidn de modelos
analiticos y predictivos (algoritros de Aprendizaje Au-
fomatico) y la gestion de volumenes crecientes de
datos de naturaleza radicalmente distinta y en flujo
permanentemente  (incluyendo datos de sensores
procedentes de dispositivos conectados, datos finan-
cieros, datos gendmicos, datos geogrdficos, datos
multimedia, datos de las redes sociales, efc.). Esta
situacion desafia los procesos analiticos tradicionales,
normalmente restringidos a sélo unas pocas fuentes
-cientificas y técnicas- y al uso de métricas (cienci-
ometria) que eran sdlo vdiidas en el contexto de
aguel dmbito restringido.

El nuevo perfil de los anadlistas de inteligencia exige
funciones adicionales; el analista hoy estd pasando
de ser un buscador eventual y un usuario de software
a convertirse en un explorador permanente (scout), un
agregador e integrador (data wrangler) ~tareas éstas
que suelen ocupar claramente el mayor porcentaje
de horas de dedicacion de todo el proceso analitico-
y un modelador y dotador de sentido (sense maker)
—itodo a la vez!- y por tanto requiere cada vez mdas
de experiencia en habilidades de programacion -tam-
bién llamadas informalmente habilidaodes de «hac-
ker»- que bdsicamente le permitan recuperar datos
e informaciones de distinto tipo, de distintas fuentes y
por vias distintas- no sélo mediante programacion de
ecuaciones de busgueda en bases de datos, sino
fambién mediante procesos de extraccion y estruc-
turacion de datos de la web (conjunto de técnicas
conocidas como webscraping) © mediante acceso
a datos de proveedores a través de APls (Application
Programming Inferfaces) o mediante habilitar opcio-
nes de parametrizado v filtrado del flujo constante de
informacién de las redes sociales, etc.- para luego po-
der analizar, infegrar y modelar foda esta informacion
a fin de responder a una multiplicidad de propdsitos.
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Asl, un requerimiento especifico en una organizacion
actual puede involucrar por ejemplo, el tener que es-
fablecer un canal de acceso y comunicacion con la
APl de un servicio extemo, o configurar un flujo de do-
t0s o pipeline a medida canalizado en un cuadro de
mandos o dashboard que permita accionar los datos
u ofro tipo de plataforma hibrida (0 mashup) que nos
permita aglutinar fuentes varias tales como bases de
datos distribuidas en red y adlimentarnos de sus datos
a tiempo real. Estos entornos complejos actuales en
cuanto a flujos de datos, implican nuevos retos y a la
vez nuevas oportunidades para las organizaciones de
crear productos novedosos de informacion integrada
capaces de aportar valor accionable.

Pero para ello se requiere cada vez mds, de conoci-
mientos sdlidos en estadistica; Hal Varian, chief eco-
nomist de Google, predijo en 2009 que los estadisticos
serian...«<la profesion imds sexy de la proxima déca-
dal» . Definitvamente esta disciplina fransversal se ha
convertido en una habilidad crucial, ya que las organi-
zaciones deben poder sacar conclusiones de mane-
ra eficiente, precisa y cerfera de los datos que estdn
fratando. En el proceso de andllisis, particularmente en
los procesos de modelado de algoritmos de apren-
dizaje automdtico, necesitamos aseguramos de que
SOmMos capaces de controlar el sobreajuste (overfitiing)
al enfrenar nuestros datos para que sigan siendo vali-
dos cuando extendamos su aplicacion a datos reales,
fambién necesitamos ser capaces de detectar valo-
res dislados o dtipicos (outliers) que pueden afectar
notfablemente nuestra vision del conjunfo que estamos
andlizando y necesitamos ser capaces de distinguir la
corelacidn de la causalidad (farea no baladi), para
finalmente poder interpretar corectamente el sesgo y
entender y validar los resultados obtenidos.

Por otra parte, en un contexto de frabajo colaborativo
y sistemas inteligentes en red (acceso abierto, innovao-
cion abierta y organizaciones difusas), se requiere de
flujos de trabdijo flexibles y reproducibles de investigo-
cién; es decir, los procesos analiticos pueden confi-
gurarse en base a un deferminado conjunto de do-
tos estudiados y luego aplicarse a otros conjuntos de
datos, manteniendo una trazabilidad con respecto al
proceso analitico que se ha llevado a cabo. El andlisis
puede enfonces ser compartido y reutilizado y se pue-
den construir nuevos modelos encima de os ya exis-
fentes a través de procesos incrementales de adqui-
siciéon de conocimiento. En una encuesta reciente a
investigadores redlizada por Wiley, aproximadamente
el 70% indicaron que habian compartido los datos de
sus investigaciones, representando un incremento del
17% con respecto al ano anterior. Se observa, pues,
una tendencia a acompanar los resultados de las in-
vestigaciones con los datos analizados. El concepto
de reproducibilidad toma cada vez mayor relevancia.
Organizaciones privadas —varias grandes companias
fecnoloégicas- abrazan ecosistemnas abierfos en sus
modelos de negocio como una forma de incentivar la
innovacioén. En estos entornos, se utilizan cada vez mds
los lenguajes de programacion estadistica de codigo
abierto (tales como por ejemplo Python o R, por citar

solo algunos de los mds populares) que incorporan
una gran cantidad de bibliofecas y paquetes o fun-
ciones para abordar problemas especificos y estdn
fuertemente respaldados por comunidades de apoyo.

Finalmente, quizds la mayor amenaza -para fodas las
industrias, de hecho- proviene de los avances de la
Inteligencia Arificial (Al). Los sistemas autonomos son
ya capaces de tomar decisiones basadas en datos a
fravés de algoritmos de testeo iterativo para encontrar
las mejores soluciones (Aprendizaje Profundo o «Deep
Learning») € incluso enfregar una narativa automdtica
a sus resuttados (Generacion de Lenguaje Natural) .

{QUE posicion deberd ocupar enfonces el analista de
infeligencia en el futuro para seguir aportando valor
anadido a la organizacion?

HABILIDADES NECESARIAS PARA EL ANALISTA DE INTELI-
GENCIADE HOY

Algunos de los aspectos que se han mencionado con
respecto al rol cambiante del analista de infeligencia
aparecen representados en el Diagrama de Venn de
la Ciencia de Datos o Data Science (Conway, Drew)
que ilustra las actividades de los hoy llamados «Dafa
Scientists». (Ver Figura 1)

FIGURA 1
DIAGRAMA DE VENN DE LA CIENCIA DE DATOS
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Una parte fundamental de la actividad del andlista de
infeligencia tiene que ver con lo que entendemaos por
experiencia substancial en un dominio especifico, esto
es, una comprension de la redlidad en la que existen
los problemas o cuestiones a resolver, de los factores
criticos del negocio.

Pero adicionalmente al conocimiento de un sector, de
una industria, de un mercado o de una drea de ex-
periencia determinada (sea ésta la biotecnologia, la
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FIGURA 2
EJEMPLOS DE ALGORITMOS DE APRENDIZAJE SUPERVISADO
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Figura 2a: Problema de Regresion,Regresion lineal.
Fuente:R
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salud, las finanzas, el comercio o cualquier otra), para
poder afrontar hoy sus desafios, se requiere adicional-
mente de un conocimiento de métricas y procesos
estadisticos, que nos permita trazar las informaciones
desde el muestreo o captura de datos a partir de ob-
servaciones de la realidad, hasta la obtenciéon de co-
nocimiento sobre ésta.

Si ademds le anadimos a ello habilidades informdticas
0 de programacion, seremos capaces de ir un paso
mds alld y generar, testear y probar algunos modelos,
desarroliar algoritmos de aprendizaje automdtico para
aprender de los datos y proyectar o hacer previsiones
a partir de ellos.

AUGE DE LA MINERIA DE DATOS Y EL APRENDIZAJE AU-
TOMATICO  §

Hemos infroducido la Mineria de Datos y el Aprendi-
zaje Automdtico, pero ¢a qué nos referimos exacta-
mente con estos conceptos?

Mineria de datos (en inglés Data mining) es el proce-
so de extraccion de informacion implicita y potencial-
mente Util en grandes volimenes de datos. Consiste
bdsicamente en métricas y procesos estadisticos que
podemos usar para detectar patrones y asociaciones
en nuestros datos. Es decir, para describirlos y carac-
terizarlos, a menudo por medio de distintos tipos de
visualizaciones, con el fin de encontrar informacion
interesante (insights).

Pero no solamente podemos realizar un andlisis des-
criptivo sino que también podemos redlizar un andlisis
predictivo; esto es, podemos construir modelos anao-
liticos que nos permitan predecir a partir de los datos
y automatizar estos modelos; decimos enfonces que
podemos aprender de los datos y es por ello que llo-

mamos a estos procesos Aprendizaje Automdtico (en
inglés Machine Learning).

Yo puedo, por ejiemplo, clasificar un conjunto de datos
en clases o categorias y luego, aplicar el mismo mode-
lo de clasificacion a nuevos datos. Este 1ipo de procesos
analiticos son los que puedo automatizar por medio del
Aprendizaje automatico.

Dentro de los procesos de Aprendizaje Automdtico dis-
finguimos tres tipos principales: Aprendizaje Supervisado,
Aprendizaje No supenvisado y Aprendizaje reforzado.

El Aprendizaje Supervisado (Supervised Learning) es
el que parte de unos datos previomente entrenados
(clasificados o efiquetados). Consiste bdsicamente
en encontrar una respuesta (o variable dependiente)
que puede predecirse a partir de una serie de aftributos
(o variables independientes). Por ejemplo, si tenemos
un set de pacientes o sintomas etiquetados como
«8aNOs» O «enfermos»; 0 un set de mails etiquetados
como «hamy» O «spam», efc. podemaos, en base a es-
tos atributos, clasificar nuevos casos -nuevos pacientes,
0 nuevos mails que nos lleguen- de forma automdtica.
Dentro del aprendizaje supenvisado nos encontramos
bdsicamente con dos fipos de problemas (ver Figura
2). problemas de regresién, cuando la respuesta es
continua (por ejemplo, para saber cudnto mide al-
guien en funcién de cudnto pesa) y de clasificacion,
cuando la respuesta es categdrica (clases), por ejem-
plo, para clasificar tipos de productos segun su forma,
tfamano o color.

Allo largo de los anos los matemdticos y estadistas han
propuesto -y siguen proponiendo hoy activamente-
varios modelos o algoritmos para optimizar este tipo de
funciones. Algunos ejemplos de algoritros de apren-
dizaje supervisado son: regresion, drboles de decision,
Random Forest, kNN, regresion logistica, etc.
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FIGURA 3
EJEMPLOS DE ALGORITMOS DE APRENDIZAJE NO SUPERVISADO
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Figura 3a: Ejemplo de clusterizacion de grupos de flores del
género Iris en base al largo y anchura de sus sépalos, median-
te el método de clusterizacion K-means.

Fuente: wikimedia
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Figura 3b. Ejemplo cldsico de descubrimiento de asociacio-
nes en el comportamiento de usuarios mediante Algoritmo A
Priori: Compra de Panales y Cerveza los Jueves en el Super-
mercado.

La figura representa todas las combinaciones posibles de 4
productos(0,1,2 y 3) que pueden ser comprados.

Fuente: Aimotion'®

Fuente: Elaboracion propia

FIGURA 4
REPRESENTACION DE LOS ALGORITMOS DE REDES NEURONALES (DERECHA) INSPIRADOS EN EL
FUNCIONAMIENTO TALY COMO LO CONOCEMOS DE LA SINAPSIS EN LAS NEURONAS BIOLOGICAS (IZQUIERDA)
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Fuente: Universidad de Stanford (curso Cs231)'S

El Aprendizaje No Supervisado (Unsupervised Learning)
es otro fipo de aprendizaje que usamos, en este caso,
cuando no tenemos una respuesta o variable a pre-
decir o estimar. No partimos de ningun set entrenado,
ni de ninguna clasificacion previa. Lo usamos para
clusterizar una poblacion en diferenfes grupos. Por
ejemplo, para segmentar grupos de clientes o para
detectar topicos subyacentes o cllsteres temdticos
en un conjunto de documentos.

Algunos ejemplos de Algoritmos de Aprendizaje no
supervisado son: K-means, Apriori algorithm, Clusteri-
zacion jerdrquica, etc. (ver Figura 3)

Finaimente, en el El Aprendizaje Reforzado (Reinforced
Learning), se modelan automatismos que se exponen

a un enforno dénde pueden autoentrenarse contfinua-
mente mediante pruebay eror. El sisterma aprende de
la experiencia pasada e intenta capturar el mejor co-
nocimiento para fomar decisiones precisas.

Como ejemplos de algoritmos de Aprendizaje Refor-
zado destacan los Procesos de decision de Markov
y yendo un paso mds alld en cuento a complejidad
y alcance podemos situar las Redes Neuronales (ver
Figura 4) o el Aprendizaje Profundo (Deep Learning)'.

A grandes rasgos, las redes neuronales y el deep lear-
ning son técnicas empleadas para construir progra-
mas que aprenden de datos basados vagamente en
codmo creemos que funciona nuestro cerebro. Prime-
ro, se crea una colecciéon de «neuronas» de software
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conectadas juntas, de modo a que puedan mandar-
se mensajes las unas a las ofras. Luego se insta a la
red a resolver un problema, que intenta resolver unay
ofra vez, cada vez estrechando agquellas conexiones
que llevan a acertar y disminuyendo aquéllas que lle-
van a fallar,

Encontramos aplicaciones de las redes neuronales
por ejemplo en vision artificial y en coches autdno-
mos, entre muchas otfras, cada dia mds. Este dmbito
de investigacion, se encuentra hoy en pleno apogeo,
y concentra una actividad muy intensiva en cuanto a
nuevos desarrollos e implementaciones.

Muchas de las grandes empresas tfecnoldgicas (Goo-
gle, Facebook, Microsoft, Amazon, IBM, Baidu, efc.)
han desarrollado entomos v librerias y las han puesto
Open Source a disposicion de los usuarios para que
puedan experimentar. (ver Figura 5)

Algunos ejemplos de ellas son: Torch y Pytorch (Face-
book); TensorFlow' (Google); CNTK (deep learning) i
DMTK (machine leamning) de Microsoff; Deepmask
(deep leaming para vision arificial de Facebook);
Caffe2 (deep learning para visién artificial de Yanga-
ing Jia, Facebook); DSSTNE (deep learning) de Ama-
zon ; Mahout (Machine leamning) y BigDL (Deep Leam-
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FIGURA 7
CLASIFICACION DE LOS PRINCIPALES ALGORITMOS DE APRENDIZAJE AUTOMATICO
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FIGURA 8
TIPOS DE RAZONAMIENTO

TIPOS DE RAZONAMIENTO...

RAZONAMIENTO DEDUCTIVO:

e Comunmente asociado con

la "légica formal".

e Implica razonar desde premisas,

conocidas o asumidas como ciertas, hasta

una conclusion certera.
e Sus conclusiones son certeras e
inevitables.

RAZONAMIENTO INDUCTIVO:

e Comunmente conocido como "légica
informal".

e Implica trazar inferencias inciertas,
basadas en razonamiento probabilistico.

e Sus conclusiones son probables,
razonables, plausibles y creibles.

... Y SU ROL EN LA PRACTICA DE LA CIENCIA DE DATOS

RAZONAMIENTO DEDUCTIVO:
e Formular hipdtesis cobre relaciones y
modelos subyacentes.

e Desarrollar experimentos con los datos
para testar hipdtesis y modelos.

RAZONAMIENTO INDUCTIVO:
¢ Andlisis exploratorio de datos para
descubrir o perfeccionar hipdtesis.

e Descubrir nuevas relaciones,
percepciones y pautas analiticas de los
datos.

TIPOS DE RAZONAMIENTO Y SU ROL EN EL TRATAMIENTO DE LA CIENCIA DE DATOS

Fuente: Booz Allen Hamilton

ing) de Apache; SystemML by IBM (también Watson y
Bluemix); PaddlePaddle de Baidu (Andrew Ng); DL4J o
MxNet (de Pedro Domingos, Universidad de Washing-
tfon/Amazon) y Keras (Python API para Tensorflow de-
sarrollada por el ingeniero de Google Frangois Chol-
let); (ver Figura 6).

En definitiva, un andlista de inteligencia actual que
frabaja con grandes volumenes de datos, debe hoy
conocer los principales algoritmos de aprendizaje

aufomadtico y enfender cuando es mds conveniente
y eficiente aplicar cada uno de ellos y debe estar
al dia de los avances en las posibilidades y opcio-
nes de implementacion de estos algoritmos que se
encuentran disponibles (nuevas herramientas, entor-
nos, librerias). Para ello es cada vez mds necesario
un conocimiento de lenguajes de programacion y
de entomos de desarrollo -tales como por ejemplo
la lioreria Scikit Learn' en el lenguadje de programa-
cién Python o los paguetes CARET, e1071, random-
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FIGURA 9
IMPACTO POTENCIAL DEL APRENDIZAJE AUTOMATICO (ML) EN VARIAS INDUSTRIAS

El aprendizaje automatico tiene un gran impacto potencial sobre la industria y los tipos de casos de uso
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Forest, XGBoost, entre otros, para el lenguaje R, efc.-
gue nos permiten cargar los datos que queremos
analizar y acomodar distinfos modelos y algoritmos
para entrenar y modelar los datos y generar resulta-
dos (ver Figura 7).

Pero el analista de inteligencia no es Unicamente un
programador informdtico. Su funcién en Ultima instan-
cia es impulsar los procesos de adquisicion de cono-
cimiento y mejorar de la toma de decisiones en su
organizacion. Los distintos métodos analiticos y algorit-
mos de aprendizaje son herramientas para apoyar a
ese fin. El perfil del analista, volviendo al diagrama de
Venn (ver Figura 1), es amplio y multidisciplinar.

Consideremos ahora los razonamientos implicitos
en los métodos de investigacion reflejados en ese
esquema general: fijémonos primero en el méto-
do cientifico tradicional; el método cientifico tipica-
mente involucra llevar a cabo un experimento en el
cual una parte de la realidad se toma, se observa
de cerca y es manipulada y diseccionada para lue-
Qo obtener algunos datos que se anotan o registran;
estos datos son revisados por el/la investigador/a que
elabora una hipdtesis, que luego intenta validar. Por
tanto, hay un razonamiento deductivo a partir de una
idea previa o teoria, esto es, tiene lugar un andlisis de
datos confirmatorio.

Contfrariamente, en los procesos de ciencia de da-
fos actuales basados en grandes volimenes de do-
fos y en los procesos de aprendizaje automdtico, la

realidad es percibida en conjunto, de manera com-
prehensiva y orgdnica, fomando datos secundarios
que estan ya disponibles. A partir de estos datos, el/la
cientifico/a actual lleva a cabo andlisis exploratorios
y predictivos; esto es, hay un razonamiento inductivo;
de este modo, en base a estos datos, se crean nue-
vas ideas o teorias (ver Figura 8).

En este contexto, un aspecto clave a considerar es
que ambos procesos de aprendizaje (razonamiento
deductivo e inductivo) son de hecho, complemen-
farios entre si y deben, por tanto, ir siempre juntfos.
Ninguno de los dos basta por si mismo e incluso po-
demos decir que es peligroso remplazar el uno por
el ofro (Kuonen, D.)%; la realidad, afortunadamente,
siempre escapa tanto a reducciones como a gen-
erdlizaciones; no podemos asegurar que nuestros
experimentos sean universales sdlo porque fueron val-
idados eventualmente en una ocasion, ni fampoco
podemos afirmar, del mismo modo, que los datos
hablen por si mismos (si los torturas suficientemente,
tal y como decia Ronald H. Coase?'). Es otfra falacia
afirmar que todos los datos tienen el mismo valor o
calidad. De hecho, no es que los datos puedan estar
a veces sesgados, sino que los datos —todos los da-
fos- son por definicion sesgados, en fanto que siste-
mas informativos artificiales construidos por humanos.

De ahi la importancia de una figura profesional dedi-
cada a su gestion, capaz de entender su naturaleza,
valorar su origen, los procesos de adquisicion em-
pleados, su calidad y su contexto y proponer o derivar
usos posibles en funcién de motivaciones o proble-
mMas organizacionales o industriales especificos.
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En lao actuadlidod, numerosas industrias estdn imple-
mentando algoritmos de aprendizaje automdtico y
profundo para distintas aplicaciones. Algunas de las
cuales estén generando ya un atto impacto (ver Figura
9) y dado el alfisimo dinamismo actual en los avances
fecnoldgicos (cada dia aparecen nuevas publicacio-
nes sobre aplicaciones insdlitas en campos como la
salud, las telecomunicaciones, la logistica, la energia,
la agricultura, las finanzas, efc.) se prevén prontas dis-
rupciones de negocio en cada dmbito especifico®.

Pero paralelomente al alfo dinamismo en esta drea
de conocimiento, empiezan también a aflorar algu-
Nnas preocupaciones en relacion asila ciencia puede/
debe avanzar en base Unicamente a conclusiones
derivadas por mdaquinas y automartismos resultantes de
modelos gue en muchos casos son «cajas cernradas»
0, en todo caso, dificiles de entender a ojos de la ma-
yoria de los humanos?.

Aparecen algunas voces crificas con respecto al modo
en que ciertos automatismos ya implantados empie-
zan a tomar decisiones que afectan alas empresas 'y,
a veces, incluso a nuestra cultura y nuestras vidas (por
ejemplo decisiones sesgadas en base a raza, ubico-
cidn o género) y en contrapartida se empieza a hacer
énfasis en los aspectos éticos de la ciencia de datos
y la determinacion de los modos de tomar decisiones
responsables, justas y éticas al usar el Aprendizaje Auto-
mdtico y Inteligencia Artificial (Katharine Jarmul)?®

Es precisamente aqui dénde el rol del analista de inte-
ligencia va recuperando su posicion estratégica y su
valor: como el puente entre las necesidades humanas
y/o de la organizacion y los algoritmos que pueden
aumentar sus capacidades; como asegurador del
didlogo entre el razonamiento inductivo y el deductivo,
como aquella persona gue apoya en la definicion en
primer lugar de las politicas estratégicas y prioridades,
motivaciones y estrategias, apalancando —en base
a ellos- los datos necesarios, contrastando su veraci-
dad vy la utilidad de los modelos, contrastando el valor
de las informaciones y discerniéndolas del ruido infor-
mativo y proponiendo modos creativos de identificar
problemas y de desplegar narrativas compartidas con
sentido.

iUn futuro brillante, altamente motivador y lleno de re-
tos aguarda al andlista de infeligencial
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