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Resumen

    n el proceso de diagnóstico médico se busca 
identificar el estado de salud de un paciente. 
Sin embargo, la complejidad fisiológica del ser 
humano genera una amplia gama de condi-
ciones difíciles de establecer por el personal 

médico en pacientes patológicos. En las unidades de cuidado 
intensivo, donde habitualmente se utiliza la ventilación asistida, 
se presenta un alto grado de incertidumbre a la hora de iden-
tificar el momento adecuado de retirar el ventilador mecánico. 
Teniendo en cuenta esta problemática, presentamos el diseño y 
evaluación de una herramienta basada en inferencia bayesiana 
que brinda información al médico sobre la viabilidad de tener 
una extubación exitosa. Para su diseño y validación se utilizó 
una base de datos con señales de flujo respiratorio compuesta 
por 98 pacientes exitosamente extubados, y 38 que fracasaron. 
Las señales fueron caracterizadas inicialmente con un grupo de 
series temporales, y posteriormente, el patrón respiratorio en 
los dos grupos de estudio fue analizado con técnicas estadís-
ticas y de modelado autorregresivo. De este último proceso se 
derivo un grupo de variables con las cuales se diseñó un clasi-
ficador tipo Naive Bayes. Los resultados fueron medidos en 
función de la exactitud, sensibilidad y especificidad del clasifi-
cador, logrando un 78% en la primera medida y un 75% y 74% 
en las dos segundas. 
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Abstract

    n the process of medical diagnosis is to iden-
tify the health status of a patient. However, the 
complexity of the human physiological gene-
rates a variety of difficult conditions set by the 
medical staff in each patient. A high degree 

of uncertainty comes to identifying the right time to begin the 
withdrawal of mechanical ventilation in Intensive Care Units. 
Considering this problem, we present the design and evaluation 
of a Bayesian inference based tool that provides information to 
the physician about the feasibility of having a successful extu-
bation. For design and validation database with respiratory flow 
signals composed successfully extubated 98 patients, 38 who 
failed was used. The signals were initially characterized with 
a group of time series, and then the breathing pattern in the 
two study groups was analyzed with statistical techniques and 
autoregressive modeling. This latter process a group of varia-
bles with which a Naive Bayes classifier type design was derived. 
Results were measured in terms of exactitude, sensitivity and 
specificity of the classifier, achieving 78% in the first step and 
75% and 74% in the second two.

Key words: Airflow, clinical diagnosis, patient extubation, Baye-
sian classifier.
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Introducción
El diagnóstico médico es el proceso de identificar las 
enfermedades o condiciones que tiene el paciente, y 
descartar otras que no tiene, mediante evaluación de los 
signos, síntomas, y resultados de varias pruebas diagnós-
ticas [1]. La precisión de estas pruebas es la capacidad 
de discriminar entre las diferentes alternativas de estados 
de salud [2]. Una buena calidad de la prueba, medida 
en términos de especificidad (probabilidad que un 
sujeto sano tenga un resultado negativo) y sensibilidad 
(probabilidad que un sujeto enfermo tenga un resul-
tado positivo), permite reducir la incertidumbre que 
se origina, no solamente por el resultado de la prueba, 
sino también por experiencia del personal médico y la 
veracidad de la información suministrada por el paciente, 
entre otros factores [3].

La incertidumbre en el diagnóstico en la práctica médica 
causa estrés en pacientes y médicos. Los factores que 
contribuyen a esta incluyen la variabilidad biológica de 
los pacientes, error en la interpretación de la prueba, 
diferentes valores y opiniones de pacientes y médicos, 
y la incertidumbre en torno a la toma de decisiones. A 
pesar de que la incertidumbre en la práctica no puede ser 
completamente eliminada, numerosas estrategias que 
pueden adoptarse para reducirla y aumentar la confianza 
de los pacientes. Estas incluyen la aplicación de la mejor 
información disponible basada en la evidencia, junto 
con la observancia de las prácticas clínicas básicas, inclu-
yendo la historia minuciosa, tomando con exclusión de 
diagnósticos preocupantes, y la participación en la toma 
de decisiones compartida [4].

La inferencia bayesiana, basada en la aplicación sistémica 
del teorema de Bayes, permite desarrollar sistemas de 
apoyo al diagnóstico clínico que brindan información 
cuantitativa al personal médico y mitigan la incertidumbre 
en este proceso. Actualmente, la teoría bayesiana está 
demostrando ser de gran utilidad en ciertas estimaciones 
basadas en el conocimiento subjetivo a priori, además, 
el hecho de permitir hacer una revisión de esas estima-
ciones en función de la evidencia empírica, está abriendo 
nuevas formas de hacer conocimiento. Una aplicación de 
esto son los clasificadores bayesianos que son frecuente-
mente usados en medicina [5].

En este trabajo se presenta el diseño y evaluación de un 
clasificador bayesiano, tipo Naive. El propósito de este 
clasificador es analizar y clasificar la información de 
señales respiratorias de pacientes ingresados en Unidades 
de Cuidado Intensivo (UCI), y estimar la viabilidad de una 
extubación exitosa. La problemática que se aborda es el 
alto riesgo para la salud del paciente que se presenta a la 
hora de iniciar la extubación; se ha reportado que hasta 
un 25% de los pacientes requieren reintubación y por lo 
tanto un aumento en el probabilidad de muerte [6][7]
[8]. Para llegar a este diseño se utilizó una base de datos 
formada por señales de flujo respiratorio de 94 pacientes 
satisfactoriamente extubados y 38 que no. 

Las señales de flujo respiratorio fueron caracterizadas 
con un grupo de series temporales, y posteriormente 
estas series fueron analizadas con métodos estadísticos 
y de modelado autorregresivo AR y ARMA. Dicho análisis 
permitió identificar un grupo de variables utilizadas para 
diseñar el clasificador tipo Naive Bayes. El resultado 
mostro un clasificador con una exactitud del 78%, una 
sensibilidad y especificidad 75% y 74% respectivamente, 
con el hecho particular de utilizar únicamente la informa-
ción relacionada con el tiempo de espiración. 

Materiales y Métodos

Pacientes
El estudio se realizó con la base de datos denominada 
WEANDB, formada por señales respiratorias de pacientes 
conectados al ventilador mecánico mediante un tubo 
endotraqueal. A partir del resultado del test de tubo en 
T, los pacientes fueron clasificados en dos grupos: grupo 
éxito con 94 pacientes que superaron satisfactoriamente 
la prueba y recuperaron la respiración espontánea, y 
grupo fracaso, con 38 pacientes que no superaron el 
test y fueron reconectados al ventilador. Estos pacientes 
fueron registrados en los Departamentos de Cuidados 
Intensivos del Hospital de la Santa Creu i Sant Pau, 
Barcelona,y del Hospital de Getafe, España, de acuerdo 
con los protocolos aprobados por sus comités éticos.

Con esta base de datos se elaboraron las siguientes series 
temporales: tiempo de inspiración (TI), tiempo de espira-
ción (TE), duración del ciclo respiratorio (TTot), volumen 
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tidal ( VT), fracción inspiratoria (TI/TTot), flujo inspirado 
medio ( VT/TI), y el índice de respiración superficial (f/
VT), siendo f la frecuencia respiratoria. Una descripción 
más detallada de estas series se encuentra en [8].

Caracterización del patrón  
respiratorio
A continuación se exponen los fundamentos de las 
técnicas de modelado utilizadas para analizar las series 
temporales en este trabajo:

Modelo Autorregresivo (AR). Este modelo de la señal 
permite establecer la muestra x(n) en función del histo-
rial de la misma más un componente de error e(n) de la 
forma descrita en (1).

x n a x n a p x n p e n( ) = −( )+ + −( )+ ( )1 1   (1)

donde p es el orden del modelo, a1,…,ap son sus coefi-
cientes reales, y e(n) es un proceso aleatorio gausiano 
con media cero y varianza σ2. Se asume que la secuencia 
x(n) es de media y varianza ergódica. En este trabajo se 
utilizó el orden del modelo, el primer coeficiente y el 
error final de predicción del mismo (FPE) para caracte-
rizar las series temporales [9]. 

Modelo Autorregresivo de Promedio Móvil (ARMA). El 
modelo AR con un componente móvil se convierte en un 
modelo ARMA que se pueden describir de acuerdo con 
la ecuación (2).

x n a x n a p x n p

e n b e n bqe n q

( )+ −( )+ + −( ) =

( )+ −( )+ + −( )
1 1

1 1





 (2)

siendo p y q son los órdenes del proceso estimado 
mediante el criterio de Akaike [10], a1,…,ap y b1,…,bq 
son los coeficientes reales del proceso [9]. En este 
trabajo se utilizó los órdenes p y q, además del error final 
de predicción, para caracterizar las series temporales.

Inferencia bayesiana
Los métodos de clasificación bayesiana se basan prin-
cipalmente en el Teorema de Bayes, a continuación se 
expone este teorema y el clasificador de naïve bayes.

Teorema de Bayes. Este se refiere al cálculo de la proba-
bilidad condicional del evento A dado que ha ocurrido el 
evento B, su forma general es: Si A1, A2,…,An son eventos 
exhaustivos y exclusivos tales que P(Ai)> 0, ∀ i = 1,2 
,..., n, sea B un evento cualquiera del que se conocen 
las probabilidades condicionales P(B|Ai), la probabilidad 
P(Ai|B) viene dada por la expresión (3) [11].

p iA B
p iA B

p B

p iA p B iA
p B

p iA p B iA

P B kA P

( | )
( , )

( )

( ) ( | )

( )

( ) ( | )

( | ) (

= =

=
kkAk

n )=∑ 1

 3

Clasificador Naive Bayes. Los clasificadores bayesianos 
son modelos particulares de las redes bayesianas que se 
aplican en la tarea de clasificación supervisada con datos 
discretos. Se han propuesto diferentes tipos depen-
diendo de las relaciones de dependencia de las variables 
contempladas entre variables predictoras, entre ellos se 
tienen: naïve bayes, naïve bayes selectivo, semi naïve 
Bayes, k-dependiente, y naïve bayes aumentado a árbol 
(TAN) [12]. 

El clasificador de naïve bayes es el modelo de clasificación 
construido asumiendo que todas las variables predictoras 
(variables de los síntomas) son independientes dada la 
variable de clase C (variable a diagnosticar). La búsqueda 
del diagnóstico más probable a posteriori, c*, una vez 
conocidos los síntomas de un paciente X=(X1,…,Xn) 
puede platearse como la búsqueda del estado de la 
variable C con la mayor probabilidad a posteriori como 
se muestra en (4).

c
c

p C c X nX* arg max ( | ,..., )= = 1  (4)

Este cálculo puede hacerse con el Teorema de Bayes de la 
forma que aparece en (5).

p C c X nX
p C c p X nX C c

p X nX
( | ,..., )

( ) ( ,..., | )

( ,..., )
= =

= =
1

1

1
 (5)

En la práctica el denominador es constante, por este 
motivo se puede despreciar y así estudiar el numerador 
como una distribución de la forma descrita en (6).

p C c X nX p C c p X nX C c( | ,..., ) ( ) ( ,..., | )= = = =1 1  (6)
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El factor p(X1,…,Xn|C=c) se puede simplificar utili-
zando la regla de la cadena (7).

p X X nX C c

p X X nX C c

p nX C c

( | ,..., , )

( | ,..., , )

( | )

1 2

2 3

=

=

=

 (6)

Si las variables Xi son independientes para todo i ≠ j, se 
puede llegar a (8).

p iX C c jX p iX C c( | , ) ( | )= = =  (8)

Por lo tanto, la probabilidad compuesta p(C=c|X1,…
,Xn) puede expresarse finalmente como aparece en (9).

p C c p X C c p X C c p nX C c

p C c p
i

n
iX C c

( ) ( | ) ( | ),..., ( | )

( ) ( | )

= = = =

=
=

=∏

1 2

1

 (9)

La expresión p(Xi|C=c) denota la función densidad de 
la variable Xi condicionada a que el valor del diagnóstico 
sea c. Esta función puede ser ajustada a una normal, 
gamma, lognormal entre otras. Lo más acostumbrado 
es utilizar una variable aleatoria normal para modelar el 
comportamiento de la variable Xi para cada valor de C. 
De esta forma finalmente el clasificador se reduce a la 
siguiente expresión [13]:

c
c

p C c p iX C c
i

n
* arg max ( ) ( | )= = =

=
∏







1

 (10)

Para efectuar el entrenamiento y la validación se utilizó la 
técnica de validación cruzada. La calidad del clasificador 
bayesiano se evaluó con el grupo de entrenamiento 
en función de tres medidas: la exactitud (Acc) (11), la 
sensibilidad (Sn) (12) y la especificidad (Sp) (13). Estas 
medidas se construyen a partirde los siguientes resul-
tados de clasificación: Vp verdaderos positivos, Fp falsos 
positivos, Vn verdaderos negativos, y Fn falsos negativos 
[14].

Acc
Vp Vn

Vp Fp Vn Fn
=

+
+ + +

 (11)

Sn
Vp

Vp Fn
=

+  (12)

Sp
Vn

Vn Vp
=

+  (13)

Resultados
El objetivo del clasificador es establecer, si dadas las 
condiciones de un grupo de variables predictoras en 
un instante determinado, es posible tener un éxito o un 
fracaso en el proceso de retirada del ventilador mecánico 
de los pacientes en UCI. De acuerdo a esto, se definieron 
las siguientes variables:

Variables predictoras (X). Después de evaluar el desem-
peño de las variables obtenidas de los modelos AR y 
ARMA, en el diseño de clasificadores tipo Naive Bayes, se 
identificó un grupo que permitió obtener la mejor exac-
titud sensibilidad y especificidad:

•	 X1 = Promedio de la serie TE 

•	 X2 = Rango intercuartil serie TE

•	 X3 = Orden del modelo AR serie TE

•	 X4 = Primer coeficiente del modelo AR serie TE

•	 X5 = Error final de predicción modelo AR serie TE

•	 X6 = Error final de predicción modelo ARMA serie TE

Variable de la clase de salida (C). El clasificador debe 
predecir, a partir del grupo de variables Xi, un éxito o un 
fracaso en la extubación: es decir, C={éxito, fracaso}.

Diseño del clasificador naïve bayes. Las funciones de 
densidad de probabilidad de P(Xi|C=c), para i=1,…,6 
y C={éxito, fracaso}, fueron ajustadas a variables alea-
torias normales con media y varianza . Las características 
de cada una de estas funciones se presentan en la Tabla I. 

Tabla I. Funciones de probabilidad P(Xi|C=c) 

P(Xi|C=éxito) P(Xi|C=fracaso)

Xi

X1 1.698 0.527 1.260 0.355

X2 0.380 0.236 0.264 0.145

X3 40.085 38.531 23.947 39.634

X4 0.360 0.162 0.632 0.289

X5 1.016 7.016 0.276 0.491

X6 0.994 6.738 0.2122 0.368
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A continuación se presentan, a modo de ejemplo, las 
gráficas de las funciones de distribuciones para X1 (Figura 
1) y X2 (Figura 2).

Figura 1. Función de distribución de P(X1|C=éxito)

Figura 2. Función de distribución de P(X2|C=éxito)

Los valores de P(C=éxito) y P(C=fracaso) son de 94/132 
= 0.71 y 32/132= 0.29 respectivamente. Teniendo 
completos los elementos de la ecuación (10), que corres-
ponden al clasificador de naïve bayes, se procede a su 
validación. Los resultados mostraron una exactitud (Acc) 
del 78%, una sensibilidad (sn) de 75% y una especifi-
cidad (sp) de 74%. A continuación se hace la prueba del 
clasificador con los datos de la Tabla II para verificar su 
funcionamiento.

Tabla II. Ejemplo de aplicación del clasificador naïve Bayes

Variable 
(X

i
)

Valor de X
i

P(Xi|c=éxito) P(Xi|c=fracaso)

X1 2 0.457 0.037

X2 0.5 1.06 0.214

X3 50 0.007 0.002

X4 0.5 1.212 0.357

X5 0.1 0.034 0.001

X6 0.1 0.035 0.001

Según la ecuación (10), la probabilidad que C=éxito, es de

=

= −
0.71*0.457*1.06*0.007*1.212*0.034*0.035

3 472 10 6. *
 (14)

Y el resultado para el caso que C=fracaso es de:

=

= −

0.29*0.37*0.214*0.002*0.357*0.001*0.001

1 634 10 6. *
 (15)

De acuerdo a estos resultados, como la probabilidad de 
un éxito es mayor a la de un fracaso, la clasificación del 
paciente según los valores utilizados en la Tabla II, será 
de éxito en al terminar el proceso de extubación.

Conclusiones
La etapa de caracterización de las señales de flujo respi-
ratorio permitió tener un grupo de series temporales 
utilizado en la fase posterior de diseño del clasificador 
naïve bayes. A pesar de contar con un grupo de sietes 
series, únicamente las variables correspondiente a la serie 
tiempo de espiración fueron utilizadas en el clasificador.

El análisis de las series temporales, con técnicas estadísticas 
y de modelado autorregresivo, permitió obtener un grupo 
de variables para analizar los grupos de éxito y fracaso en 
la extubación. Desde el punto de vista estadístico, se obtu-
vieron los valores promedio y el rango intercuartil. Para el 
modelado autorregresivo se estableció el orden, el primer 
coeficiente y el error final de predicción de cada modelo. 
Se estimaron siete variables por cada serie temporal, para 
un total de cuarenta y nueve variables que fueron redu-
cidas a seis (X1,…,X6), mediante la identificación de 
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aquellas que mostraron las mejores diferencias estadísticas 
entre los grupos de éxito y fracaso. 

Las funciones de probabilidad para P(Xi|C=éxito) y 
P(Xi|C=fracaso), para i=1,…,6, fueron estimadas apro-
ximándolas a una distribución normal. Durante el trabajo 
se evaluaron el ajuste a distribuciones de probabilidad tipo 
Gamma, Lognormal y Weibull sin obtener mejores resultados.

Los modelos autorregresivos puros (AR) y de media móvil 
(ARMA) permitieron analizar las series temporales que 
caracterizaron los grupos de pacientes de éxito y fracaso 
en el proceso de retirada del ventilador mecánico. Esta 
información, complementada con estadísticos de tipo 
promedio y rango intercuartil, facilitó la elaboración de un 
grupo de variables utilizadas en el diseño del clasificador. 
El clasificador naïve bayes presento una exactitud del 78%, 
una sensibilidad de 75% y una especificidad de 74%, estos 
resultados son aceptables pero se pueden evaluar los otros 
tipos de clasificadores bayesianos buscando mejorar estos 
resultados. También se pudo demostrar, al final de este 
trabajo, la sencillez de diseñar e implementar un clasifi-
cador naïve bayes para aplicaciones biomédicas. La tarea 
de clasificación se reduce simplemente a seleccionar la 
clase con la probabilidad más alta de ocurrencia.
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